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Resumen.

La optimización multiobjetivo (OM) ataca problemas que surgen de manera
natural en distintas áreas del conocimiento, donde se requiere satisfacer más
de un criterio a la vez y estos suelen estar en conflicto entre śı. La solución
de este tipo de problemas no es única, por lo que para la toma de decisiones
es usual presentar al usuario más de una alternativa que optimice todos los
criterios considerados de manera simultánea. Tiene sentido en este contexto el
desarrollo de métodos numéricos para la aproximación del conjunto que contiene
dichas soluciones. En esta tesis se presenta un estudio teórico y experimental
de diversos métodos que destacan en la literatura de OM. Se propone al final
una metodoloǵıa h́ıbrida que combina un algoritmo del tipo heuŕıstico con un
buscador local, mediante una técnica especializada para el archivado de las
soluciones. En dicha propuesta se aprovecha información disponible de la función
objetivo para acelerar la convergencia de la heuŕıstica hacia la solución buscada
(sin perder la diversidad de las soluciones y con un bajo costo computacional).
El desempeño de todos los métodos que se presentan a lo largo de la tesis se
discute mediante ejemplos numéricos.
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Abstract.

Multi-objective optimization (MO) addresses problems that naturally arise
in different areas where it is necessary to satisfy more than one criterion at
time; usually these criteria are in conflict with each other. For decision makers
it is convenient to get a set of “compromise solutions” since the solution of
a MO problem is not unique. Nowadays, the design of numerical procedures
to approximate multi-objective solution sets is an interesting subject. In this
thesis, a theoretical and experimental study of several MO notable methods is
presented. Besides, a new hybrid method that combines a heuristic algorithm
with a local search method is proposed. This interleaving is possible made by the
use of a specialized solution archiving strategy. This proposed method exploits
available information of the test function in order to speed up the heuristic
method convergence towards the solution—while maintaining solution spread
and at a low computational cost. The performance of all the methods discussed
throughout this work is explained by numerical examples.
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xviii ÍNDICE DE TABLAS



Acrónimos

POM: Problema de Optimización Multiobjetivo

POE: Problema de Optimización Escalar

CP: Conjunto de Pareto

FP: Frente de Pareto

SP: Suma de Pesos

SPA: Suma de Pesos Adaptativo

NBI: Normal Boundary Intersection

PT: Pareto Tracer

PC: Predictor-Corrector

KKT: Karush-Kuhn-Tucker

AG: Algoritmo Genético
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Introducción.

Los problemas descritos mediante la optimización multiobjetivo surgen de
manera natural en diversas áreas del conocimiento; se pueden encontrar ejemplos
de estos en finanzas, economı́a, ingenieŕıa, entre otras. En general, la optimiza-
ción tiene aplicación en todas las áreas donde se busca tener un mayor beneficio
a través de los recursos con los que se cuenta; debido a que usualmente estos
recursos son limitados. En la optimización multiobjetivo se busca sacar el mejor
provecho (optimizar) considerando más de un criterio a la vez; dichos criterios
suelen estar en conflicto entre śı. Un ejemplo tradicional de esta situación es
el problema de optimización de portafolios, donde se busca minimizar el riesgo
de cierta inversión a la vez que se obtiene el mayor rendimiento. Tal tipo de
problema se denomina Problema de Optimización Multiobjetivo (POM).

A la par del acelerado desarrollo del cómputo actual, la optimización numéri-
ca ha evolucionado en algoritmos cada vez más complejos llevando aśı a solu-
ciones aceptables de ciertos problemas que pareceŕıan intratables hace algunos
años. En la literatura actual existen diversos métodos para resolver POMs. Ca-
da método busca dar solución a problemas cada vez más generales, (ı.e. con
planteamientos más complejos, con menos suposiciones respecto a las funciones
objetivo, etc.) de la manera más satisfactoria posible. Una caracteŕıstica básica
de este tipo de problemas, es que no se busca aproximar una única solución al
POM, sino calcular todo un conjunto de soluciones compromiso entre los crite-
rios a optimizar. Es decir, encontrar aquellos puntos de equilibrio en los que no
es posible mejorar en alguno de los criterios sin empeorar el desempeño de la
solución respecto a los demás. Los métodos que exponemos en esta investiga-
ción tienen como meta aproximar numéricamente dicho conjunto de soluciones
compromiso (puntos de equilibrio) de manera numéricamente eficiente.

En este documento se presenta un estudio teórico de algunos métodos, para
resolver POMs, disponibles en la literatura. Se hace un estudio experimental
para determinar su desempeño, en problemas con caracteŕısticas diversas, y
determinar posibles complicaciones que surgen en su implementación práctica.
Se proponen dos posibles métodos h́ıbridos que resuelvan el POM de manera
eficiente.

1
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Objetivo

El objetivo general de esta tesis es realizar un estudio teórico y experimental
de algunos métodos para la solución numérica de POMs, disponibles en la lite-
ratura reciente. Nos limitaremos a considerar dos funciones objetivo continuas
a optimizar de manera simultánea, sin restricciones activas. Como objetivos
particulares tenemos:

1. Hacer un estudio de los métodos actuales para resolver el POM. Exponer
las ventajas, condiciones y desventajas de cada método estudiado, aśı co-
mo determinar los aspectos prácticos para su correcta implementación
computacional.

2. Explorar algunas posibles hibridaciones de métodos poblacionales (i.e.
heuŕısticas de computación evolutiva) con métodos exactos (i.e. métodos
de Programación Matemática tradicional).

Metodoloǵıa.

La metodoloǵıa seguida en este trabajo fue:

Llevar a cabo un estudio teórico de los métodos tanto exactos como heuŕısti-
cos, disponibles en la literatura, para la solución de POMs.

Llevar a cabo la implementación computacional de todos los métodos es-
tudiados, para explorar sus debilidades, y complicaciones en la práctica.

Llevar a cabo un estudio emṕırico de la eficacia y eficiencia de dichos
métodos sobre problemas de prueba estándar.

Proponer la construcción de un método h́ıbrido que subsane algunas defi-
ciencias de los métodos estudiados.

Finalmente, explorar la efectividad y eficiencia de la propuesta de método
h́ıbrido, sobre problemas de prueba estándar.

Contribuciones

Este trabajo contribuye a la generación de conocimiento en el área de optimi-
zación multiobjetivo, con énfasis en el caso particular de dos funciones objetivo
(biobjetivo). Las contribuciones particulares se listan a continuación:

IPN ESFM
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1. Se presenta un análisis teórico y experimental detallado de los métodos:
Suma de Pesos (SP), Suma de Pesos Adaptativo (SPA), Normal Boundary
Intersection (NBI), Pareto Tracer (PT) y Non-dominating Sorting Genetic
Algorithm II (NSGA-II).

2. Se proponen dos tipos particulares de métodos de archivado de soluciones
para métodos poblacionales (ı.e. heuŕısticos), que hacen uso del método
PT, previamente estudiado.

3. Se propone un método h́ıbrido original, que conjunta el NSGA-II, con los
métodos de archivado propuestos.

4. Se incluye, adjunto a esta tesis, el software desarrollado con la realización
de todos los métodos aqúı estudiados: los exactos, los poblacionales y los
h́ıbridos propuestos.

Organización del documento.

Esta tesis está conformada por 7 caṕıtulos, incluyendo este caṕıtulo de in-
troducción. En el caṕıtulo 2, se muestran algunos conceptos básicos de la opti-
mización multiobjetivo que serán útiles a lo largo del trabajo. En el caṕıtulo 3
y 4 se presentan los métodos exactos estudiados; para cada método se incluye
un análisis de propiedades, ventajas y desventajas; además de que se incluyen
ejemplos numéricos para mostrar su comportamiento sobre distintas funciones
de prueba. En el caṕıtulo 5 se presenta un algoritmo evolutivo multiobjetivo,
como método poblacional heuŕıstico. En el caṕıtulo 6 se presenta el método
h́ıbrido propuesto, haciendo énfasis en su funcionamiento; aśı como los resul-
tados de los experimentos numéricos y las debidas comparaciones. Finalmente,
las conclusiones de esta tesis y las posibles ĺıneas de investigación a seguir se
explican en el caṕıtulo 7.

IPN ESFM
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Caṕıtulo 1

Preliminares.

1.1 El Problema de Optimización Multiobjeti-

vo.

El problema de Optimización Multiobjetivo (POM) busca optimizar (mini-
mizar o maximizar) de manera simultánea m funciones(m ≥ 2), sobre un mismo
dominio. En este trabajo consideramos únicamente problemas sin restricciones,
por lo que nos referimos como POM al siguiente problema concreto:

Minimizar F : Rn → Rm, (1.1)

donde las funciones fi : Rn → R se conocen como las funciones objetivo y se
denomina vector objetivo a [f1(x), f2(x), . . . , fm(x)]

T
. El espacio Rm, contrado-

minio de la función F, se referirá como el espacio de los objetivos. Supondremos
a lo largo de este trabajo, sin pérdida de generalidad, que todas las funciones
objetivo se minimizan; dado que maximizar f equivale a minimizar −f.

La principal diferencia entre resolver un problema de optimización tradicio-
nal (del tipoMinimizar f : Rn → R), al cual nos referiremos aqúı como Problema
de Optimización Escalar (POE) y resolver un POM radica en la naturaleza de
su solución. En el POE se busca calcular un cierto vector de parámetros x∗ ∈ Rn

correspondientes al valor óptimo de f, mientras que resolver un POM equivale
a calcular todo un conjunto S ⊂ Rn de vectores compromiso entre los valores de
todas las funciones objetivo. Esto surge dada la suposición de que las funciones
del vector objetivo se encuentran en conflicto entre śı, observe esto en la figu-
ra 1.1; por esta razón, resolver un POM se refiere justamente a encontrar dicho
conjunto de soluciones.

5



6 Caṕıtulo 1

f (x)

f1

f2

x∗1 xx∗2

Figura 1.1: En esta figura se muestra la gráfica de dos funciones que
se encuentran en conflicto. Observe que al variar el parámetro x mien-
tras f1 aumenta su valor, f2 lo disminuye. El conjunto de soluciones
compromiso para este POM seŕıa la ĺınea que une x∗

1
y x∗

2
.

1.2 Vectores compromiso

Para la búsqueda de las mejores soluciones a un POM es necesario defi-
nir una relación de orden entre los distintos vectores objetivo a comparar. En
Rm(con 2 ≤ m) no se conoce una relación de orden total que considere a ca-
da una de las funciones objetivo con la misma importancia1. En optimización
multiobjetivo se considera entonces el concepto de Dominancia de Pareto para
definir una relación de orden parcial entre las soluciones. Consideremos entonces
la siguiente relación usual en Rm tal que para todo x, y ∈ Rm se tiene que x ≤ y

śı y solo si xi ≤ yi para todo i ∈ {1, . . . ,m}; es decir, que mejora o iguala su
valor componente a componente. Lo relevante al tener un orden parcial, en vez
de total, en el espacio de trabajo radica en que en algunos casos no es posible
decidir que una cierta solución es mejor que otra. La relación de comparación de
vectores que acabamos de mencionar es la base para la definición de Dominancia
de Pareto que se enuncia a continuación:

Definición 1.1. Sean x, y ∈ Rn, decimos que x domina a y, en el sentido de
Pareto, si y sólo si F (x) es parcialmente menor a F (y), ( F (x) < F (y) ), como
en (1.1). Es decir, que para toda componente i ∈ {1, . . . ,m} se cumple que

fi(x) ≤ fi(y) y fj(x) < fj(y) para algún j, con j ∈ {1, . . . ,m}.

Si esto pasa, se establece la notación x � y.

1El orden usual lexicográfico induce una preferencia no deseada entre las funciones objetivo
a comparar, por lo que está fuera de consideración en este análisis donde suponemos todas las
funciones con la misma importancia para el usuario.
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F (y)

f1

f2

I IV

III II

Figura 1.2: Esta figura muestra un ejemplo de dominancia de Pareto.
La región I representa todos los puntos x que dominan a y. La región
II representa todos los puntos x que son dominados por y. Las regiones
III y IV representan todos los puntos x que son incomparables con y.

La Figura 1.2 ejemplifica la dominancia de Pareto. Si se tiene x ∈ Rn tal
que F (x) ∈ I, entonces x � y. Si F (x) ∈ II, entonces y � x. Finalmente, si
F (x) ∈ III o F (x) ∈ IV entonces x y y son mutuamente no dominados, es decir
que son incomparables.

Proposición 1.1. La relación de Dominancia de Pareto induce un orden parcial
estricto en Rn.

Demostración. Para demostrar que la dominancia de Pareto induce un or-
den parcial estricto se debe cumplir que la relación es: irreflexiva, transitiva
y asimétrica.

i) Sea x ∈ Rn. Supongamos que es reflexiva, x � x. Entonces fi(x) ≤ fi(x)
para i = 1, . . . ,m y fj(x) < fj(x) para algún j ∈ {1, . . . ,m} lo cual es
una contradicción. Luego x � x , por lo tanto la dominancia de Pareto es
irreflexiva.

ii) Sean x, y, z ∈ Rn, x � y y y � z. Entonces fi(x) ≤ fi(y) para i = 1, . . . ,m y
fj(x) < fj(y) para algún j ∈ {1, . . . ,m} y fi(y) ≤ fi(z) para i = 1, . . . ,m
y fj(y) < fj(z) para algún j ∈ {1, . . . ,m}. Por transitividad en R se
cumple que si fi(x) ≤ fi(y) y fi(y) ≤ fi(z) entonces fi(x) ≤ fi(z) para
i = 1, . . . ,m. Análogamente fj(x) < fj(z) para algún j ∈ {1, . . . ,m}, luego
x � z. Por lo tanto la dominancia de Pareto es transitiva.

iii) Sean x, y ∈ Rn. Supongamos que es simétrica, x � y y y � x. Entonces
fi(x) ≤ fi(y) para i = 1, . . . ,m y fj(x) < fj(y) para algún j ∈ {1, . . . ,m}

IPN ESFM
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y fi(y) ≤ fi(x) para i = 1, . . . ,m y fj(y) < fj(x) para algún j ∈ {1, . . . ,m}
lo cual es una contradicción. Por lo tanto la dominancia de Pareto es
asimétrica.

Por I, II, III concluimos que la relación de Dominancia de Pareto induce
un orden parcial estricto.

De esta manera, la Dominancia de Pareto nos permite discernir entre solucio-
nes del espacio de búsqueda (el dominio) del POM. A continuación hablaremos
sobre las condiciones de optimalidad para este tipo de problemas.

1.3 Condiciones de Optimalidad

Definición 1.2. Un punto x∗ ∈ Rn es un óptimo débil de Pareto si no existe
x ∈ Rn tal que F (x) < F (x∗), es decir, no existe x tal que fi(x) < fi(x

∗) para
i ∈ {1, . . . ,m}.
Definición 1.3. Un punto x∗ ∈ Rn se dice óptimo de Pareto si no existe x ∈ Rn

tal que x � x∗.

De la Figura 1.3 se aprecia la diferencia entre los óptimos débiles de Pareto
y los óptimos de Pareto.

Definición 1.4. El conjunto de todos los óptimos de Pareto se conocen como
Conjunto de Pareto (CP).

Definición 1.5. La imagen de los puntos en el Conjunto de Pareto es llamado
comúnmente Frente de Pareto (FP).

Definición 1.6. Sea Θ ⊂ Rn un conjunto convexo si y solo si se cumple que para
todos elementos u, v ∈ Θ, el segmento de ĺınea entre u y v está completamente
contenido en Θ. Es decir, que αu+ (1− α)v ∈ Θ ∀ u, v ∈ Θ con α ∈ (0, 1).

Definición 1.7. Una función f se dice convexa si su dominio es un conjunto
convexo y si para cualesquiera dos puntos x y y en el dominio, la gráfica de f se
localiza debajo de la ĺınea que conecta (x, f(x)) y (y, f(y)) en el espacio Rn+1,

es decir que

f(αx+ (1− α)y) ≤ αf(x) + (1− α)f(y) ∀ α ∈ [0, 1] .

Definición 1.8. El problema de optimización multiobjetivo se dice ser convexo
si todas las funciones objetivo y regiones factibles (en este caso el dominio) son
convexas [Miettinen, 1999].

Análogamente a la optimización escalar, en la optimización multiobjetivo
existen condiciones de optimalidad. En la siguiente sección se habla sobre ellas.
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Figura 1.3: Esta figura muestra un ejemplo de puntos débiles de Pa-
reto y óptimos de Pareto.
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Teorema 1.1. Condición Suficiente de Karush-Kuhn-Tucker (KKT) para
el POM sin restricciones. Sea la función objetivo convexa y continuamente
diferenciable en x∗. Una condición suficiente para que x∗ sea un óptimo de
Pareto es que existan multiplicadores λ > 0 ∈ Rm tal que

m
∑

i=1

λi∇fi(x∗) = 0. (1.2)

Los puntos que cumplan dichas condiciones se llaman puntos de KKT.

Demostración. Sea λ > 0 ∈ Rm. Definimos una función F : Rn → R como
F (x) =

∑m
i=1 λifi(x) donde x ∈ S ⊂ Rn.

Observe que F es convexa porque fi(x) es convexa para todo i = 1, . . . ,m
por hipótesis, además λ > 0. Por (1.2) tenemos ∇F (x∗) = 0. De acuerdo a
la condición de optimalidad para optimización mono-objetivo si ∇F (x∗) = 0
entonces x∗ es un punto mı́nimo de la función. De este modo

F (x∗) ≤ F (x) para todo x ∈ S, (1.3)

⇒
m
∑

i=1

λifi(x
∗) ≤

m
∑

i=1

λifi(x) para todo x ∈ S. (1.4)

Supongamos que x∗ no es óptimo de Pareto. Entonces existe un x̂ ∈ S

tal que fi(x̂) ≤ fi(x
∗) para todo i = 1, . . . ,m y fj(x̂) < fj(x

∗) para algún
j ∈ {1, . . . ,m}. Como λi > 0 para todo i = 1, . . . ,m tenemos

m
∑

i=1

λifi(x̂) ≤
m
∑

i=1

λifi(x
∗),

lo cual es una contradicción a (1.4). Por lo tanto x∗ es un óptimo de Pareto.

Teorema 1.2. Condiciones Suficientes de Segundo Orden. Sean todos
los objetivos del POM doblemente diferenciables en x∗ ∈ Rn. Una condición
suficiente para que x∗ sea óptimo de Pareto es que existe un vector λ ∈ Rm tal
que

m
∑

i=1

λi∇fi(x∗) = 0.
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m
∑

i=1

λi = 1.

λi ≥ 0 i = 1, . . . ,m.

dT

(

m
∑

i=1

λi∇2fi(x
∗)

)

d ≤ 0 i = 1, . . . , k.

Con d ∈ Rn\{0} tal que ∇fi(x∗)T d ≤ 0 i = 1, . . . , k.

Demostración. Ver [Wang, 1991].

Si la función objetivo no es convexa, pero se mantiene (1.2) para λ > 0
entonces se cumple la condición necesaria para la optimalidad de Pareto de
Fritz John [Miettinen, 1999]. Para terminar, introducimos algunos conceptos
básicos que se utilizarán a lo largo de este trabajo:

1.4 Indicadores de Desempeño.

Existe una gran cantidad de indicadores de desempeño para comparar las so-
luciones arrojadas por diversos métodos, cada uno de ellos se enfoca en tratar de
describir de forma representativa algún aspecto de interés. Por ejemplo, proximi-
dad al óptimo, distribución de las soluciones, entre otras. Para cierto problema
realizando diversas operaciones entre los elementos de uno o dos frentes.

Se suelen tomar en cuenta las siguientes consideraciones cuando se diseña
un buen indicador de desempeño para POM.

1. Medir la distancia del FP generado por el algoritmo empleado con respecto
al verdadero FP. Esto suponiendo que se conoce dicho frente.

2. Medir la distribución de las soluciones encontradas, de forma que se pueda
tener una distribución de soluciones no dominadas uniforme.

En este trabajo, se utilizan indicadores de desempeño que conocen el FP
real de las funciones de prueba. Entonces este tipo de indicadores, comparan el
FP obtenido con el FP real y a partir de ciertas medidas de error indican la
efectividad del algoritmo analizado. Los indicadores seleccionados son: Distancia
Generacional, Distancia Generacional Invertida y ∆p, los cuales se describen a
continuación.
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Distancia Generacional.

La Distancia Generacional. (DG) es un indicador de desempeño introducido
por Van Veldhuizen & Lamont[Van Veldhuizen and Lamont, 1998] en 1998 co-
mo una manera de estimar qué tan lejos están los elementos del FP aproximado
del FP teórico. Se define como:

DG :=
(
∑n

i=1 d
p
i )

1
p

|FPaproximado|
,

donde |FPaproximado| es el número de vectores en el FP aproximado y di es
la distancia entre el i-ésimo miembro del FP aproximado y el miembro del FP
teórico más cercano a él. Un valor de DG = 0 indica que todos los elementos
obtenidos están el FP real. Luego cualquier otro valor indica que tan lejos se
encuentra la solución obtenida del FP real. Este indicador mide convergencia al
FP real, no dispersión.

Una desventaja notoria de la DG es su forma de calcular la proximidad al
FP, esta medida no penaliza la cantidad de puntos que existen en el FP actual
ni su dispersión, si se encuentran cerca, o sobre el FP real. De este modo, un
método que genere un único punto sobre el FP tendrá un mejor valor que otro
que genere más puntos que estén cerca de la curva.

Distancia Generacional Invertida.

La Distancia Generacional Invertida. (DGI) es un indicador propuesto por
Cruz y Coello[Coello and Cortés, 2005]. Este indicador calcula una distancia
promedio entre el FP aproximado y el FP teórico. Se define como:

DGI :=
(
∑m

i=1 d
p
i )

1
p

|FPteorico|
,

donde |FPteorico| es el número de vectores en el FP teórico y di es la distancia
entre el i-ésimo miembro del FP teórico y el miembro del FP aproximado más
cercano a él. Se puede considerar un complemento de la DG.

Este indicador corrige la desventaja que tiene la DG cuando un método
devuelve un solo punto sobre el FP real. La DGI tendrá un valor grande en este
caso puesto que todas las distancias que se promediarán serán las que hay entre
dicho punto y cada uno de los elementos del FP real. Conforme más distantes
estén estos elementos del punto obtenido, estas distancias crecerán, por ende
el valor del indicador. Una desventaja que presenta este indicador es que no
penaliza a las soluciones del FP actual que estén lejos del FP real siempre y
cuando las demás soluciones estén cerca del FP real y cuenten con una buen
dispersión, a diferencia de la DG.
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Distancia de Hausdorff: Indicador ∆p.

En [Schütze et al., 2012] se propuso ∆p como un indicador de desempeño que
mide la distancia promedio de Hausdorff entre dos conjuntos. Mide la distancia
entre el conjunto formado por el FP aproximado A y el FP teórico B. Para esto
utiliza la DGp y la DGIp definidas por:

DGp(A,B) :=
1

N

(

N
∑

i=1

dist(ai, B)p

)1/p

,

DGIp(A,B) :=
1

M

(

M
∑

i=1

dist(bi, A)
p

)1/p

,

y que dan lugar a:

∆p := máx (DGp(A,B), DGIp(A, b)) .

Para fines de este trabajo, utilizamos p = 2, de manera que se aplica la
distancia euclidiana entre dos puntos. Cuando se quiere aproximar el CP se
tienen dos objetivos:

Minimizar la distancia entre la aproximación final y el FP verdadero del
problema (a veces se le llama teórico).

Generar una muestra diversa de la aproximación final, que cubra todo el
FP teórico y que cuente con una buena distribución.

Estas seŕıan las dos metas que se desean cumplir con cada uno de los métodos
que se estudian en los caṕıtulos posteriores.
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Caṕıtulo 2

Métodos agregativos

2.1 Método de suma de pesos

El método conocido como Suma de Pesos (SP) es la alternativa más co-
munmente utilizada para solucionar el POM. La idea detrás de este método
es transformar el POM en un POE usando una ponderación de las funciones
objetivo.

2.1.1 Descripción

El método SP busca minimizar una combinación convexa de las diferentes
funciones objetivo que forman el vector objetivo. En otras palabras, transforma
el problema multiobjetivo en uno de optimización tradicional mediante una
función de agregación SF : Rn → R de las distintas funciones objetivo, el POM
transformado queda descrito por:

Minimizar SF (x) :=
∑m

i=1 wifi(x)

sujeto a
∑m

i=1 wi = 1 (2.1)

0 ≤ wi i ∈ {1, . . . ,m}.

Para encontrar la solución del problema (2.1) puede usarse cualquier método
conveniente de optimización tradicional. Cada vector de pesos w determinado
define un cierto POE particular. En principio, se podŕıa pensar que entre más
ponderaciones distintas sean consideradas para resolver el problema, más puntos
del CP se tendrán; sin embargo esto no es aśı, como veremos posteriormente.
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Los teoremas siguientes analizan la obtención de óptimos de Pareto mediante
este método.

Teorema 2.1. La solución del problema de suma de pesos (2.1) corresponde a
un óptimo débil de Pareto del POM original.

Demostración. [Miettinen, 1999] Sea x∗ ∈ Rn una posible solución al problema
de suma de pesos. Procediendo por contradicción, supongamos que x∗ no es un
óptimo débil de Pareto. Esto quiere decir que existe x ∈ Rn tal que fi(x) <

fi(x
∗) para todo i ∈ {1, . . . ,m}. Dado que la definición del problema indica 0 ≤

wi para todo i ∈ {1, . . . ,m} y ∑m
i=1 wi = 1; se tiene que 0 < wj para al menos

un j ∈ {1, . . . ,m}, lo que implica que wjfj(x) < wjfj(x
∗). En consecuencia se

cumple lo siguiente
m
∑

i=1

wifi(x) <

m
∑

i=1

wifi(x
∗),

lo cual es una contradicción al supuesto que x∗ es solución del problema. Por lo
tanto x∗ debe ser un óptimo débil de Pareto.

Teorema 2.2. La solución del problema de suma de pesos (2.1) corresponde
a un óptimo de Pareto si las componentes del vector de pesos son coeficientes
positivos, es decir, 0 < wi para todo i ∈ {1, . . . ,m}.

Demostración. [Miettinen, 1999] Sea x∗ ∈ Rn una solución al problema de suma
de pesos con coeficientes positivos en el vector de pesos. Suponga que x∗ no
es un óptimo de Pareto. Esto quiere decir que existe cierto x ∈ Rn tal que
fi(x) ≤ fi(x

∗) para todo i ∈ {1, . . . ,m} y que fj(x) < fj(x
∗) para al menos un

j ∈ {1, . . . ,m}. Dado que wi > 0 para todo i ∈ {1, . . . ,m}, tenemos que

m
∑

i=1

wifi(x) <

m
∑

i=1

wifi(x
∗),

lo cual es una contradicción al supuesto que x∗ es solución del problema (2.1).
Por lo tanto x∗ es un óptimo de Pareto.

Ejemplo 2.1. Función de Binh.

Minimizar F =

[

x2
1 + x2

2

(x1 − 5)2 + (x2 − 5)2

]

con −5 ≤ x1, x2 ≤ 10. Esta función tiene un FP convexo y un CP conectado.
Para elaborar este ejemplo se generaron 50 vectores de pesos [w1, w2] := [λ, 1−λ]
con valores de λ uniformemente distribuidos en el intervalo [0 : 1] . Se estable-
ció como punto inicial el punto x0 := [0, 0] . De la Figura 2.1 se observa que
se obtienen buenos resultados ya que visualmente coinciden el FP y CP reales
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Figura 2.1: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo (se muestra el espacio
de las variables de decisión del problema). En la segunda imagen se
puede apreciar el FP real en color negro y FP aproximado en color
rojo (espacio objetivo). Ambos resultados son de la función Binh.

marcados con . color negro, y el FP y el CP obtenidos al aplicar el método,
marcados con * color rojo.

Los teoremas 2.1 y 2.2 garantizan que al resolver el problema replanteado
como suma de pesos se obtienen puntos que pertenecen al conjunto solución
del POM original. Sin embargo no se puede garantizar que para cada punto
en el CP del POM corresponda un cierto problema de suma de pesos. En el
ejemplo 2.1, el método genera todos los puntos óptimos del problema derivado
de que el FP, de este caso particular, es la frontera de un conjunto convexo (a
lo que comúnmente llamamos un FP convexo). Además de que se obtiene una
buena distribución de los puntos influenciada por la distribución uniforme de
los pesos. El buen funcionamiento de este método radica en la convexidad del
problema multiobjetivo, puesto que el método de suma de pesos es incapaz de
generar las regiones no convexas del FP; esto se puede ver en el ejemplo 2.2, y
a continuación se explica el porqué de esta situación.

Ejemplo 2.2. Función de Fonseca

Minimizar F (x) =

[

1− exp
(

−(x1 − 1)2 − (x2 + 1)2
)

1− exp
(

−(x1 + 1)2 − (x2 − 1)2
)

]

.

Esta función tiene un FP no convexo y un CP conectado. Para desarrollar
este ejemplo se generaron 50 vectores de pesos [w1, w2] := [λ, 1− λ] con valores
de λ uniformemente distribuidos en el intervalo [0 : 1] . Se estableció como punto
inicial el punto x0 := [0, 0] . En la Figura 2.2 pueden observar el FP y CP reales
con . color negro y el FP y el CP obtenidos al aplicar el método con * color rojo.
En este ejemplo el método de suma de pesos solo devuelve los puntos extremos
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del FP debido a la no convexidad que éste posee. Se ve claramente que el método
no es útil en este caso.
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Figura 2.2: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función de Fonseca.

2.1.2 Discusión

Una de las ventajas más importantes de este método es que el POM se
simplifica a un POE Min. Rn → R. Otra ventaja es que mediante teoremas
podemos garantizar que la solución obtenida con el método es un óptimo de
Pareto. La principal desventaja de este método es que los puntos del FP que
se localicen en una región no convexa no podrán generarse al minimizar una
combinación convexa del las funciones objetivo.

Generación del conjunto incompleto:

Para explicar la falla en el funcionamiento del método, consideramos el caso
bi-objetivo solamente. Sean α y 1−α los pesos de los dos objetivos, con α ∈ [0, 1].
Definimos el problema de suma de pesos como:

Min. (1− α)f1 + αf2 (2.2)

Equivalentemente,

Min.
cos θ

cos θ + sin θ
f1 +

sin θ

cos θ + sin θ
f2 (2.3)

donde θ ∈
[

0, π
2

]

. Entonces para cierto θ, el problema (2.2) con α = sin θ
cos θ+sin θ

tiene la misma solución que el problema (2.3). Luego un punto de Pareto es
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solución del problema (2.2) para algún α ∈ [0, 1] si y solo si a su vez, es solución
del problema (2.3) para cierto θ ∈

[

0, π
2

]

.

Si un punto de Pareto no es solución del problema (2.3) ∀ θ ∈
[

0, π
2

]

entonces no se puede obtener como solución de una combinación convexa de las
dos funciones objetivo.

Considere un rotación de los ejes coordenados un ángulo θ ∈
[

0, π
2

]

, entonces
aplicando la matriz de rotación a los ejes coordenados f1(x) y f2(x), tenemos:

[ ¯f1(x)
¯f2(x)

]

=

(

cos θ sin θ
− sin θ cos θ

)[

f1(x)
f2(x)

]

,

Luego, para ¯f1(x) tenemos

¯f1(x)

cos θ + sin θ
=

cos θf1(x)

cos θ + sin θ
+

sin θf2(x)

cos θ + sin θ
,

que es el problema (2.3).

Al minimizar f̄1 obtenemos un punto de Pareto. Este proceso de minimi-
zación se puede ver como trasladar el eje f̄2 paralelamente a śı mismo hasta
que intersecte la frontera, este punto de intersección corresponde a un punto de
Pareto del problema 2.2.

Resolver el problema (2.3) para todo θ ∈
[

0, π
2

]

es equivalente a repetir el

proceso de rotación para todos los ejes en ∈
[

0, π
2

]

. Esto puede verse, como
variar la pendiente de la tangente a la frontera de 0 a −∞ mientras se man-
tiene contacto con la frontera y se eligen los puntos de contacto. Un punto de
Pareto es solución del problema (2.3) si y solo si la tangente al FP en ese punto
no intersecta a la frontera en ningún otro punto donde no sea tangente a la
curva.[Das and Dennis, 1997].

En la figura 2.3 se puede apreciar que es posible encontrar un punto en la
región convexa del FP para el cual las rectas y1 y y2 son tangentes a él. Para la
región no convexa esto no es posible, ya que la tangente al punto P intersecta al
FP a su vez en el punto Q. Note que la tangente en el punto Q no coincide con
la tangente del punto P . Entonces la tangente del punto P puede deslizarse aún
más hacia abajo, encontrando aśı el punto Q que posee un valor de la función
objetivo menor. Es por esto que el método de suma de pesos es incapaz de
encontrar una solución en esta región.
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Figura 2.3: Idea Geométrica del SP con un FP no convexo.

Acerca de la distribución de las soluciones

Otra desventaja del método de SP es que una distribución uniforme de pesos
no necesariamente genera un distribución uniforme de puntos sobre el FP. Lo
idóneo, en la practica, es probar con una cantidad suficiente de combinaciones
de pesos. Cabe mencionar que no hay correspondencia directa entre el vector de
pesos y la posición del vector solución en el espacio de los objetivos, por lo que
la elección de pesos no necesariamente corresponde a que tan importante sean
las funciones del vector objetivo. De esta manera el usuario no tiene control en
este respecto. Esto se puede ver en los siguientes experimentos:

Ejemplo 2.3. Función de Poloni

Maximizar F (x) =

[

−
[

1 + (A1 −B1)
2 + (A2 −B2)

2
]

−
[

(x1 + 3)2 + (x2 + 1)2
]

]

con
A1 = 0.5 sin 1− 2 cos 1 + sin 2− 1.5 cos 2,

A2 = 1.5 sin 1− cos 1 + 2 sin 2− 0.5 cos 2,

B1 = 0.5 sinx− 2 cosx+ sin y − 1.5 cos y,

B2 = 1.5 sinx− cosx+ 2 sin y − 0.5 cos y.

y −π ≤ x1, x2 ≤ π. Cabe notar que en este caso se trata de un problema
de maximización, sin embargo esto no afecta al método ya que maximizar F

equivale a minimizar −F ; por lo que en la practica basta con replantearlo. El
CP de este problema es no conectado al igual que el FP y ninguno parece
tener una forma regular, esto debido a las restricciones que se manejan y a las
combinaciones de funciones trigonométricas. Por otro lado aunque el FP no es
convexo, al cambiar el problema de maximización por uno de minimización,
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Figura 2.4: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Poloni.

se puede pensar que si lo es. En este ejemplo se ilustra la irregularidad en
la distribución de las soluciones sobre el FP, independientemente de la buena
distribución de los vectores de pesos.

Para este experimento se generaron 50 pesos uniformemente distribuidos
al igual que en los ejemplos anteriores. Se utilizó como punto inicial el punto
x0 := [0, 0]. En la Figura 2.4 puede observar el FP y CP reales con . color negro
y el FP y el CP obtenidos al aplicar el método con * color rojo.

Ejemplo 2.4. Función de Rendón 2:

Min. F (x) =

[

x1 + x2 + 1
x2
1 + 2x2 − 1

]

con −3 ≤ x1, x2 ≤ 3. Esta función tiene un FP convexo y un CP conectado. Para
este experimento se generaron 50 pesos uniformemente distribuidos como en los
ejemplos anteriores. Se tomó como punto inicial el punto de nuevo x0 := [0, 0].
En la Figura 2.5 puede observar el FP y CP reales con . color negro y el FP y
el CP obtenidos al aplicar el método con * color rojo. Es relevante que en este
ejemplo se obtiene una solución relativamente buena al problema. Se obtienen
puntos en todo el FP aunque no cuenta con una buena distribución, ya que hay
una acumulación de puntos en el valle del frente. Este experimento fue peculiar
debido a que el CP se encuentra sobre una de las restricciones de caja, por lo
que fue necesario implementar un mecanismo de manejo de restricciones para
obtener los resultados mostrados.
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Figura 2.5: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Rendon 2.

2.1.3 Resultados numéricos

En esta sección se muestra el resumen de los resultados obtenidos en los ex-
perimentos numéricos que se desarrollaron en este trabajo para el método de SP.
Las funciones de prueba utilizadas están descritas en el apéndice 6. El criterio
de paro utilizado fue satisfacer la primera condición de optimalidad del POE, es
decir, ∇SF (x) < 1e−06. La tabla 2.1 muestra los costos en términos de evalua-
ciones de la función requeridos para generar todo el FP (EV.F), el número de
evaluaciones de la función promedio requeridas para generar un punto (EV.F/P)
y tiempo del método, para cada problema de prueba, considerando su éxito me-
diante la medida ∆2. Para cada prueba se generaron 20 puntos. Se considera
que los problemas marcados en negro, en la tabla, fueron resueltos exitosamente
pues los valores del indicador ∆2 son menores a 0.01 además de la comprobación
visual de los conjuntos y frentes de Pareto. En los problemas tales como Fonseca
o Lis el método no tuvo resultados satisfactorios por las razones expuestas en la
sección 2.1.2, en Dent al tener un FP con partes cóncavas y partes convexas el
método tiene acumulación de soluciones en sus regiones convexas o en ZDT3 y
Schaffer 2 se obtienen ciertos puntos en las distintas componentes del FP desco-
nectado. Por otro lado, como era esperado las funciones como Binh, Laumanns,
Schaffer 1 y ZDT4 obtuvieron buenos resultados al contar con frentes convexos.
Una excepción interesante se da en ZDT1, que cuenta con un FP convexo no
obtiene un buen valor de ∆2. Esto sucede porque las soluciones tienden hacia
f1(x), que es la función del vector objetivo más sencilla de minimizar. Todos los
ejemplos de esta tesis se ejecutaron en una PC con sistema operativo Ubuntu
14.04 LTS y procesador Intelr CoreTM i3-3217U CPU 1.80GHz× 4 a 64 bits.
En estos y los subsecuentes experimentos, el POE se resolvió con métodos tra-
dicionales de optimización, tales como: Newton, Gradientes Conjugados, entre
otros disponibles en la paqueteŕıa utilizada. Todos los métodos y experimentos
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Tabla 2.1: Resultados numéricos del Método Suma de Pesos.

SUMA DE PESOS
Función # EV.F # EV.F/P Tiempo(segs.) ∆2

Binh 372 18.6 0.9142 0.0479
Dent 642 32.1 1.1806 0.0269
Fonseca 540 27 0.4937 0.4024
Laumanns 178 8.8 1.0762 0.0049
Lis 899 44.9 2.0767 0.5015
Murata 1, 029 51.4 1.6052 0.3320
Poloni 886 44.3 1.5080 0.0166
Rendón 2 574 28.7 1.1498 0.0336
Schaffer 1 116 5.8 0.3410 0.0070
Schaffer 2 904 45.2 2.3813 0.0962
ZDT1 9, 118 455.9 53.4805 0.2205
ZDT2 8, 315 415.7 3.3099 0.2206
ZDT3 17, 095 854.7 6.3784 0.2233
ZDT4 23, 040 1152 12.9645 0.0050

fueron programados en Matlab.

2.2 Método de Suma de Pesos Adaptativo

El método SPA, fue propuesto en [Kim and De Weck, 2005] y es un método
alternativo basado en el método SP y que pretende subsanar las deficiencias
del método original SP. La principal diferencia entre el método SP adaptativo
y el original es que los vectores de pesos utilizados en el adaptativo no son
predeterminados sino que evolucionan de acuerdo a la naturaleza geométrica
del FP del problema.

2.2.1 Preliminares

Definición 2.1. El punto de Nadir FN∗ ∈ Rm se define como el vector que
contiene los valores máximos globales individuales de cada una de las funciones
objetivo pertenecientes al vector objetivo FN∗ = [fN∗

1 , . . . , fN∗
m ]T .
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(a)
SP.

(b)
SPA.

Figura 2.6: Representación del caso donde el FP es convexo con
curvaturas no uniformes. La imagen (a) muestra soluciones obtenidas
con SP y la imagen (b) las soluciones obtenidas a partir del SPA.

2.2.2 Descripción

La idea central del método SPA es generar una solución preliminar del POM
a partir de los resultados obtenidos mediante la aplicación del método tradicional
SP, para posteriormente identificar las regiones que requieran cierto refinamien-
to, i.e., aquellas regiones donde no se obtuvieron puntos óptimos de Pareto.
Estas regiones se designan como regiones factibles para sub-optimizar. En ese
momento se agregan restricciones de desigualdad en el espacio objetivo y sobre
las regiones factibles y se vuelve a aplicar entonces el método SP tradicional. El
proceso termina cuando todas las regiones del FP alcanzan una resolución pre-
espećıfica. Este método trata el POMs efectivamente considerando de manera
especial los siguientes tres casos:

a) Regiones convexas con curvaturas no uniformes: en este caso el método
SP obtiene la mayoŕıa de las soluciones en las regiones con mayor curvatura del
FP, se encuentran muy pocas soluciones en las regiones planas (ver la figura 2.6).
Luego, el método SPA determina una región factible para refinar y aśı obtener
más soluciones.

b) Regiones no convexas con soluciones no dominadas: el método SPA ob-
tiene soluciones en la región no convexa al incluir restricciones de desigualdad
derivadas de P1 y P2 (ver la figura 2.7) mediante las distancias δ1 y δ2 con
dirección a los ejes coordenados respectivamente.

c) Regiones no convexas de soluciones dominadas: el método adaptativo
evita generar puntos sobre estas regiones, a diferencia de otros métodos como
el NBI (ver la sección 3.1.3) el cual genera algunas veces soluciones dominadas
en estas regiones. Ver la figura 2.8.

A continuación, se describen los pasos que componen el método SPA:
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(a)
SP.

(b)
SPA.

Figura 2.7: Representación del caso donde la frontera es no convexa
con soluciones no dominadas. La imagen (a) muestra soluciones ob-
tenidas con SP y la imagen (b) las soluciones obtenidas a partir del
SPA.

(a)
SP.

(b)
SPA.

Figura 2.8: Representación del caso donde el FP es no convexo de
soluciones dominadas. La imagen (a) muestra soluciones obtenidas con
SP y la imagen (b) las soluciones obtenidas a partir del SPA.
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1. Normalizar las funciones objetivo. Sea x∗
i el mı́nimo global de fi(x).

fi =
fi − F ∗

i

FN∗
i − F ∗

i

,

donde F ∗ es el punto de utoṕıa y FN∗ es punto de Nadir.

2. Aplicar el método SP con un número pequeño de divisiones ninicial. Si
se utiliza un número grande de divisiones se obtienen pocas soluciones.
El número de divisiones define el número de puntos deseados que se ob-
tendrán a partir del SP.

3. Calcular el tamaño de los segmentos entre las soluciones vecinas. Eliminar
las soluciones que se encuentren muy cercanas, es decir, que la distancia
euclidiana sea casi cero.

4. Determinar el número de refinamientos que se necesitan en cada región.
Entre más grande sea este segmento más refinamiento requiere. Este núme-
ro de refinamientos se determina basado en la longitud relativa de cada
segmento. Calcular entonces

ni = ROUND

(

C
li

lprom

)

,

donde ni es el número de refinamientos del i-ésimo segmento, li es la
longitud del i-ésimo segmento, lprom es la longitud promedio de todos los
segmentos y C es una cierta constante (parámetro del algoritmo).

5. Si ni es menor o igual a uno, no se requiere más refinamiento. Si ni es
mayor a uno, pasar al paso 6.

6. Determinar las distancias de desplazamiento para los puntos extremos de
cada segmento. Trazar la ĺınea secante que une estos puntos extremos
(P1 y P2). Determinar la distancia δJ de desplazamiento sobre el FP.
Esta distancia determina la densidad final de las soluciones sobre el FP.
Encontrar las distancias paralelas a los ejes objetivos, calcular el ángulo θ

como

θ = arctan

(−P y
1 − P

y
2

P x
1 − P x

2

)

donde P x
i y P

y
i son las coordenadas (x, y) de los puntos P1 y P2 respecti-

vamente. Luego calcular δ1 y δ2 se determinan como

δ1 = δJ cos θ y δ2 = δJ sin θ.

7. Agregar restricciones de desigualdad adicionales y aplicar el MSP en ca-
da una de las regiones factibles. Los subproblemas a optimizar quedan
definidos por:

Min.

2
∑

i=1

wifi
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Figura 2.9: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son para la función de Fonseca.

s.a f1(x) ≤ P x
1 − δ1

f2(x) ≤ P
y
2 − δ2

El número de divisiones del MSP lo determina ni.

2.2.3 Discusión

La principal ventaja del método SPA es que logra generar soluciones en las
regiones no convexas del FP. Los siguientes ejemplos ilustran este hecho.

Ejemplo 2.5. (Función de Fonseca) Esta función se describió previamente en el
ejemplo 2.2. Tiene un FP no convexo y un CP conectado. En la Figura 2.9 puede
observar el FP y CP reales con . color negro y el FP y el CP obtenidos al aplicar el
método con * color rojo. Para una buena visualización se generaron únicamente
10 puntos. En este ejemplo podemos observar que, a diferencia del método SP
tradicional, se obtienen puntos a lo largo de todo el FP. Cabe mencionar que
dichos puntos tienen una distribución uniforme.

Ejemplo 2.6. (Función de Lis) Es un problema de optimización multiobjetivo,
se define de la siguiente manera:

Min. F (x) =
[

8
√

x2
1 + x2

2 , 4
√

(x1 − 0.5)2 + (x2 − 0.5)2
]T

con −5 ≤ x1, x2 ≤ 10. Esta función tiene un FP no convexo y no conectado. Su
CP es no conectado.

En la Figura 2.10 puede observar el FP y CP reales con . color negro y el
FP y el CP obtenidos al aplicar el método con * color rojo. Para este ejemplo

IPN ESFM
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Figura 2.10: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son para la función Lis.

se generaron 10 puntos en total. Podemos notar que el método logra generar
soluciones del FP aunque este es no convexo y no conectado. Se puede apreciar
una buena distribución a lo largo del FP.

Otra ventaja del método es que gracias a que se sabe que regiones necesitan
refinamiento, en teoŕıa el método devuelve soluciones bien distribuidas. Sin em-
bargo esto es discutible, pues en la práctica se requiere de otras consideraciones,
como veremos en los siguientes ejemplos.

Ejemplo 2.7. (Función de Poloni) Este ejemplo fue descrito en la sección an-
terior, recordemos que originalmente se trata de un problema de maximización.
En la figura 2.11 pueden observar el FP y CP reales con . color negro y el FP y
el CP obtenidos al aplicar el método con * color rojo. Al igual que en el ejemplo
anterior se generaron 10 puntos. Observe la ventaja que tiene el SPA sobre el
método NBI, del cual se hablará en la siguiente sección. Se generan soluciones
sobre el FP, pero ninguna solución que sea dominada. Aśı mismo se puede notar
la buena distribución de las soluciones obtenidas.

Ejemplo 2.8. (Función de Rendon 2) Esta función tiene un FP convexo y un
CP conectado. En la Figura 2.12 puede observar el FP y CP reales con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo. Al igual
que en el ejemplo anterior se generaron 10 puntos. En este ejemplo podemos
apreciar que el método genera puntos sobre el FP, aunque se recomienda pedir
una mayor cantidad de puntos al realizar la ejecución, esto debido a que de vista
se pueden apreciar regiones que requieren más refinamiento.

Ejemplo 2.9. (Función de Schaffer 2) Este es un problema que se define de la
siguiente manera:

Min. F (x) =
[

f1(x) , f2(x)
]

,
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Figura 2.11: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Poloni.
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Figura 2.12: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Rendon 2.
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Figura 2.13: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Schaffer 2.

donde:

f1(x) =















−x si x ≤ 0
−2 + x si 1 < x ≤ 3
4− x si 3 < x ≤ 4
−4 + x si x > 4

,

y:

f2(x) = (x− 5)2,

con −5 ≤ x ≤ 10. Esta función tiene un FP y un CP desconectado. En la Fi-
gura 2.13 puede observar el FP y CP reales con . color negro y el FP y el CP
obtenidos al aplicar el método con * color rojo. Al igual que en el ejemplo ante-
rior se generaron 10 puntos. Podemos observar que en este ejemplo el método no
tuvo bueno resultados. No logra obtener soluciones con buena distribución en
la parte lineal del FP. Por otro lado al contar con un FP no conectado obtuvo
un punto dominado.

Al analizar los ejemplos numéricos podemos observar que aunque se mencio-
na un control de la distribución de soluciones, esto no es completamente cierto.
El control de distribución está ligado al número de refinamientos que se solicitan
pero en realidad cuando se aplica el método en dichas regiones a refinar no hay
control de las distancias entre los puntos que se generan, esto seŕıa una herencia
del SP original.

Otra desventaja del método SPA es que es costoso computacionalmente, esto
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sucede por la cantidad de veces que se aplica el método de SP; éste se aplica en
cada región de refinamiento que requiere optimizarse. Por otro lado en problemas
en regiones no convexas de soluciones dominadas, el método no genera soluciones
a diferencia del método NBI que, como veremos posteriormente, podŕıa devolver
soluciones dominadas.

2.2.4 Experimentos numéricos

En esta sección se muestran los resultados obtenidos al aplicar el SPA a di-
versas funciones de prueba elegidas, algunas ya fueron descritas en las secciones
anteriores, las restantes se encuentran descritas en el apéndice 6. El método se
detiene hasta obtener el número deseado de puntos además de detenerse cuando
se alcanza la cota máxima de evaluaciones de la función, esta se fijo en 20, 000.
La tabla 2.2 muestra los costos en términos de evaluaciones de la función reque-
ridos para generar todo el FP (EV.F), el número de evaluaciones de la función
promedio requeridas para generar un punto (EV.F/P) y tiempo del método,
para cada problema de prueba, considerando su éxito mediante la medida ∆2.

Para cada prueba se generaron 20 puntos. Se considera que los problemas mar-
cados en negro, en la tabla, fueron resueltos exitosamente pues los valores del
indicador ∆2 son menores a 0.01 además de la comprobación visual de los con-
juntos y frentes de Pareto. En los problemas tales como Fonseca, Lis, Murata
se puede apreciar la ventaja principal del SPA contra el SP al lograr generar
las regiones no convexas de los frentes. En los problemas como Dent, Rendon 2,
Poloni, Schaffer 2 vemos que las soluciones obtenidas no cuentan con una bue-
na distribución, esto por que solo se controla el número deseado de puntos por
región a sub-optimizar más no la distancia que habrá entre dichas soluciones.
Por último, en las funciones con frentes convexos el resultado es exitoso al igual
que el SP original.
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Tabla 2.2: Resultados numéricos del Método Suma de Pesos Adap-
tativo.

SUMA DE PESOS DE PESOS ADAPTATIVO
Función # EV.F # EV.F/P Tiempo(Segs.) ∆2

Binh 752 37.6 1.9764 0.0455
Dent 1, 310 65.5 5.3817 0.0217
Fonseca 20, 000 1000 38.4436 0.0179
Laumanns 688 34.4 1.5968 0.0091
Lis 20, 000 1000 19.1231 0.0228
Murata 1, 894 94.7 4.4229 0.0798
Poloni 3, 102 155.1 3.6954 0.1783
Rendón 2 895 44.7 1.8174 0.0195
Schaffer 1 455 22.7 3.0412 0.0051
Schaffer 2 4, 855 242.7 8.0983 0.3191
ZDT1 20, 000 1000 21.4833 0.4900
ZDT2 20, 000 1000 32.4464 1.1028
ZDT3 20, 000 1000 18.2943 0.4413
ZDT4 20, 000 1000 19.2491 0.0031
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Métodos de punto de

referencia y continuación

3.1 Método NBI

El método de Intersección de la Dirección Normal con la Frontera, o NBI
fue propuesto en 1998 por J.Dass y J.E Dennis [Das and Dennis, 1998]. Este
método aprovecha el hecho que el FP de cualquier POM se encuentra en el con-
junto frontera de la imagen bajo las funciones objetivo a optimizar. Este método
encuentra puntos candidatos a óptimos de Pareto mediante la solución de una
serie de POEs asociados. El método NBI pertenece a la clase de métodos cono-
cidos como de punto de referencia pues utiliza un cierto punto (inalcanzable)
para guiar la solucione de cada uno de los POEs asociados. Otros métodos de
punto de referencia pueden consultarse en [Ehrgott, 2005, Figueira et al., 2005].

3.1.1 Preliminares

Antes de describir el método NBI, se darán unas definiciones necesarias para
la construcción del punto de referencia a utilizar. Recordemos que queremos
minimizar F : Rn → Rm, y supongamos entonces que para todo i ∈ {1, . . . ,m}
es posible encontrar un vector

x∗
i ∈ Rn (3.1)

tal que x∗
i es un mı́nimo global de fi, con f∗

i := fi(x
∗) el valor óptimo de la

i−ésima función objetivo.

Definición 3.1. El punto ideal, de utoṕıa, o vector utópico F ∗ ∈ Rm se define
como el vector formado por los valores mı́nimos globales, individuales, de cada
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34 Caṕıtulo 3

una de las funciones objetivo. Es decir

F ∗ = [f∗
1 , . . . , f

∗
m]T . (3.2)

Definición 3.2. Sea F ∗
i = F (x∗

i ) con x∗
i definido en 3.1 para i ∈ {1, . . . ,m}.

Sea Φ la matriz de tamaño m x m, cuya i-ésima columna es F ∗
i − F ∗. Di-

cha matriz es conocida como la matriz de pago del POM. Definiremos como la
CHIM, por sus siglas en inglés Convex Hull of Individual Minima, al conjunto
de puntos en Rm que son combinación convexa de las columnas de Φ, es decir,

CHIM = {Φβ : β ∈ Rm,
∑

i

βi = 1, βi ≥ 0}

3.1.2 Descripción

Como se mencionó anteriormente, el método NBI se centra en el espacio
objetivo. Este método utiliza el punto ideal como punto de referencia. Cabe
mencionar que no es necesario tener el valor exacto del punto ideal; con una
buena aproximación de éste es suficiente para obtener buenos resultados. La
CHIM es una forma de caracterizar el conjunto convexo más pequeño que con-
tiene los valores mı́nimos de las funciones objetivo por separado.

Para iniciar el método es necesario realizar una traslación de la forma F (x)←
F (x) − F ∗. Al hacer esta traslación1 se puede trabajar en un espacio donde la
frontera buscada se encuentra inmersa en un cuadrante con coordenadas no
negativas, donde el punto ideal es el origen y las coordenadas de los vectores
columna de la matriz de pago están sobre los planos que forman los ejes del
nuevo sistema de coordenadas. Posteriormente se toma un cierto punto sobre la
CHIM, digamos Φβ, y se calcula el vector n̂ unitario normal a la CHIM, que
pasa por Φβ con dirección hacia el origen. Entonces, Φβ+tn̂, con t ∈ R describe
el conjunto de puntos pertenecientes a la recta normal construida. El punto de
intersección de dicha recta normal con la frontera del POM se encuentra al
resolver el siguiente POE con restricciones:

Maximizarx,t t

sujeto a F (x) ≤ Φβ + tn̂. (3.3)

Cada vector β puede verse como un parámetro que define un cierto pro-
blema (3.3) particular, que se denota como el subproblema NBIβ . Lo que se
obtiene al aplicar el método NBI es la solución de los diversos subproblemas
NBIβ para distintos valores de β. Dichos valores se toman idealmente bien

1Dependiendo de los valores de la función, el vector ideal podŕıa sumarse en vez de sus-
traerse.
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n

Figura 3.1: Esquema del funcionamiento del método NBI. Donde O

es el punto ideal, A corresponde a F ∗

1
, B corresponde a F ∗

2
, AB define

la CHIM, el arco ACB es el FP del problema, n es la dirección normal
y t es el valor óptimo de (3.3) (la distancia máxima).

distribuidos sobre la CHIM, buscando una buena distribución de las soluciones
sobre el FP. La restricción de desigualdad de (3.3) asegura que el punto solución
x es asignado bajo F a un punto en la recta normal. En [Motta et al., 2012] se
hace notar que la condición de desigualdad de los NBIβ logra una mayor liber-
tad del algoritmo para encontrar óptimos globales y evita malas formulaciones
de dichos subproblemas.

La Figura 3.1 muestra la idea geométrica detrás del método. Al realizar la
traslación, el origen del plano coordenado corresponde al punto ideal. El punto
A denota a F ∗

1 , el punto B denota a F ∗
2 , AB conforma en este caso la CHIM,

el arco ACB es el FP para este ejemplo, n es la dirección normal en el punto
(β,Φβ) y la distancia t es el parámetro a maximizar.

Por las caracteŕısticas de la traslación del origen realizada para el método,
el punto x∗ obtenido para el máximo t resulta ser el mismo tanto en el espacio
coordenado como en el problema original. Por la forma en que se definen los
subproblemas NBIβ , es posible encontrar el conjunto de puntos cuya imagen en
el espacio objetivo es la frontera de la superficie sin importar si ésta es convexa
o no convexa. También, entre más subproblemas NBIβ se resuelvan más puntos
sobre la frontera se tendrán. Aunque como se verá con los ejemplos posteriores,
estos puntos no necesariamente son óptimos de Pareto.

En resumen, la idea central del método NBI es que el punto de intersección
entre la frontera de la imagen y la normal que apunta hacia el origen saliendo
desde cualquier punto de la CHIM es un punto perteneciente a una cierta porción
de la frontera que contiene a las imágenes de los puntos óptimos de Pareto.
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36 Caṕıtulo 3

Aplicaciones exitosas

Este método ha sido empleado en diversas áreas de la ingenieŕıa. Por ejemplo,
en [Motta et al., 2012] se empleó el método para resolver un problema biobjetivo
de ingenieŕıa qúımica de un reactor isotérmico discont́ınuo. En este reactor se
lleva a cabo cierta reacción qúımica. Se busca máximizar el rendimiento de una
cierta sustancia y reducir el costo de la separación de las sustancias empleadas
en la reacción.

Otro ejemplo se muestra en [Bhaskar et al., 2000], donde se emplea el NBI
para optimizar una caja de cambios. La meta era minimizar el volumen del
reductor de velocidad y la presión que se ejerce en dos de los ejes de la caja.

3.1.3 Discusión

Existe una relación entre los subproblemas del NBI y el problema de SP. Esta
relación muestra cómo ir y venir entre el parámetro β que define al subproblema
NBI y una combinación convexa del vector de pesos w correspondiente a un
punto óptimo de Pareto particular. Aśı mismo esta relación muestra que para
cada w existe un β tal que un subproblema NBIβ tiene la misma solución que
un problema SPw, pero al revés esto no se cumple.

Dado un cierto punto óptimo de Pareto x∗, definimos el problema de Suma
de Pesos como:

Sea w ∈ [0, 1]
m

y
∑m

i=1 wi = 1.

Minx wTF (x) (3.4)

Sea x∗ la solución del problema (3.4), por la primera parte de las condiciones
de KKT para optimalidad tenemos que:

∇xF (x∗)Tw = 0 (3.5)

Sea β el vector de parámetros en NBIβ . Definimos el subproblema NBIβ
como:

Minx,t − t (3.6)

s.a F (x)− Φβ − tn̂ = 0.

(3.7)
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Sea (x∗, t∗, λ(1)∗) la solución del problema (3.6). Por la primera parte de las
condiciones de KKT para optimalidad tenemos que:

∇xF (x∗)Tλ(1)∗ = 0 (3.8)

−1 + n̂Tλ(1)∗ = 0

donde λ(1)∗ ∈ Rn representa el vector de multiplicadores correspondiente a
la restricción Φβ + tn̂− F (x) = 0.

Observación 3.1. Suponga (x∗, t∗, λ(1)∗) es la solución de NBIβ y que
∑m

i=1 λ
(1)∗
i 6=

0. Ahora definimos las componentes del vector w como

wi =
λ
(1)∗
i

∑m
i=1 λ

(1)∗
i

.

Luego el problema (3.4) con el vector de pesos w anterior tiene como solución
a x∗.

Demostración 3.1. Dividiendo ambos lados de (3.8) por el escalar
∑m

i=1 λ
(1)∗
i

tenemos
∇xF (x∗)Tλ(1)∗ = 0

∑m
i=1 λ

(1)∗
i

,

es clara la equivalencia entre (3.5) y (3.8). Es importante notar que si para

algún i, el signo de λ
(1)∗
i es contrario al de

∑m
i=1 λ

(1)∗
i , entonces el vector w tiene

una componente negativa y no califica como un peso posible para el problema
(3.4). En tal caso, o la optimalidad de Pareto del punto NBI (x∗, t∗, λ(1)∗) es
cuestionable o el punto de Pareto se encuentra en una región no convexa, por lo
que no existe una combinación convexa correspondiente en el problema de suma
de pesos.

Observación 3.2. Supongamos que x∗ resuelve el problema SPw. Sea (β̄, t∗)
la solución del (m+ 1)× (m+ 1) sistema linear

Φβ + tn̂ = F (x∗),

∑

i

βi = 1.

Luego x∗ corresponde a la solución de NBIβ con β̄ = β, la solución del
problema (3.6) es:

[

x∗, t∗, λ(1)∗ =
w

wT n̂

]

.
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38 Caṕıtulo 3

Demostración 3.2. Dividiendo ambos lados de (3.5) por wT n̂. Esto se puede
realizar ya que wi ≥ 0 y n̂ tiene componentes negativas, de modo que wT n̂ < 0.
Tenemos entonces que:

∇xF (x∗)Tw = 0

wT n̂
= 0.

Y observe que

n̂Tλ(1)∗ = n̂T
( w

wT n̂

)

= 1,

entonces la primera parte de las condiciones de KKT del NBIβ se conservan.
Luego note que Φβ + tn̂ = F (x∗). Entonces es clara la equivalencia entre SPw

y NBIβ.

Distribución de la soluciones en regiones convexas y no convexas:

Una de las ventajas de este método es que el POM es simplificado a un POE,
el cual se resuelve con métodos tradicionales de optimización con restricciones.
Aśı mismo, con este método se logra generar puntos tanto las regiones convexas
como las regiones no convexas del FP. Una ventaja notable es que, a diferencia
de los métodos agregativos, con el NBI es posible tener un cierto control so-
bre la distribución de los puntos generados sobre el FP. Veamos los resultados
obtenidos para los siguientes experimentos:

Ejemplo 3.1. (Función de Binh) Este problema ya ha sido descrito en el caṕıtu-
lo anterior, recordemos que en este caso se tiene un FP convexo y un CP conec-
tado. En la Figura 3.2 se marcan el FP y CP teóricos del problema con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo. Para
este experimento se generaron 50 puntos uniformemente distribuidos sobre la
CHIM. En este ejemplo podemos apreciar como el método NBI devuelve resul-
tados muy buenos para este tipo de problemas, en los que el FP es convexo.
Podemos observar que los puntos se encuentran sobre el frente y además poseen
una buena distribución. Se esperaban resultados buenos por la naturaleza del
POM particular.

Ejemplo 3.2. (Función de Fonseca) Este problema ya ha sido descrito en el
caṕıtulo anterior, recordemos que para esta función se tiene un FP no convexo
y un CP conectado. En la Figura 3.3 pueden observar el FP y CP teóricos
del problema con . color negro y el FP y el CP obtenidos al aplicar el método
con * color rojo. Para este experimento se generaron 50 puntos uniformemente
distribuidos sobre la CHIM. En este ejemplo podemos observar que el NBI
devuelve de nuevo muy buenos resultados. Se logra generar puntos para describir
todo el FP a pesar de ser no convexo, a diferencia de lo que suced́ıa en esta misma
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Figura 3.2: En la primera imagen se puede observar el CP teórico en
color negro y el CP aproximado en color rojo. En la segunda imagen se
puede apreciar el FP teórico en color negro y FP aproximado en color
rojo. Ambos resultados son para la función de Binh.

función aplicando el SP. Por otro lado, cabe destacar que los puntos presentan
una muy buena distribución sobre el FP.

Generación de puntos no óptimos:

Un primer inconveniente del método NBI es que no se puede garantizar que
las soluciones obtenidas de los subproblemas derivados sean óptimos de Pare-
to; en especial para FPs con componentes desconectadas. Es decir, el método
solo garantiza que se encuentran puntos en la frontera pero estos podŕıan ser
dominados. Los siguientes experimentos hacen notar esta deficiencia:

Ejemplo 3.3. (Función de Poloni) Definido previamente, este POM correspon-
de a un problema de maximización. En este caso se tiene un FP no conectado,
al igual que el CP. En la Figura 3.4 se pueden observar el FP y CP teóricos
con . color negro y con * color rojo los conjuntos aproximados FP y CP ob-
tenidos al aplicar el método. Se generaron, para este experimento, 50 puntos
uniformemente distribuidos sobre la CHIM. Se puede observar una de las prin-
cipales desventajas del método; vemos que se obtienen puntos dominados como
solución de algunos subproblemas. Estos puntos a pesar de estar en la frontera,
no necesariamente corresponden a óptimos de Pareto.

La desventaja del método NBI ilustrada en el ejemplo anterior podŕıa supe-
rarse, si se resuelven suficientes subproblemas y se hace al final un filtrado para
descartar aquellos puntos obtenidos que sean dominados. Sin embargo esto de-
pende de que efectivamente se logren generar puntos suficientes; además de que
el hecho de tener que resolver demasiados subproblemas para después descartar
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Figura 3.3: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son para la función de Fonseca.
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Figura 3.4: En la primera imagen se puede observar el CP teórico en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función de Poloni.
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Figura 3.5: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Schaffer 2.

soluciones no es del todo eficiente. En las figuras correspondientes al ejemplo 3.3
podemos apreciar que en la parte del FP donde los puntos devueltos por el NBI
śı son solución del problema multiobjetivo se cuenta con una buena distribución
de éstos sobre el frente. El siguiente ejemplo muestra que no necesariamente es
aśı en todos los casos.

Fallas de distribución de soluciones en componentes de con curvaturas
dispares:

Ejemplo 3.4. (Función de Schaffer 2) Este problema presenta un FP y un CP
desconectado. En la Figura 3.5 puede observar el FP y CP exactos con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo. Se genera-
ron 50 puntos uniformemente distribuidos sobre la CHIM. En este experimento
vuelve a ocurrir que el método NBI devuelve puntos en la frontera que no son
óptimos de Pareto. Una peculiaridad más de este ejemplo es que los puntos
óptimos de Pareto no están distribuidos uniformemente sobre las componentes.
Por la construcción geométrica del método es claro que la distribución se ve
afectada por las disparidades de curvatura en las dos diferentes componentes
del {FP.

Funciones objetivo multimodales:

Otra desventaja importante de este método, y que afecta tanto en eficiencia
como en distribución de las soluciones es que si al calcular el valor óptimo
f∗
i de alguna de las funciones objetivo por separado no se alcanza el óptimo
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global2 entonces se generan diferentes conjuntos CHIM. Esto produce resultados
distintos según los valores que son considerados; como se verá en los ejemplos
siguientes.

Ejemplo 3.5. (Función ZDT1 [Zitzler et al., 2000]) El siguiente POM trabaja
con 30 variables y este definido como

Min. F =

[

f1(x)
f2(x)

]

donde

f1(x) = x1; f2(x) = g(x) ∗
(

1−
√

1

g(x)

)

,

y

g(x) = 1 +
9

n− 1

30
∑

i=2

xi,

con 0 ≤ xi ≤ 1 para i ∈ {1, . . . , 30}. Este POM posee un FP convexo. Lo
peculiar de este problema es que el punto óptimo de f1(x) no es único, de hecho
existe una infinidad de puntos que alcanzan el mı́nimo global. Esto trae como
consecuencia que se obtenga una CHIM distinta, dependiendo del punto que se
considere para su construcción. Es sencillo3 ver que los vectores de la forma

x∗1 = [0, x2, . . . , x30] (3.9)

con xi ∈ [0, 1] para i = 2, . . . , 30 son mı́nimos globales de f1, donde f1(x
∗
1) = 0.

Por otro lado la función f2 tiene un único vector óptimo, que es x∗2 = [1, 0, . . . , 0]
con valor óptimo f2(x

∗
2) = 0.

Aśı pues, para este experimento se tomaron 3 puntos distintos para x∗1 de
la forma

x∗1
1 = [0, x2, . . . , x30] , xi = 0.0 ∀ i ∈ {2, . . . , 30},

x∗1
2 = [0, x2, . . . , x30] , xi = 0.25 ∀ i ∈ {2, . . . , 30},
x∗1
3 = [0, x2, . . . , x30] , xi = 0.5 ∀ i ∈ {2, . . . , 30},

y se generaron 50 puntos uniformemente distribuidos sobre cada una de las
CHIM correspondientes. Observe que el punto ideal es F ∗ = [0, 0]

T
y no se

necesita realizar la traslación al origen.

Aplicando el NBI a este POM obtenemos distintos puntos solución, depen-
diendo la CHIM considerada. Esto se puede apreciar en la Figura 3.6, Figura 3.7

2La mayoŕıa de los métodos matemáticos solo garantizan optimalidad local.
3Analizando la función f1, vemos que esta definida únicamente por la primer componente

del vector x que se evalúa. De modo que todos aquellos vectores que tengan el mismo valor en
la primer componente poseen la misma imagen. Debido a la restricción de caja, el valor mı́nimo
posible es cero. Al tratarse de un problema de minimización y considerando las restricciones
de caja tenemos que todos los vectores mı́nimos deben ser de la forma (3.9).
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Figura 3.6: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. Resultado para la función ZDT1.

y la f igura 3.8. Los FPs verdaderos están marcados con . color negro y el FP
obtenido al aplicar el método en cada uno de los casos está marcado con * color
rojo. Finalmente, podemos observar que entre más cercano sea el punto inicial
al vector cero, mejor solución se obtendrá.

3.1.4 Experimentos numéricos

En esta sección se muestra el resumen de los resultados obtenidos en los
experimentos numéricos que se desarrollaron en este trabajo para el método de
NBI. Las funciones de prueba utilizadas están descritas en el apéndice 6. El
criterio de paro utilizado fue satisfacer la primera condición de optimalidad del
subproblema NBIβ . La tabla 3.1 muestra los costos en términos de evaluaciones
de la función requeridos para generar todo el FP (EV.F), el número de evalua-
ciones de la función promedio requeridas para generar un punto (EV.F/P) y
tiempo del método, para cada problema de prueba, considerando su éxito me-
diante la medida ∆2. Para cada prueba se generaron 20 puntos. Se considera
que los problemas marcados en negro, en la tabla, fueron resueltos exitosamente
pues los valores del indicador ∆2 son menores a 0.01 además de la comprobación
visual de los conjuntos y frentes de Pareto. Observe que en 9 de las 14 funciones
de prueba seleccionadas el método devuelve buenos resultados en el valor de ∆2,
observe que en estos casos se trata de frentes convexos, no convexos y mixtos.
La caracteŕıstica que poseen en común es que son frentes de pareto conectados
como: Dent, Murata y Schaffer 1. Note que en las funciones que cuentan con
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Figura 3.7: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. Resultado para la función ZDT1.
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Figura 3.8: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. Resultado para la función ZDT1.
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Tabla 3.1: Resultados numéricos del Método NBI.

NBI
Función # EV.F # EV.F/P Tiempo(segs.) ∆2

Binh 488 24.4 0.7407 0.0479
Dent 516 25.8 0.9181 0.0053
Fonseca 954 47.7 2.7747 0.0004
Laumanns 788 39.4 1.8826 0.0049
Lis 1, 737 86.8 1.9402 0.0133
Murata 316 15.8 0.7634 0.0017
Poloni 868 43.4 1.5558 0.6885
Rendon 2 462 23.1 1.0037 0.0070
Schaffer 1 239 11.9 0.7662 0.0071
Schaffer 2 808 40.4 2.3199 0.2877
ZDT1 5821 291.1 6.5643 0.0009
ZDT2 4, 058 202.9 3.8568 0.0045
ZDT3 6, 743 337.1 7.7489 0.0240
ZDT4 4, 910 245.5 3.1006 0.0020

frentes no conectados como Poloni, Schaffer 2 y ZDT3 el valor del indicador ∆2

no es cercano a cero. Esto ocurre puesto que el indicador de desempeño penaliza
al método cuando genera puntos que no son parte del FP sino que son puntos
pertenecientes a la frontera.

3.2 Método Pareto Tracer

3.2.1 Preeliminares

Los métodos de Continuación Numérica consideran curvas que están impĺıci-
tamente definidas mediante sistemas de ecuaciones no lineales indeterminados.
El problema está dado por

H(x, λ) = 0, (3.10)

donde H : RN+1 → RN es suave, x ∈ RN y λ ∈ R.

Teorema 3.1. Teorema de la Función Impĺıcita. Sean Gk ∈ Rk, GN ∈
RN conjuntos no vaćıos y abiertos. Sea H : Gk × GN → RN continuamente
diferenciable. Y sea x0 ∈ Gk, y0 ∈ GN tales que

H(x0, y0) = 0,
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y
∂H

∂y
(x0, y0) regular.

Entonces existen subconjuntos G̃k ⊂ Gk, G̃N ⊂ GN y exactamente una
función continua

f : G̃k → G̃N

con f(x0) = y0 y H(x, f(x)) = 0 ∀ x ∈ G̃k. Por lo que f(x) es la única solución
de H(x, y) = 0 dentro de G̃N .

Demostración. Definimos la función

g : Gk ×GN → Rk+N (3.11)

(x, y) → g (x, y) = (x,H (x, y)) .

Evidentemente g es continuamente diferenciable puesto que H lo es. El ja-
cobiano de g en (x0, y0) ∈ Gk ×GN es

[

Ik×k 0
∂H
∂x (x0, y0)

∂H
∂y (x0, y0)

]

, (3.12)

es regular dado que det
(

∂H
∂y (x0, y0)

)

6= 0. Además g (x0, y0) = (x0, H (x0, y0)) =

(x0, 0) . Aplicando el teorema de la función inversa tenemos que G̃k ∈ Gk ×GN

y G̃N ∈ Rk+N tales que (x0, y0) ∈ G̃k, (x0, 0) ∈ G̃N y g : G̃k → G̃N es una
función biyectiva con inversa continuamente diferenciable.

Definimos W := {z ∈ Rk | (z, 0) ∈ G̃N}, entonces x0 ∈W . Luego para cada
z ∈W

g(x, y) = (z, 0) (3.13)

tiene un único par (xz, yz) como solución,i.e.,

(xz, H (xz, yz)) = (z, 0)⇒ xx = z. (3.14)

Por lo tantoH (z, yz). Note que la pre-imagen g−1(W ) es cerrada enGk×GN .
De modo que el interior de la pre-imagen g−1(W )c es abierto en G̃k×G̃N donde
G̃k ⊂ Gk y G̃N ⊂ GN son abiertos. Además H(x, y) = 0 con (x, y) ∈ G̃k × G̃N .
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Ahora como yz es único dado z, definimos una función f(z) = yz donde
z ∈ G̃k y yz ∈ G̃N . Luego f(x0) = y0 y

(z, yz) = g−1 (z, 0) = (z, f(z)) . (3.15)

Por lo que H(z, f(z)) = 0. De esta forma f es la función que estamos bus-
cando.

Por el teorema 3.1 se sigue que el conjunto de solución de (3.10), i.e.,

H−1(0) = {(x, λ) ∈ RN+1 : H (x, λ) = 0} (3.16)

es, al menos localmente y bajo cierto supuestos, una curva. Dentro de los
métodos de continuación numérica encontramos los métodos del tipo Predictor-
Corrector (PC). En lo posterior explicaremos los pasos principales de dichos
métodos para trazar una curva uni-dimensional. Consideramos (3.10), y que se
tiene un punto x0 ∈ RN+1 con H(x0) = 0 y el rango(H(x0)) = N . Por el
teorema 3.1 existe una curva c : (0− ε, 0 + ε)→ RN+1 con c(0) = x0 y

H(c(s)) = 0 ∀s ∈ (0− ε, 0 + ε). (3.17)

Diferenciando (3.17) obtenemos

H
′

(c(s)) ∗ c′(s) = 0. (3.18)

Por lo tanto, los vectores tangentes c
′

(s) (y en consecuencia, la linearización de
la curva en x = c(s)) pueden encontrarse calculando el núcleo de H

′

(x). Esto
se realiza mediante una descomposición QR de H

′

(x)T : si

H
′

(x)T = QR (3.19)

para un matriz ortogonal Q ∈ R(N+1)×(N+1) y una matriz triangular superior
R ∈ R(N+1)×N , entonces la última columna del vector qN+1 de Q es el núcleo
deseado. La orientación de la curva puede calcularse al monitorear el signo de

det

(

H
′

(x)
qTN+1

)

. (3.20)

Una vez obtenido el vector que apunta a lo largo de la curva solución linea-
rizada, se puede realizar un movimiento en dicha dirección lo que devuelve una
solución del predictor p. Para la solución del corrector, uno puede regresar a
c al aplicar el método de Gauss-Newton a (3.10) tomando como punto inicial
a p. De este modo, es posible calcular un secuencia de soluciones que estarán
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alineadas a lo largo de la curva solución H−1(0). Este caso se puede extender
al caso multiobjetivo al considerar F̃ : Rn+k → Rn+1

F̃ (x, α) =

(

∑k
i=1 αi ▽ fi(x)
∑k

i=1 αi − 1

)

= 0. (3.21)

El conjunto de puntos de KKT está contenido en el conjunto cero de F̃ , lo
que motiva la continuación de F̃−1(0).

3.2.2 Descripción

A continuación describiremos el método PT el cuál es del tipo PC y fue
recientemente propuesto en [Mart́ın, 2014]. Para esto, consideremos la función:

F̃ (x, α) =

(

∑k
i=1 αi ▽ fi(x)
∑k

i=1 αi − 1

)

= 0. (3.22)

La idea del PT es separar los espacios x(decisión) y α(pesos) cuando sea posible.

Predictor:

Se desea obtener el núcleo de F̃
′

(x, α). Para esto, sea x un punto de KKT,
v ∈ Rn y µ ∈ Rk sujeto a

F̃
′

(x, α) =

(
∑k

i=1 αi ▽2 fi(x) ▽f1(x) . . . ▽fk(x)
0 1 . . . 1

)(

ν

µ

)

= 0 (3.23)

Definimos Wα :=
∑k

i=1 αi ▽2 fi(x) una matriz regular y

J = J(x) =







▽f1(x)
T

...
▽fk(x)

T






.

Supongamos µ 6= 0 y que Wα es una matriz regular, que satisface

k
∑

i=1

µi = 0. (3.24)
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De la primera ecuación de (3.23) tenemos:

νµ = −W−1
α JTµ. (3.25)

Luego, dada una dirección d ∈ Rk, tal que Jνµ = d, podemos encontrar µd que
resuelva el siguiente sistema

(

−JW−1
α JT

1 . . . 1

)

µd =

(

d

0

)

(3.26)

Para obtener las direcciones d, aplicamos una descomposición del tipo QR a
α

α = QR := (q1, . . . , qk)R,

lo que implica que
di = qi+1 i = 1, . . . , k − 1. (3.27)

Con esto, los movimientos Jνi forman una base ortonormal del FP linearizado.
Ya con µd calculado, se obtiene νµd

como en (3.25). Faltaŕıa aplicar el predictor
de la siguiente manera:

p := x+ tνµ. (3.28)

Como estamos interesados en una distribución uniforme de puntos en el FP,
se asume que cada objetivo es Lipschitz continuo, entonces queremos que para
dos soluciones consecutivas xi y xi+1 se cumpla,

‖F (xi)− F (xi+1)‖2 ≈ τ,

donde τ > 0. De este modo, un tamaño de paso adecuado está dado por

t =
τ

‖Jνµ‖2
. (3.29)

Corrector

Para el corrector se aplica el método de Newton Multiobjetivo[Fliege et al., 2009].
La dirección de Newton está definida como la solución de

mı́n
(ν,δ)∈Rn×R

δ

s.a ∇fi(x)T ν + 1
2ν

T∇2fi(x)ν ≤ δ, i = 1, ..., k.
(3.30)
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3.2.3 Discusión

Una de las ventajas del método radica en la separación de espacios, esto
debido a que no aumenta la no linearidad del conjunto solución a diferencia
de otros métodos PC (ver por ejemplo [Hillermeier, 2001]). Debido a que se
controla el tamaño de paso, es posible obtener una buena distribución de las
soluciones obtenidas.

Por otro lado, un desventaja es el uso de información de segundo orden para
llevar a cabo el procedimiento corrector. En este trabajo como nos centramos
en el caso biobjetivo el corrector no es utilizado debido a que nuestro CP es de
dimensión uno. Otra desventaja es la que se presenta al trabajar con funciones
con FP dessconectados, ya que sólo se puede generar una de las componentes
de él. Estas observaciones se muestran en la sección de ejemplos.

Ejemplo 3.6. (Función de Dent) Consideremos el siguiente POM:

Minimizar

F =









1
2

(

√

1 + (x1 + x2))
2
+

√

1 + (x1 − x2)
2
+ x1 − x2

)

+ λ exp− (x1 − x2)
2

1
2

(

√

1 + (x1 + x2))
2
+

√

1 + (x1 − x2)
2 − x1 + x2

)

+ λ exp− (x1 − x2)
2









donde λ = 0.85. Esta función tiene un FP conectado, con regiones tanto conve-
xas como no convexas. En la Figura 3.9 se puede observar el FP y CP reales con
. color negro y el FP y el CP obtenidos al aplicar el método con * color rojo.
Podemos apreciar que las soluciones obtenidas cubren uniformemente el FP de
la función, además de poseer una buena extensión.

Ejemplo 3.7. (Función de Fonseca) Recordemos que esta función tiene un FP
no convexo y un CP conectado. En la Figura 3.10 se puede observar el FP y
CP reales con . color negro y el FP y el CP obtenidos al aplicar el método
con * color rojo. Observando los resultados obtenidos, vemos que al igual que
en el ejemplo anterior se obtuvo una buena solución dado que se cubre todo el
FP y CP además de que se cuenta con una distribución uniforme de soluciones
óptimas.

Ejemplo 3.8. (Función de Murata) consideremos el siguiente POM

Minimizar F =

[

2
√
x1

x1 (1− x2) + 5

]

donde 1 ≤ x1 ≤ 4 y 1 ≤ x2 ≤ 2. Esta función tiene un FP no convexo y su CP
es conectado. En la Figura 3.11 puede observar el FP y CP reales con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo. En este
ejemplo se observan buenos resultados al obtener tanto una buena extensión del
FP y del CP, como una buena distribución de soluciones a su vez.
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Figura 3.9: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función de Dent.
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Figura 3.10: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado mediante
PT en color rojo. Ambos resultados son de la función de Fonseca.
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Figura 3.11: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Murata.

Ejemplo 3.9. (Función ZDT1) Este POM posee un FP convexo y ya ha sido
previamente definido en la sección anterior. Hace uso de 30 variables. En la
Figura 3.12 puede observar el FP real con . color negro y el FP obtenido al
aplicar el método con * color rojo. Podemos observar un buen resultado, debido
a que se construye todo el FP y con una buena distribución.

Ejemplo 3.10. (Función ZDT3) Al igual que el caso anterior, se trata de un
POM que considera 30 variables de decisión. Esta definido como:

Minimizar F =

[

f1(x)
f2(x)

]

donde

f1(x) = x1

f2(x, g) = g(x)

(

1−
√

f1

g(x)
− f1

g(x)
sin(10πf1)

)

y

g(x) = 1 +
9

n− 1

30
∑

i=2

xi

con 0 ≤ xi ≤ 1 para i = 1, . . . , 30. Esta función posee un FP convexo y no
conectado. En la Figura 3.13 se puede observar el FP real con . color negro y
el FP obtenido al aplicar el método con * color rojo. Note que con este método
solo se logra obtener una componente del FP, lo que seŕıa una desventaja si
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Figura 3.12: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. El resultado es de la función ZDT1.

lo que se busca es construir todo el FP. Por otro lado vemos que el resultado
obtenido con el PT genera soluciones que no pertenecen al FP real, esto porque
no hay manera de que el método revise que son puntos dominados por otros
pertenecientes a las demás componentes del FP real.

3.2.4 Experimentos numéricos

En esta sección se muestra el resumen de los resultados obtenidos en los
experimentos numéricos que se desarrollaron en este trabajo para el método de
PT. Las funciones de prueba utilizadas están descritas en el apéndice 6. La tabla
3.2 muestra los costos en términos de evaluaciones de la función requeridos para
generar todo el FP (EV.F), el número de evaluaciones de la función promedio
requeridas para generar un punto (EV.F/P) y tiempo del método, para cada
problema de prueba, considerando su éxito mediante la medida ∆2. Para cada
prueba se generaron 20 puntos. Se considera que los problemas marcados en
negro, en la tabla, fueron resueltos exitosamente pues los valores del indicador
∆2 son menores a 0.01 además de la comprobación visual de los conjuntos
y frentes de Pareto. Observe que los peores valores de ∆2 se obtuvieron en
Poloni, Schaffer 2, ZDT3 que son funciones cuyo FP es desconectado, de modo
que solo se genera una de las componentes de dicho frente. Por otro lado el valor
de ∆2 en Dent es muy elevado también, esto se debe a que el PT genera todos
los puntos de KKT de la función muchos de los cuales no pertenecen al FP
real. En Binh, Laumanns, Lis note que aunque no se registran como exitosos el
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Figura 3.13: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. El resultado es de la función ZDT3.

valor del indicador es bueno, pues ya es cercano a cero. Podemos concluir que el
PT devuelve soluciones bien distribuidas y logra buenas aproximaciones del FP
siempre y cuando este no sea desconectado. También note que su costo en cuanto
a evaluaciones de la función por punto no se eleva de manera radical aunque
requiere información de primer y segundo orden. Es importante mencionar que el
punto inicial que recibe el PT ya forma parte del FP real, el costo de evaluaciones
de la función presenta un aumento si el punto inicial dado no pertenece al FP
real. Observe que el PT funciona adecuadamente en ZDT4, esto se debe a que
el punto inicial que recibe ya forma parte del FP real, por lo que de entrada se
descarta un estancamiento en los frentes locales. Esto no ocurre en el método
h́ıbrido del cual se habla en caṕıtulos posteriores.
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Tabla 3.2: Resultados numéricos del Método Pareto Tracer.

PARETO TRACER
Función # EV.F # EV.F/P Tiempo(segs.) ∆2

Binh 860 43 9.2569 0.0443
Dent 860 43 2.1408 1.0773
Fonseca 860 43 14.5899 0.0013
Laumanns 860 43 3.1572 0.0109
Lis 860 43 4.2197 0.0139
Murata 860 43 2.1433 0.0018
Poloni 860 43 15.12484 0.9033
Rendon 2 860 43 2.2806 0.0075
Schaffer 1 420 21 2.3727 0.0080
Schaffer 2 420 21 3.6157 0.3015
ZDT1 78, 140 3907 2.5149 0.0011
ZDT2 78, 140 3907 3.3649 0.0010
ZDT3 78, 140 3907 9.7993 0.2780
ZDT4 10, 140 507 7.9042 0.0017
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Caṕıtulo 4

Método poblacional

4.1 Introducción

Las heuŕısticas son métodos diseñados a modo para resolver problemas com-
plejos. Por ejemplo, aquellos problemas cuyo espacio de búsqueda es muy grande
o donde los espacios o las funciones no cumplen con las hipótesis requeridas por
los métodos convencionales (convexidad, diferenciabilidad, etc.). Estos méto-
dos son muy útiles cuando se busca resolver un problema real en el cual se
quieren respetar las peculiaridades que éste posee, pues da margen a modela-
ciones menos ŕıgidas. La computación evolutiva [Quintero and Coello, 2006] es
un área de investigación de las ciencias de la computación que se ha empleado
con éxito para aproximar soluciones de problemas de optimización. Se inspi-
ra en los procesos de la evolución de las especies, observados en la naturaleza
[Coello and Zacatenco, 2004]. El proceso de evolución natural1 se considera en
un ambiente compuesto por una población de individuos que luchan por sobrevi-
vir y reproducirse. La aptitud de cada uno de los individuos, se relaciona con el
hecho de qué tan “bien” cumplen sus metas, lo que representa sus oportunidades
de sobrevivir y multiplicarse. Desde el punto de vista del proceso de solución
de problemas, dentro de este paradigma se consideran una colección de posibles
soluciones del problema (individuos), y la calidad de dichas soluciones (aptitud).
La calidad de las soluciones se refiere a que tan bien resuelven el problema que
se está tratando. La calidad determina la oportunidad que tiene cada posible so-
lución para permanecer dentro de la población y de ser utilizados como semillas
para la construcción de nuevos candidatos; de aqúı que se considere como un
método iterativo y poblacional. Los algoritmos poblacionales son aquellos méto-
dos numéricos cuya principal caracteŕıstica radica en que se trabaja, en cada

1El termino “evolución”se deriva del verbo en lat́ın evolvere, describiendo un proceso de
despliegue.
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iteración, con una población de posibles soluciones a un cierto problema. Esta
forma de operar los hace particularmente atractivos para resolver POMs. Esto
es porque, en contraposición con los algoritmos de programación matemática,
que son puntuales, i.e., donde se trabaja con un único punto inicial y se obtiene
una solución a la vez, los métodos poblacionales arrojan todo un conjunto de
soluciones aproximadas en una sola ejecución.

4.2 Preliminares

Definición 4.1. Un cromosoma es una estructura de datos que contiene una
cadena particular de parámetros de diseño.

Ejemplos de cromosomas de longitud n puden ser una cadena de bits c ∈ Zn
2 ,

un arreglo de números enteros que representan a cierto c ∈ Zn, una cadena de
caracteres, un vector de números de punto flotante c ∈ Rn, etc.

Definición 4.2. Un gen es una subsección de un cromosoma que (usualmente)
codifica el valor de un solo parámetro.

Definición 4.3. Un individuo es la representación de una solución al problema.
Cada individuo está en correspondencia con un cromosoma particular.

Definición 4.4. Llamaremos aptitud al valor que se asigna a cada individuo y
que indica que tan bueno es éste con respecto a los demás para la solución de
un problema.

Definición 4.5. Una población es un conjunto finito de individuos.

Definición 4.6. Llamaremos generación2 al proceso iterativo mediante el cuál
se crea una nueva población a partir de la existente mediante ciertos operadores
de variación.

Definición 4.7. Un operador de variación es cualquier mecanismo que influen-
cia la forma en que se pasa la información genética de una generación a otra.

a) Se conoce como cruza al operador de variación que forma un nuevo cro-
mosoma combinando partes dos cromosomas padres.

b) Se conoce como mutación al operador de variación que forma un nue-
vo cromosoma a través de alteraciones de los valores de los genes de un
cromosoma padre.

2El número de generaciones se puede utilizar como criterio de terminación de este tipo
de programas; también se puede emplear como punto de partida para realizar comparaciones
entre algoritmos.
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c) Se conoce como reordenamiento al operador de variación que cambia el
orden de los genes de un cromosoma, con la esperanza de juntar los genes
que se encuentran relacionados.

Los algoritmos evolutivos son un conjunto de técnicas numéricas que suponen
que dada una población de individuos, la presión de supervivencia del entorno,
ocasionada por la selección natural causa un aumento en la aptitud promedio
de dicha población. Dado un cierto criterio por optimizar, éste puede adecuar-
se manera de función de correspondencia de aptitud para una cierta solución.
Entonces, se puede generar aleatoriamente un conjunto finito de posibles solu-
ciones, es decir, elementos del dominio de la función a los que se les aplica una
adaptación de la función objetivo como medida de la aptitud. Basándonos en la
aptitud, algunos de los mejores individuos son candidatos para ser semillas de
la siguiente generación al aplicares los operadores de variación. Los nuevos indi-
viduos, creados a partir de los mejores, compiten con los anteriores por un lugar
en la siguiente generación; este proceso se puede iterar hasta que se encuentra
un candidato con la calidad suficiente para ser solución de nuestro problema.
Cabe mencionar que durante la selección, los individuos más aptos tienen una
mayor oportunidad de ser elegidos que los menos aptos, pero todo individuo
tiene una cierta, mayor o menor, probabilidad de reproducción. Similarmente,
para la mutación, la porción que va a ser mutada del genotipo de un candidato y
la nueva porción que va a ser el reemplazo son elegidos aleatoriamente. Existen
dos tipos de selección: la selección de reproducción y la selección de superviven-
cia ó reemplazo. El Algoritmo 1 describe el proceso general de la computación
evolutiva. La idea general es generar de manera aleatoria una población de so-
luciones factibles, después se evalúa la aptitud de cada uno de ellos (recordemos
que la aptitud está definida en términos del valor de la función objetivo evaluada
en el punto en cuestión). En cada iteración se selecciona a los padres, a los cuales
se les aplican los operadores de variación; posteriormente se evalúan los nuevos
candidatos obtenidos y de la colección de todos los individuos se seleccionan
los que pasarán a la siguiente generación. Para la terminación del proceso se
establecen diversos criterios de paro.

Desde los años cuarenta surgió la idea de aplicar los principios darwinianos
para resolver problemas. A partir de los años sesenta se empezaron a desa-
rrollar diferentes implementaciones de la idea básica. En E.U.A, Gary B. Fo-
gel, A.J Owens y M.J Walsh presentaron la programación evolutiva, mien-
tras que John Holland llamó a su método algoritmo genético. En Alemania,
Ingo Rechenberg y Hans-Paul Schwefel inventaron las estrategias evoluti-
vas[Eiben, 1998]. A continuación describiremos brevemente cada uno de estos
paradigmas.

La programación evolutiva fue uno de los primeros intentos por simular
la co-evolución 3[Fogel, 1965][Fogel, 1966]. La implementación de los algorit-

3La co-evolución se define como el cambio evolutivo que acontece en especies interactuantes
y que está mediado por la adaptación evolutiva.
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mos genéticos involucra el estudio de los procesos lógicos involucrados en la
adaptación [Holland, 1962b]. Un algoritmo genético es un sistema adaptativo
general, donde los programas cuentan con una población que interactúa y cuyas
soluciones mejoran con base en el ambiente que determina lo apropiado de su
comportamiento, al combinar variaciones aleatorias con un proceso de selección.
La evolución se da a nivel de los individuos (genotipos), su operador principal es
la cruza. Se aplica en problemas de optimización, bases de datos, reconocimiento
de patrones, planeación de movimientos de robot, entre otros [Holland, 1962a].
Las Estrategias Evolutivas se originaron cuando Rechenberg y Schwefel es-
tudiaban la mecánica de fluidos con énfasis en la experimentación con un túnel
de viento. Este estudio buscaba optimizar la forma de un tubo curvo, la mi-
nimización del arrastre de la placa de unión y la optimización estructural de
la boquilla intermitente de dos fases[Rechenberg, 1973]. Dichos problemas no
se pod́ıan resolver anaĺıticamente, por lo que Rechenberg decidió desarrollar
un método de ajustes discretos aleatorios inspirado en el mecanismo de muta-
ción que ocurre en la naturaleza. Rechenberg decidió efectuar dichos cambios
siguiendo una distribución binomial de varianza fija, teniendo como base que
en la naturaleza las mutaciones pequeñas ocurren con mayor frecuencia que las
grandes [Bäck, 1996]. Existen diferentes áreas de estudio dentro de los algorit-
mos evolutivos, las ciencias de la computación se enfocan en incrementar su
eficiencia y construir operadores de variación espećıficos para generar soluciones
mejores o de manera más eficiente. En este caṕıtulo estudiamos un tipo de al-
goritmo genético particular que es adaptado para la aproximación de soluciones
en el caso multiobjetivo.

Algoritmo 1 Algoritmo Evolutivo

1: Inicializar población con soluciones posibles.
2: Evaluar cada solución.
3: Repetir paso 4 a paso 8 hasta que el criterio de paro se cumpla
4: Seleccionar padres.
5: Recombinar parejas de padres.
6: Mutar los hijos resultantes.
7: Evaluar a los nuevos candidatos.
8: Seleccionar los individuos que pasarán a la siguiente generación.
9: Fin

4.3 Algoritmo NSGA-II

El primer Algoritmo Genético (AG) fue propuesto por Holland en 1975. Los
AGs imitan los principios básicos de la selección natural formulados por Charles
Darwin [Darwin, 1929] en 1859 y Gregory Mendel en 1865 [Mendel, 1865]. Se
basan en tres principios básicos:
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1. Existe una población de soluciones posibles al problema.

2. Los operadores de variación crean nuevas soluciones con propiedades si-
milares a las ya existentes. Los operadores de variación de los Algoritmos
Genéticos (AGs) son la cruza y la mutación.

3. Los individuos más aptos tienen mayor probabilidad de ser seleccionados
para reproducirse.

En el Algoritmo 2 se describe el AG simple. Utiliza una población constante
P de tamaño N fijo durante todo el proceso. Usualmente los individuos de
P están codificados en binario, en cadenas de longitud l. Los operadores de
variación actúan directamente sobre esta codificación. Actualmente, codificar a
los individuos en binario o no, depende de la naturaleza de las soluciones del
problema, y el programador decide en qué caso es conveniente.

Algoritmo 2 Algoritmo Genético.

1: Se crea una población inicial P = {x1, . . . , xn}, |P | = N de posibles solu-
ciones.

2: for i = 1 : N do f(xi)
3: end for
4: while Criterio de terminación no se cumpla do
5: M = { }
6: Insertar N individuos de P en M .
7: Revolver a los individuos de M .
8: ind = 1
9: repeat

10: if rand(0, 1) ≤ Probcruza then Recombina xind y xind+1 y colocar
hijos en P

′

.
11: else
12: Copiar xind y xind+1 en P

′

.
13: end if
14: ind = ind+ 2
15: until ind > N

16: for i = 1 : N do
17: for j = 1 : l do
18: if rand(0, 1) ≤ Probmut then Mutar (xi

j), donde xi
j ∈ P

′

.
19: end if
20: end for
21: Calcular f(xi) con xi ∈ P .
22: end for
23: P = P

′

24: end while

Los AGs se pueden extender al caso multiobjetivo, los Algoritmos Genéti-
cos Multiobjetivo (AGMOs). El uso de AGMOs para resolver POMs presenta
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varias ventajas. Una de ellas, es que al ser algoritmos poblacionales se obtie-
ne todo un conjunto de soluciones en una sola ejecución. Aśı mismo, este ti-
po de métodos no requiere que las funciones objetivo cumplan ciertos requeri-
mientos para poder aplicarse por ejemplo el ser diferenciables. En tiempos re-
cientes los AGMOs son cada vez más utilizados para resolver problemas reales
[Toscano Pulido, 2005]. Por ejemplo se han utilizado exitosamente en progra-
mación de horarios de trabajo de máquinas [Murata et al., 1996], en mineŕıa de
datos [Ishibuchi and Yamamoto, 2004] y para diseñar una superficie de susten-
tación y un compuesto de cerámica laminada [Belegundu et al., 1994].

En el Algoritmo Genético Multiobjetivo (AGMO) la selección de superviven-
cia de individuos se realiza de acuerdo a la relación de dominancia de Pareto.
La meta es obtener, a partir de la población, una aproximación razonable del
FP real del problema.

El NSGA-II es un AGMO propuesto por K. Deb en [Deb et al., 2000], el cual
se ha vuelto muy popular ya que es un algoritmo eficiente y eficaz4. El NSGA-II
emplea una jerarquización de Pareto e incluye un mecanismo para preservar la
diversidad de la población. Además, incorpora el elitismo, es decir, retiene a las
mejores soluciones generadas durante la búsqueda. Esto se logra combinando
en cada generación la población de padres con la población de hijos, logrando
aśı que compitan entre śı para pasar a la siguiente generación. En lo posterior
se describe el funcionamiento particular del algoritmo.

Jerarquización de Pareto:

La jerarquización de Pareto propuesta en el NSGA-II consiste en clasificar
los individuos en varias categoŕıas. Para realizar dicha clasificación se llevan a
cabo los siguientes pasos:

1. El conjunto de individuos no dominados pertenece al primer nivel en la
jerarquización de Pareto. Llamado rango0.

2. Se elimina los individuos rango0 de la población y se encuentra el nue-
vo conjunto de individuos no dominados en la población restante. Este
conjunto constituye el segundo nivel en la jerarqúıa, llamado rango1.

3. El proceso continúa hasta que todos los individuos hayan sido clasificados,
es decir, todos cuenten con un rango asignado.

Observamos que si m es el número de objetivos y N el número de indivi-
duos en la población entonces el procedimiento descrito anteriormente requiere
O(mN) comparaciones para decidir si un individuo se encuentra en el primer
nivel de la jerarqúıa. Para completar el primer nivel se habrán utilizado O(mN2)

4A la fecha, el algoritmo NSGA-II reúne más de 16,400 citas en revistas de investigación y
aplicaciones
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Figura 4.1: Ejemplo de una clasificación en jerarqúıas de Pareto en
un problema con dos objetivos. Los puntos son las soluciones generadas
hasta el momento.

comparaciones. Si en cada nivel existen O(N) individuos, entonces para realizar
toda la clasificación se requieren O(mN3) comparaciones. Actualmente existe
una variación en este proceso que reduce el número de comparaciones a O(mN2).

Preservación de la diversidad:

Para preservar la diversidad en la población, el NSGA-II cuenta con un
estimador de densidad simple y efectivo. La meta de este indicador, es ordenar
los individuos que tengan un mismo rango con respecto a la jerarquización de
Pareto de modo que los individuos que se encuentren en regiones menos pobladas
del espacio de búsqueda sean favorecidos por el mecanismo de selección.

La densidad se estima calculando la distancia promedio de los dos individuos
a cada lado de una solución para cada uno de los objetivos. Luego, un indivi-
duo con una medida mayor se encuentra en una región menos poblada que un
individuo con menor medida.

Selección de individuos

La caracteŕıstica más destacable del NSGA-II radica en la forma en que se
realiza la selección: al comparar dos individuos se elige aqul que pertenezca a la
jeraraqúıa de Pareto más baja. En caso de que ambos individuos pertenezcan
a la misma categoŕıa, entonces se elige a aquél individuo ubicado en una región
con menor densidad de población. Dado que la selección, se aplica a la unión
de padres e hijos, es impĺıcitamente elitista, siempre se conservan los individuos
que tengan un mejor rango, independientemente de śı pertenecen a los padres o
a los hijos.
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Figura 4.2: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Dent para 600 generaciones.

A continuación se muestran los resultados obtenidos al aplicar el NSGA-II a
ciertas funciones de prueba, algunas ya fueron descritas en secciones anteriores.
Cada subsección contiene la comparación de los CP y FP obtenidos con el méto-
do contra los CP y FP teóricos. Los resultados presentados en los ejemplos se
obtuvieron al aplicar el proceso durante 600 generaciones utilizando 30,000 eva-
luaciones de la función objetivo y durante 1200 generaciones utilizando 60,000
evaluaciones de la función.

Ejemplo 4.1. (Función de Dent) Recordemos que este POM tiene un FP con
regiones convexas y no convexas. Su CP es conectado. En la Figura 4.2 se puede
observar el FP y CP reales con . color negro y el FP y el CP obtenidos al aplicar
el método con * color rojo. Podemos observar que con este número limitado de
recursos 30,000 evaluaciones de la función ya se obtiene casi todo el FP y el CP
de la función, pero no se cuenta con una distribución uniforme de los puntos
obtenidos. Sin embargo, como se verá en la sección 4.4 si el algoritmo se deja
iterar más tiempo, se logra una mejor distribución. Con el consabido aumento
en el número de evaluaciones de la función objetivo. Esto se puede apreciar en
la Figura 4.3.

Ejemplo 4.2. (Función de Lis) Recordemos que este POM tiene un FP no
convexo y no conectado. Su CP es no conectado. En la Figura 4.4 se puede ob-
servar el FP y CP reales con . color negro y el FP y el CP obtenidos al aplicar el
método con * color rojo. Podemos observar que se obtiene una buena aproxima-
ción de todo el FP. Mientras que el CP aproximado, cuenta con puntos no tan
próximos al CP real. Igualmente no se cuenta con una distribución uniforme de
los puntos obtenidos. En la Figura 4.5 se observa que la distribución de puntos
va mejorando conforme aumentan los recursos computacionales, pero se sigue
sin conseguir una buena aproximación al CP real.
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Figura 4.3: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Dent para 1200 generaciones.
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Figura 4.4: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Lis para 600 generaciones.
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Figura 4.5: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Lis para 1200 generaciones.

Ejemplo 4.3. (Función de Poloni) Recordemos que se trata de un problema de
maximización. El CP es no conectado al igual que el FP y ninguno parece perte-
necer a una función bien definida, esto debido a las restricciones que se manejan
y a las combinaciones de funciones trigonométricas. Por otro lado aunque el FP
no es convexo. En la Figura 4.6 se puede observar el FP y CP reales con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo para 600
generaciones. Note que tanto en el FP y el CP obtenidos por el método tienen
buena extensión. De manera similar, no se cuenta con una distribución uniforme
de aproximaciones. Observe que aunque el FP y el CP son no conectados, no
se obtienen soluciones que no pertenezcan a las componentes reales. Note que a
diferencia del SP o PT, los resultados obtenidos con el NSGA-II son mejores en
cuanto a extensión y distribución de puntos. En este ejemplo al aumentar los
recursos computacionales las mejoras ya no son significativas, de modo que con
30,000 evaluaciones de la función basta para obtener una buena aproximación.

Ejemplo 4.4. (Función de Schaffer 2) Esta función tiene un FP y un CP
desconectado. En la Figura 4.8 se puede observar el FP y CP reales con . color
negro y el FP y el CP obtenidos al aplicar el método con * color rojo. Note
que en esta función se obtienen buenos resultados, pues se obtienen una buena
aproximación del FP y del CP reales. Análogamente al ejemplo de Poloni, el
aumentar el número de evaluaciones de la función no modifica los resultados de
manera notoria.

Ejemplo 4.5. (Función ZDT3) Este POM posee un FP convexo y no conecta-
do. Se consideran 30 variables. En la Figura 4.10 se puede observar el FP real
con . color negro y el FP obtenido al aplicar el método con * color rojo. En la
primera imagen podemos observar que con este número limitado de recursos se
va aproximando el FP de una manera un tanto uniforme, pero no se llega al FP
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Figura 4.6: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Poloni para 600 generaciones.
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Figura 4.7: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen se
puede apreciar el FP real en color negro y FP aproximado en color rojo.
Ambos resultados son de la función Poloni para 1200 generaciones.
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Figura 4.8: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen se
puede apreciar el FP real en color negro y FP aproximado en color rojo.
Ambos resultados son de la función Schaffer 2 para 600 generaciones.
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Figura 4.9: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen se
puede apreciar el FP real en color negro y FP aproximado en color rojo.
Ambos resultados son de la función Schaffer 2 para 1200 generaciones.
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Figura 4.10: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. Ambos resultados son de la función
ZDT3 para 600 generaciones y 1200 generaciones respectivamente.

real. Se recomienda aumentar el número de generaciones para que la solución
converja al FP. En la segunda imagen se puede observar que con el doble de
evaluaciones de la función la aproximación al FP mejora, se van consiguiendo
todas las componentes y además se va teniendo una buena distribución de so-
luciones. Una de las grande ventajas del NSGA-II es poder generar todas las
componentes de las funciones con frentes desconectados, como sucede también
en Poloni y Schaffer 2.

4.4 Resultados numéricos

En esta sección se muestra el resumen de los resultados obtenidos en los
experimentos numéricos que se desarrollaron en este trabajo para el método de
NSGA-II. Las funciones de prueba utilizadas están descritas en el apéndice 6.
La tabla 4.1 muestra los costos en términos de evaluaciones de la función reque-
ridos para generar todo el FP (EV.F), el número de evaluaciones de la función
promedio requeridas para generar un punto (EV.F/P) y tiempo del método,
para cada problema de prueba, considerando su éxito mediante la medida pro-
medio ∆2. Para cada prueba se trabajo con una población de 50 individuos, se
ejecutó 30 veces el algoritmo para 1200 generaciones lo que equivale a 60,000
evaluaciones de la función objetivo. Se considera que los problemas marcados en
negro, en la tabla, fueron resueltos exitosamente pues los valores del indicador
∆2 son menores a 0.01 además de la comprobación visual de los conjuntos y
frentes de Pareto. Note que con este método la mayoŕıa de los casos (11 de 14
funciones de prueba) cumplieron el criterio impuesto para considerarse resulta-
dos exitosos, lo que nos habla de un método eficaz pues cumple con devolver
una buena aproximación del FP y del CP. La desventaja principal radica en el
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Tabla 4.1: Resultados numéricos del NSGA-II.

NSGA-II
Función # EV. F # EV. F/P Tiempo(segs.) ∆2

Binh 60, 000 1, 200 0.2583 0.0271
Dent 60, 000 1, 200 0.3663 0.0030
Fonseca 60, 000 1, 200 14.8089 0.0026
Laumanns 60, 000 1, 200 22.6632 0.0068
Lis 60, 000 1, 200 16.8759 0.0079
Murata 60, 000 1, 200 14.8109 0.0010
Poloni 60, 000 1, 200 15.0285 0.0053
Rendon 2 60, 000 1, 200 13.5660 0.0044
Schaffer 1 60, 000 1, 200 14.3617 0.0039
Schaffer 2 60, 000 1, 200 14.3828 0.0020
ZDT1 60, 000 1, 200 16.9936 0.0057
ZDT2 60, 000 1, 200 24.4992 0.0103
ZDT3 60, 000 1, 200 21.6047 0.0089
ZDT4 60, 000 1, 200 8.2797 0.6422

costo de evaluaciones de la función que es elevado, esto lo vuelve un método
no muy eficiente comparando con los resultados de los caṕıtulos anteriores. Por
otro lado vemos que en la función ZDT4 el valor de ∆2 es malo, esto es porque
el método poblacional se estanca en un FP local de la función. Recordando los
métodos anteriores en esta función se obtuvieron buenos resultados. Por ejemplo
el SP garantiza que los puntos generados son óptimos de Pareto por lo que no se
tiene el problema de encontrarse en un frente local. Con el NBI tampoco existe
esta situación, puesto que el punto que se obtiene con este método pertenece a
la frontera de la imagen justamente donde se localiza el frente global de dicha
función. Y en el caso del PT aunque es de tipo local y podŕıa ocurrir lo mismo,
esto se evita al darle una solución inicial que se encuentre en el FP global.
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Método Hı́brido.

5.1 Análisis preliminar

Los métodos h́ıbridos que combinan los algoritmos evolutivos con algún al-
goritmo de búsqueda local, como por ejemplo un método basado en gradientes,
tienen como meta mejorar el desempeño del algoritmo básico. En este caṕıtulo,
se presenta un método h́ıbrido original que es propuesto con el fin de apro-
vechar las ventajas poblacionales que presenta el método NSGA-II mientras se
explotan las cualidades observadas del método PT. En general se han clasificado
[Sinha and Goldberg, 2003] tres tipos de métodos h́ıbridos en optimización:

1. De refinamiento: Este método aplica primeramente el algoritmo evoluti-
vo. Una vez terminado el proceso evolutivo, las soluciones encontradas se
mejoran mediante el método secundario elegido.

2. De inicialización: Este tipo de h́ıbrido utiliza el método secundario para
generar soluciones “buenas” que formarán parte de la población inicial del
algoritmo evolutivo.

3. Incrustados: En este tipo de h́ıbrido, el método secundario está dentro de
un módulo del algoritmo evolutivo. Por ejemplo dentro de un operador de
variación.

El algoritmo que proponemos cae dentro de la clase método hibŕıdo incrustado.
Ya que el método secundario está dentro del archivador propuesto. Y éste nutre
a la población para seguir el proceso evolutivo.

Realizar un hibridación de estos métodos, no es un proceso trivial. Al hibridi-
zar un algoritmo evolutivo se busca por un lado acelerar el proceso de obtención
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de soluciones óptimas al utilizar un algoritmo de programación matemática, y
por el otro mantener los beneficios que brindan los algoritmos poblaciones, co-
mo puede ser el contar con una población de posibles soluciones. El proceso de
hibridizar un algoritmo evolutivo con un método de programación matemática,
que es en principio de naturaleza determinista se complica por varias razones,
algunas de las que se han observado a lo largo de esta investigación son:

El aumento de la presión de selección. Se origina al mejorar de manera
significativa a un individuo particular dentro de la población. Esto afecta
el proceso evolutivo porque los demás individuos se vuelven menos aptos
para ser seleccionados para reproducirse y sobrevivir.

Posible pérdida de la diversidad en las soluciones. La población tiende a
converger a un único punto debido al cambio en la frecuencia de los genes
en una población con el paso del tiempo y por efecto del azar, lo cual se
conoce también como desv́ıo genético, y como consecuencia de que algunos
operadores pierden su eficacia ante una alta presión de selección.

Posible convergencia prematura. Consecuencia directa del aumento de la
presión de selección y de la pérdida de diversidad, usualmente la población
completa se convierte en una copia del mejor individuo.

El aumento en el costo computacional. Usualmente, los métodos de pro-
gramación matemática son costosos computacionalmente, por ejemplo re-
quieren un mayor número de evaluaciones de la función para obtener una
buena solución. Por lo que al hibridizar, se busca que el método de progra-
mación matemática se utilice en un individuo que pueda garantizar que
habrá una mejora y que no se aplique un gran número de veces, de modo
que no se gaste un gran número de evaluaciones de la función. Es por esto
que el método elegido para hibridizar debe ser probadamente efectivo y
de bajo costo en términos de evaluaciones de la función objetivo.

5.2 Descripción del método

Analizando de manera teórica y emṕırica las diversas dificultades y ventajas
de los métodos estudiados, se decidió trabajar con el método PT. En el método
PT tiene como ventajas que no aumenta la no linearidad del CP, esto quiere
decir que nuestro espacio solución se mantiene lineal en el proceso lo que evita
el uso del corrector y además se tiene control en la distribución de las solucio-
nes generadas, por lo cual resulta conveniente su hibridación con un método
poblacional. El método poblacional elegido fue el NSGA-II. La meta principal
de la hibridación de estos dos métodos son generar todo el FP con una buena
distribución de soluciones con un menor costo computacional que los métodos
por separado.
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5.2.1 Módulo Archivador

Para poder introducir el método de programacion matemática PT dentro
del algoritmo evolutivo, se propuso un proceso denominado Archivador el cual
se encarga de controlar tanto la aplicación del PT como la introducción de in-
dividuos mejorados dentro de la población. El archivador aqúı propuesto es una
adaptación de la rejilla adaptativa1 del algoritmo Pareto Archived Evolution
Strategy (PAES) [Knowles and Corne, 1999]. La función principal del archiva-
dor es revisar si cierto individuo generado es apto para ingresar al archivo y
si es sujeto a refinamiento; aśı como de gestionar cómo se va a introducir, en
caso dado, para minimizar las distorsiones dentro del proceso evolutivo. El pro-
cedimiento de archivado de soluciones propuesto se presenta en el Algoritmo 3,
ah́ı denotamos como c al individuo candidato a entrar al archivo y como A al
archivo donde se guardan las soluciones controladas. Primero se verifica que el
candidato sea un elemento no dominado, posteriormente se explora la rejilla para
detectar las zonas más concurridas. Este archivador genera un refinamiento de
soluciones mediante el método PT además de que vigila el estado de diversidad
de las soluciones.

5.2.2 NSGA-II + PT.

A continuación se describe el método h́ıbrido propuesto, denotado por sim-
plicidad como NSGA-II + PT. Se muestra el pseudocódigo general en el Al-
goritmo 4 y se detallan ciertos procesos internos, como son la selección y la
introducción del proceso de archivado. La jerarquización de Pareto y la estima-
ción de densidad de la población mencionadas en el Algoritmo 4, son las mismas
que se emplean en el algoritmo NSGA-II original. El operador de selección del
método es mediante torneo binario, pero se ha modificado para hacer restrictivo,
a modo de no permitir que se seleccione el mismo padre durante la cruza. Esto
evita que se reproduzca consigo mismo y disminuye el desv́ıo genético. Este pro-
ceso de selección modificado se detalla en el Algoritmo 5. Por último el proceso
de archivado usado, que emplea la malla adaptativa y el método PT es el que
se describió en el Algoritmo 3. Una de las ideas originales de este trabajo es
justamente la propuesta de aplicación del método de programación matemática
dentro del archivador. Un aspecto notable de este diseño es la forma de pre-
servar la diversidad dentro del archivo, en contraste con el tradicional método
basado en la estimación de densidad de población. Aqúı se propone utilizar una
malla adaptativa que nos muestre las regiones concurridas, y de esta región se
selecciona el individuo que pasará a un refinamiento mediante el buscador local.

1La rejilla adaptativa es una malla formada en el espacio objetivo que permite saber donde
se localiza cada solución generada y el número de soluciones por región. La única información
que se requiere para su implementación es el número de divisiones que se desean en el espacio
objetivo.

2Para estimar la densidad de población se utiliza el operador de preservación de diversidad
del NSGA-II que se explicó en la Sección 4.3
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Algoritmo 3 Archivador 2

Entrada: Pi : población en la generación i; N = |Pi|; A : archivo de soluciones;
M : cota superior para |A|; c : candidato a entrar en la población.

1: if c es dominado por algún miembro de A then
2: descarta al individuo c;
3: else
4: if c domina a algún miembro de A then
5: elimina de A a todos los individuos dominados por c;
6: archiva c;.
7: else
8: if |A| < M then
9: archiva c;

10: else
11: genera la malla adaptativa;
12: if c está en una región concurrida de la malla then
13: aplica PT;
14: generar Paux = A ∪ soluciones de PT;
15: conservar las M mejores soluciones de Paux seleccionadas me-

diante jerarquización de Pareto y estimación de densidad 2.
16: else descartar c;
17: end if
18: end if
19: end if
20: end if

5.3 Discusión

En los siguientes ejemplos se comentan y se muestran los resultados obtenidos
al aplicar el método h́ıbrido NSGA-II + PT a funciones de prueba seleccionadas.
En cada caso se comparan los CP y FP obtenidos al usar el método, contra los
CP y FP reales de cada POM. Los resultados obtenidos con una población de
20 individuos y un archivador A tal que |A| = 50, para cada ejemplo se tra-
bajó con un número distinto de generaciones y evaluaciones de la función. Pero
es importante notar que se reduce el costo computacional de manera notoria.

Ejemplo 5.1. (Función de Dent) Se ve en este ejemplo que el método logra
generar soluciones tanto en regiones convexas como no convexas del FP. En la
Figura 5.1 se puede observar el FP y CP reales con . color negro y el FP y el
CP obtenidos al aplicar el método con * color rojo. Notemos que la solución
obtenida, cubre casi todo el FP real; aunque la distribución de puntos no es
del todo buena. Una posible solución a esto es dejar que se ejecute el programa
un mayor número de generaciones. Para la generación de este ejemplo solo se
necesitaron 3,000 evaluaciones de la función para satisfacer el criterio que ∆2 <

0.01.
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Algoritmo 4 NSGA-II + PT

1: Generación de la población inicial P0.
2: Jerarquización de Pareto de P0.
3: Estimación de densidad de P0.
4: while Criterio de Paro no se cumpla do
5: Selección de individuos que se reproducirán.
6: Generación de hijos a partir de cruza y mutación H.
7: Construcción de una población intermedia Pi = P0 ∪H.
8: Jerarquización de Pareto de Pi.
9: Estimación de densidad de Pi.

10: if rango máx. dePi = 0 o el número de individuos no dominados es
mayor al 90% de P0. then

11: Proceso de archivado A.
12: end if
13: Actualizar P0 a partir de A.
14: end while

Algoritmo 5 NSGA-II + PT: Selección.

Entrada: n número de individuos requeridos para reproducción, m número de
variables de decisión.

1: Generar una permutación de tamaño n, i.e, del número de individuos dis-
ponibles a seleccionar.

2: repeat Elegir primer padre P1 correspondiente al primer elemento de la
permutación.

3: repeat Elegir segundo padre P2 correspondiente al siguiente elemento
de la permutación.

4: until P2 6= P1.
5: Seleccionar padre que cuente con menor rango de acuerdo
6: a la jerarquización de Pareto.
7: if rango(P1) = rango(P2) then
8: Escoger padre con mayor valor de estimador de densidad.
9: if estimador(P1) = estimador(P2) then

10: Elegir P1

11: end if
12: end if
13: Añadir padre seleccionado a M .
14: until M ∈ Rn×m este lleno.
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Figura 5.1: En la primera imagen se puede observar el CP real en
color negro y el CP aproximado en color rojo. En la segunda imagen
se puede apreciar el FP real en color negro y FP aproximado en color
rojo. Ambos resultados son de la función Dent.

Ejemplo 5.2. (Función ZDT1) Recordemos que esta función muestra dificul-
tades para la mayoŕıa de los métodos estudiados. En la Figura 5.2 se puede
observar el FP real con . color negro y el FP obtenido al aplicar el método con
* color rojo. En este ejemplo notamos que ya no hubo problema con la cola
de dominancia resistente. Se cubre todo el FP real y además se cuenta con una
buena distribución. Para la generación de este ejemplo solo se necesitaron 24,500
evaluaciones de la función para satisfacer el criterio que ∆2 < 0.01.

Ejemplo 5.3. (Función ZDT3) Esta función posee un FP convexo y no conec-
tado. Se manejan 30 variables. En la Figura 5.3 se puede observar el FP real
con . color negro y el FP obtenido al aplicar el método con * color rojo. De ésta
podemos observar que se consigue cubrir con una buena distribución todas las
componentes del FP real. El número de componentes que cubre el método varia
en ciertas ejecuciones, pero en la mayoŕıa al menos tres de ellas se obtienen y
además cuentan con una buena distribución. Para la generación de este ejemplo
solo se necesitaron 23,000 evaluaciones de la función para satisfacer el criterio
que ∆2 < 0.01.

Ejemplo 5.4. (Función ZDT4) Función de minimización que posee un FP
convexo que trabaja con 10 variables. Esta función es multimodal. Se define
como:

Minimizar F =

[

f1(x)
f2(x)

]

con

f1(x) := x1, y f2(x, g) := g(x)

(

1−
√

f1

g(x)

)
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Figura 5.2: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. El resultado es de la función ZDT1.
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Figura 5.3: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. Resultado correspondiente a la función
ZDT3.
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Figura 5.4: En la imagen se puede apreciar el FP real en color negro
y FP aproximado en color rojo. El resultado es de la función ZDT4.

donde

g(x) = 1 + 10 (n− 1) +

n
∑

i=2

(

x2
i − 10 cos (4πxi)

)

con 0 ≤ x1 ≤ 1 y −5 ≤ xi ≤ 5 para i = 2, . . . , 10. En la Figura 5.4 puede
observar el FP real con . color negro y el FP obtenido al aplicar el método con
* color rojo. De la figura podemos observar que con esta cantidad limitada de
recurso, el método genera uno de los FP locales. Aunque este no es el óptimo
global, el FP que consigue cuenta con una buena distribución de soluciones.
Para generar este ejemplo no se logró cumplir el criterio ∆2 < 0.01 por el es-
tancamiento en un FP local. El gasto computacional máximo se fijó en 60,000
evaluaciones de la función. Con estos ejemplos podemos ver un gran potencial
del método propuesto. Para verificar que esto sea cierto, se realizaron 30 eje-
cuciones del método con algunas funciones de prueba seleccionadas. Aśı mismo
se comparó su desempeño contra el del algoritmo NSGA-II. Estas pruebas se
muestran en la siguiente sección.

Del análisis y construcción, se pueden mencionar dos ventajas prácticas ob-
servadas del método NSGA-II+PT propuesto i) Aplicabilidad general: dado que
se logra la generación de soluciones aceptables para problemas con todo tipo de
FPs, como son: convexo, cóncavo y desconectados. ii) Eficiencia: El algoritmo
poblacional base acelera su proceso de convergencia gracias la explotación efi-
caz de soluciones a nivel local; haciendo computacionalmente menos costoso el
proceso en términos del número de evaluaciones de la función objetivo.

En la práctica se observaron también ciertas dificultades para el algoritmo
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propuesto, las cuales mencionaremos enseguida. i) tiempo de ejecución: debi-
do a la comparación de puntos en el proceso de archivado, este método puede
tardarse en obtener la aproximación final del FP. ii) estancamiento heredado
del PT: La mejora en el desempeño no es del todo notable cuando se trata con
funciones que cuenten con una gran cantidad de FPs locales; como se esperaba,
se produce cierto estancamiento en dichos frentes debido a las caracteŕısticas del
método PT. iii) Colas de dominancia resistente: Se observó un proceso lento de
depuración de soluciones en las colas de dominancia resistente 3, esto se atribuye
a algún aspecto de diseño en el método de archivado, que puede ser estudiado
como trabajo a futuro. Finalmente, cabe mencionar que el método h́ıbrido pro-
puesto está limitado, a diferencia del algoritmo evolutivo base (NSGA-II ) a que
las funciones objetivo del POM a tratar sean diferenciables por partes, esto es
debido a que el PT solo trabaja con funciones de este tipo. Sin embargo, esta
limitación no parece ser importante en la práctica. Recordemos que nos interesa
hacer un h́ıbrido para acelerar la convergencia del método poblacional al FP real
y que éste sea capaz de genera todo el FP con puntos bien distribuidos, hecho
que no siempre ocurre con ninguno de los métodos. Se elige el PT al ser el que
menor gasto por punto suele tener además que es posible controlar el tamaño de
paso con el que se generan los puntos solución del PT, teniendo aśı cierto control
en la distribución. Es importante mencionar que en ciertos casos, se gastan un
poco más de evaluaciones de la función debido a que el punto que recibe el PT
como inicial no siempre pertenece al FP real, cuando esto sucede el PT aplica
el método de Newton Multiobjetivo para conseguir un punto perteneciente al
FP real.

5.4 Análisis numérico

Se compara el valor promedio del indicador ∆2 obtenido tras realizar 30
ejecuciones del método Hı́brido y del NSGA-II por función. Para el método
h́ıbrido(NSGA-II + PT) se estableció como criterio de paro que el valor de
∆2 < ε o que el número de evaluaciones de la función fuera menor a una co-
ta máxima fmax. Bajo este criterio, después de las 30 ejecuciones, para cada
función se obtiene un valor promedio para ∆2 y número de evaluaciones de la
función. Para el NSGA-II, se establece como criterio de paro que el número
de evaluaciones de la función sea menor a una cota máxima fhibrido

max . En este
caso, fhibrido

max es el mismo número de evaluaciones de la función empleado por
el método h́ıbrido. Análogamente en cada ejecución se tiene un valor promedio
para ∆2 y número de evaluaciones de la función. De este modo el gasto compu-
tacional, en cuanto a número de evaluaciones de la función, es el mismo para
ambos métodos. Se realizaron las prueba a todas las funciones del apéndice 1.

3Las colas de dominancia resistente son soluciones que en ciertos problemas sobreviven
a lo largo de un gran número de generaciones aunque cualitativamente sean inferiores a
otras, esto ocurre pues encontrar la solución que las domine a todas ellas es una labor muy
dif́ıcil[Kita et al., 1996].
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Tabla 5.1: Tabla de valores para los parámetros ε.

ε

ZDT 0.02
Restantes 0.01

Tabla 5.2: Costo computacional.

Función # Evaluaciones de la función promedio
Binh 60,000
Dent 2,000
Fonseca 15,000
Laumanns 15,000
Lis 6,000
Murata 2,000
Poloni 12,000
Rendon 2 5,000
Schaffer 1 7,000
Schaffer 2 7,000
ZDT1 42,000
ZDT2 21,000
ZDT3 60,000
ZDT4 60,000

Para las prueba se establecieron dos valores para ε, uno fue empleado para la
familia de funciones ZDT y otro para las funciones restantes. En la Tabla 5.1 se
muestran los valor establecidos. Por último fmax se fijó en 60,000 evaluaciones
de la función.

5.5 Resultados

En esta sección se muestran los resultados obtenidos para el experimento.
En la Tabla 5.2 se muestra el costo computacional promedio por función de
prueba. Se denota como costo computacional al número de evaluaciones de la
función empleadas.

En la Tabla 5.3 se muestran los resultados obtenidos para ∆2. Se muestra
el valor promedio, el mejor y el peor valor obtenidos. Observe que para las fun-
ciones de Dent, Lis, Murata, Rendon 2, Schaffer 1 el método h́ıbrido obtiene
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un mejor valor promedio de ∆2 para el costo computacional determinado, es
importante notar que NSGA-II funciona adecuadamente para estos ejemplos
también. En el caso de Dent es importante notar que el h́ıbrido logra corregir
los problemas de generación de colas que el PT presenta.. En cambio para las
funciones Fonseca y Laumanns el método h́ıbrido también obtiene mejor valor
promedio de ∆2, pero el valor del indicador para el NSGA-II es lejano en com-
paración al del h́ıbrido. Para la función Binh ambos métodos obtienen buenos
resultados, pero el NSGA-II muestra una pequeña ventaja sobre el h́ıbrido. Note
que para las funciones con frentes desconectados como lo son Poloni, Schaffer
2 y ZDT3 para el número de evaluaciones utilizado el NSGA-II obtiene mejor
valor ∆2, esto ocurre por el buscador local empleado. Recuerde que el PT genera
puntos de KKT y en estos casos puede generar puntos en una componente que
son dominados por soluciones pertenecientes a otras componentes del frente,
cosa que no se detecta si dichos puntos no han sido generados, este hecho afecta
directamente el valor del indicador. Dentro de las 30 ejecuciones hay ocasiones
donde el h́ıbrido logra generar todas las componentes con soluciones bien distri-
buidas a un bajo costo computacional, pero el valor promedio se ve afectado por
aquellas ocasiones donde ocurre el hecho anteriormente explicado. Por otro lado
para las funciones ZDT1 y ZDT2 el método h́ıbrido obtiene un mejor valor del
indicador, aunque es un tanto costo computacionalmente para ambos métodos.
En estos casos, el método h́ıbrido en ocasiones logra converger más rápido y con
mejor distribución de soluciones debido al archivador empleado. Para la función
ZDT3, es importante agregar que no se ve un mejor desempeño a grandes ras-
gos puesto que nuestro criterio de paro ∆2 es muy restrictivo. Si se relaja este
criterio, es decir ε menos pequeño, se aprecia la ventaja del método h́ıbrido pues
con pocas evaluaciones logra converger al FP real con una distribución de so-
luciones aceptable a diferencia del NSGA-II. Por último para la función ZDT4,
el método h́ıbrido consigue un mejor valor ∆2. En cuanto a distribución de so-
luciones, el método h́ıbrido funciona muy bien. El problema que se presenta es
que el estancamiento en un FP local; cosa que también ocurre con el NSGA-II.
La diferencia principal en este ejemplo, es que si al NSGA-II se le permite em-
plear más recursos computacionales eventualmente logrará llegar al FP global,
esto no ocurre con el h́ıbrido. Si al h́ıbrido se le permite emplear más recursos,
seguirá refinando las soluciones solamente. El problema de la multifrontalidad
es intŕınseco del método PT. Podemos concluir que el método h́ıbrido permite
acelerar la convergencia a la solución, aunque presenta problemas con aquellas
funciones que cuentan con frentes desconectados. En este tipo de funciones, el
método h́ıbrido solventa la deficiencia del PT que solo genera alguna de las com-
ponentes del frente pero no lo hace de la manera óptima. En ciertas ejecuciones
el método h́ıbrido presenta problemas en este caso pues el PT genera puntos de
KKT que no forman parte del FP real lo que genera un costo computacional
innecesario, para el PT este tipo de puntos son buenos pues son puntos de KKT
pero no son buenos para el poblacional ya que existe un punto del FP real que
lo domina.

Para ejemplificar el desempeño del método h́ıbrido contra el NSGA-II se
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Tabla 5.3: Resultados para ∆2.

∆2

NSGA-II+PT NSGA-II
Funciones Promedio Mejor Peor Promedio Mejor Peor

Binh 0.0353 0.024 0.4131 0.0263 0.0225 0.0322
Dent 0.0055 0.0033 0.0124 0.0068 0.0026 0.0221

Fonseca 0.0013 0.0008 0.0034 0.0107 0.0006 0.0298
Laumanns 0.0082 0.0057 0.0268 0.6145 0.0064 6.9078

Lis 0.0049 0.0014 0.0094 0.0086 0.0020 0.0568
Murata 0.0060 0.0010 0.0146 0.0077 0.0010 0.0311
Poloni 0.0785 0.0046 0.4213 0.0152 0.0044 0.0656

Rendon 2 0.0118 0.0034 0.1123 0.0169 0.0035 0.1033
Schaffer 1 0.0172 0.0043 0.1070 0.0411 0.0034 0.9543
Schaffer 2 0.0248 0.0035 0.2231 0.0034 0.0017 0.0209
ZDT1 0.0098 0.0006 0.1503 0.0153 0.0060 0.0703
ZDT2 0.0270 0.0056 0.1981 0.0892 0.0218 0.2163
ZDT3 0.0645 0.0109 0.3933 0.0126 0.0025 0.0552
ZDT4 5.5223 2.8217 8.4957 8.8018 6.7610 11.2209

muestran algunas figuras. En estas figuras se muestra el FP real con . de color
negro, el FP aproximado por el método h́ıbrido con * de color rojo y el FP
aproximado por el NSGA-II con � de color azul. Los resultados corresponden
a las 50 mejores soluciones encontradas de las 30 ejecuciones. Se muestran las
imagenes de las funciones: Laumanns, ZDT1, ZDT2 y ZDT3.

Observe que en la Figura 5.5 ambos métodos convergen al FP real, pero el
método h́ıbrido lo realiza con una mejor distribución de soluciones. Hecho que
se refleja en el valor promedio de ∆2. Por otra parte, note que en la Figura 5.6
y en la Figura 5.7 el método h́ıbrido obtiene mejores resultados, puesto que
la aproximación está sobre la solución real mientras que el NSGA-II bajo ese
esfuerzo computacional aún no lo consigue. Dado que no es muy lejana esta
aproximación y los puntos obtenidos como solución cuentan con una distribu-
ción aceptable, el valor de ∆2 es pequeña, sobre todo en ZDT1. Por último en
la Figura 5.8 observe que el método h́ıbrido cuenta con una mejor aproximación
que el NSGA-II por si solo. Aunque queda claro que el método h́ıbrido puede
mejorar, sobre todo en aquellas funcionas con frentes no conectados. Algunas
mejoras a realizar son la distribución de soluciones pues siguen ocurriendo aglo-
meraciones de soluciones y la detección oportuna de puntos que son de KKT
pero que no forman parte del frente real.
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Figura 5.5: En la imagen se puede apreciar el FP real en . color negro,
el FP aproximado por NSGA-II en � color azul y el FP aproximado
por NSGA-II + PT en * color rojo. Resultados comparativos de la
función Laumanns.
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Figura 5.6: En la imagen se puede apreciar el FP real en . color negro,
el FP aproximado por NSGA-II en � color azul y el FP aproximado
por NSGA-II + PT en * color rojo. Resultados comparativos de la
función ZDT1.
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Figura 5.7: En la imagen se puede apreciar el FP real en . color negro,
el FP aproximado por NSGA-II en � color azul y el FP aproximado
por NSGA-II + PT en * color rojo. Resultados comparativos de la
función ZDT2.
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Figura 5.8: En la imagen se puede apreciar el FP real en . color negro,
el FP aproximado por NSGA-II en � color azul y el FP aproximado
por NSGA-II + PT en * color rojo. Resultados comparativos de la
función ZDT3.
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Caṕıtulo 6

Conclusiones y Trabajo

Futuro.

En este trabajo se presentó un análisis de cinco métodos disponibles en la
literatura para resolver POMs. Los métodos estudiados se clasificaron en dos
grandes grupos: i) métodos exactos y ii) métodos heuŕısticos. Los métodos exac-
tos son métodos de programación matemática, con frecuencia son de naturaleza
local, y utilizan información de primer y/o segundo orden. Por otro lado, los
métodos heuŕısticos estudiados son métodos estocásticos, suelen ser de alcance
global, y de propósito general. Durante el desarrollo de los caṕıtulos previos se ha
observado que cada metodoloǵıa estudiada posee ciertas ventajas y desventajas,
para diferentes clases de problemas. Por ejemplo, el SP funciona muy bien en
funciones con geometŕıa convexa del FP, mientras que falla en regiones no con-
vexas del mismo. La gran ventaja de este método (el más popular en la práctica)
es que garantiza que las soluciones que devuelven son óptimos de Pareto. Las
desventajas de este método suelen erradicarse con el SPA, aunque se observó con
los experimentos desarrollados que este último es computacionalmente costoso.
Por su parte, el método NBI presenta peculiaridades. Por ejemplo en el caso
del problema ZDT1, su buen desempeño esta ligado a la correcta elección de
los puntos que forman la CHIM, esto se deriva de la multimodalidad de alguna
de las funciones objetivo. En el caso del problema ZDT3, que presenta un FP
desconectado, ninguno de los métodos logra el objetivo que es generar todo el
FP con una buena distribución. En este ejemplo el PT genera una buena distri-
bución de puntos de KKT, sin embargo una desventaja es que devuelve puntos
que no son parte del FP; además que solo genera una de las componentes del
FP. Por otro lado, el NBI devuelve puntos en la frontera que no son parte de la
solución del problema. Además que no genera una buena extensión del FP. Sin
embargo, el método NBI genera buenas soluciones aunque en ocasiones es más
costoso que el PT. Durante el análisis de los métodos exactos se obtuvo que en
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la mayoŕıa de los casos de prueba el método PT devolvió los mejores resultados.
Este método es altamente competitivo con respecto al método NBI, en cuanto
a desempeño y costo computacional. Finalmente, se concluye que si se utilizára
un método exacto para resolver el POM en caso de desconocer la forma que
posee su FP o en caso de que el problema no sea diferenciable seŕıa el NBI. Y
en caso de contar con al menos una solución del problema y tener garant́ıa de
la diferenciabilidad del problema, se recomienda el uso del PT.

En cuanto a métodos heuŕısticos, se estudio el método NSGA-II. Este méto-
do es de naturaleza global, lo cual es una gran ventaja puesto que con una sola
ejecución logramos generar una aproximación de la solución. Por la metodo-
loǵıa que sigue, las soluciones que se van obteniendo buscan tener una buena
distribución aunque en ocasiones obtener esto es costoso computacionalmente.
Se observó que en la familia de las ZDT el NSGA-II tarda en converger a la
solución en la mayoŕıa de las ejecuciones. También se propuso en el caṕıtulo 5
un método h́ıbrido original que basado en una heuŕıstica de propósito general,
i.e., el NSGA-II, y un buscador local (i.e. el PT) logró generar el FP completo,
con una buena distribución de puntos y con un bajo costo de evaluaciones de la
función (comparado con el NSGA-II), para diversos problemas de prueba, ace-
lerando aśı la convergencia de la heuŕıstica a la solución del POM. Si se decide
utilizar métodos heuŕısticos, se recomienda el uso del método h́ıbrido propuesto.
Aunque por el buscador local que tiene, se necesita que el problema a solucionar
sea diferenciable. En caso de que no se cumpla este supuesto, el NSGA-II repre-
senta en una buena opción. De los experimentos mostrados pudimos observar
que en 70% de los ejemplos el método h́ıbrido obtuvo mejores resultados en
el indicador de desempeño que el NSGA-II (reduciendo hasta un 40% el costo
computacional, en algunos casos). Esto se debe al método implementado para
el archivado de soluciones, que utiliza el PT como buscador local. El método
h́ıbrido propuesto funciona para diversas geometŕıas del FPs (e.g., convexo, no
convexo y desconectados). Su buen desempeño se aprecia en la ZDT3, al lograr
generar más de una componente del FP real en la mayoŕıa de los casos.

Una deficiencia del método propuesto es que aún muestra estancamiento en
ciertos FPs locales, para problemas altamente multimodales (multifrontales),
esto era de esperarse pues el PT utiliza información de primer y/o segundo orden
de las funciones objetivo. Otra deficiencia que se detectó en el método h́ıbrido es
que no detecta de manera oportuna aquellos puntos de KKT que no pertenecen
al FP real, lo que implica un aumento innecesario en el costo computacional.
Ambos aspectos requieren de más trabajo en el diseño del proceso de archivado
de soluciones y su interacción con el método matemático de naturaleza local, y se
dejan como trabajo a futuro. Otras posibles ĺıneas de investigación que se derivan
como extensión de este trabajo son: 1) Generalizar el método de archivado
propuesto para que se acople con otras heuŕısticas. 2) Utilizar un buscador
local que nos permita trabajar con funciones no diferenciables y 3) Mejorar su
funcionamiento cuando el POM cuente con colas de soluciones resistentes a la
dominancia.
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Apéndice 1.

Función Definición Restricciones

Binh
f1(x1, x2) = x2

1 + x2
2

f2(x1, x2) = (x1 − 5)2 + (x2 − 5)2
−5 ≤ x1, x2 ≤ 10

Dent

f1(x1, x2) = 1
2

(

√

1 + (x1 + x2))
2 +

√

1 + (x1 − x2)
2

)

+ 1
2 (x1 − x2) + λ exp− (x1 − x2)

2

f2(x1, x2) = 1
2

(

√

1 + (x1 + x2))
2 +

√

1 + (x1 − x2)
2

)

+ 1
2 (−x1 + x2) + λ exp− (x1 − x2)

2

−3 ≤ x1, x2 ≤ 3

Fonseca
f1(x1, x2) = 1 − exp

(

−(x1 − 1)2 − (x2 + 1)2
)

f2(x1, x2) = 1 − exp
(

−(x1 + 1)2 − (x2 − 1)2
) Ninguna

Laumanns
f1(x1, x2) = x2

1 + x2
2

f2(x1, x2) = (x1 + 2)2 + x2
−50 ≤ x1, x2 ≤ 50

Lis
f1(x1, x2) = 8

√

x2
1 + x2

2

f2(x1, x2) = 4
√

(x1 − 0.5)2 + (x2 − 0.5)2
−5 ≤ x1, x2 ≤ 10

Murata
f1(x1, x2) = 2

√
x1

f2(x1, x2) = x1 (1 − x2) + 5
1 ≤ x1 ≤ 4
1 ≤ x2 ≤ 2

Poloni

f1(x1, x2) = −
[

1 + (A1 − B1)
2 + (A2 − B2)

2
]

f2(x1, x2) = −
[

(x1 + 3)2 + (x2 + 1)2
]

A1 = 0.5 sin 1 − 2 cos 1 + sin 2 − 1.5 cos 2,
A2 = 1.5 sin 1 − cos 1 + 2 sin 2 − 0.5 cos 2,
B1 = 0.5 sin x − 2 cos x + sin y − 1.5 cos y,
B2 = 1.5 sin x − cos x + 2 sin y − 0.5 cos y.

−π ≤ x1, x2 ≤ π
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Función Definición Restricciones

Rendón 2
f1(x1, x2) = x1 + x2 + 1
f2(x1, x2) = x2

1 + 2x2 − 1
−3 ≤ x1, x2 ≤ 3

Schaffer 1
f1(x) = x2

f2(x) = (x − 2)2
Ninguna

Schaffer 2
f1(x) =











−x si x ≤ 0
−2 + x si 1 < x ≤ 3
4 − x si 3 < x ≤ 4
−4 + x si x > 4

f2(x) = (x − 5)2

−5 ≤ x ≤ 10

ZDT1

f1(x) = x1

f2(x, g) = g(x) ∗
(

1 −
√

1
g(x)

)

g(x) = 1 + 9
n−1

∑30
i=2 xi

0 ≤ xi ≤ 1
i = 1, . . . ,m

ZDT2

f1(x) = x1

f2(x, g) = g(x) ∗
(

1 −
(

f1
g(x)

)2
)

g(x) = 1 + 9
n−1

∑30
i=2 xi

0 ≤ xi ≤ 1
i = 1, . . . ,m

ZDT3

f1(x) = x1

f2(x, g) = g(x)

(

1 −
√

f1
g(x)

− f1
g(x)

sin(10πf1)

)

g(x) = 1 + 9
n−1

∑30
i=2 xi

0 ≤ xi ≤ 1
i = 1, . . . ,m

ZDT4

f1(x) = x1

f2(x, g) = g(x)

(

1 −
√

f1
g(x)

)

g(x) = 1 + 10 (n − 1) +
∑n

i=2

(

x2
i − 10 cos (4πxi)

)

0 ≤ x1 ≤ 1
−5 ≤ xi ≤ 5
i = 2, . . . ,m
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