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Il. RESUMEN

En el presente trabajo de tesis se hace la comparacion de distintos tipos de redes neuronales
artificiales (RNA) aplicadas al diagndstico de turbinas de gas. Se utilizan dos redes
bésicas: redes de retropropagacion y redes radiales. Dentro de las redes de
retropropagacion, 12 funciones de entrenamiento fueron utilizadas; por el lado de redes de
base radial (RBR) se utilizaron 3 redes particulares.

Los algoritmos, para realizar y comparar estas redes, estan codificados en un ambiente de
programacion de Matlab que tiene una caja de herramientas (toolbox) de redes neuronales
artificiales, la cual contiene las funciones de entrenamiento y las mencionadas redes
radiales. Para hacer el ambiente de experimentacién mas rapido y efectivo, fue creada una
interface usuario. La interface utilizada durante la ejecucién de toda la experimentacion.

Los algoritmos fueron disefiados para calcular la influencia de distintos factores en el
entrenamiento y la exactitud de las redes. Entre ellos se analiza el incremento del nimero
de puntos de simulacién, el cambio de régimen de operacion, el cambio en los nimeros de
inicializacion de generadores aleatorios, etc.

Se hace una comparacion en el desempefio de las funciones perceptrén multicapa
(retropropagacion), con los criterios de la probabilidad de la diagnosis correcta de falla del
motor. El entrenamiento con funcién de propagacion resilente (trainrp) ha sido considerado
como la mejor.

También fueron probadas 3 RBR. Se investigé la influencia de los factores mencionados y
se determinaron las mejores variaciones de cada red.

Finalmente, el perceptron y las 3 RBR fueron comparadas. El principio de esta
comparacién consiste en que, en cada calculo comparativo, se entrenan las 4 redes y se
validan en las mismas condiciones de operacion del motor y de su diagnostico. La
probabilidad de diagndéstico correcto se calcula para cada red y se comparan utilizando la
probabilidad como criterio. Tal calculo comparativo se repite con distintas variantes, para
llegar a las conclusiones generales acerca de la eficacia de las redes. Al final se dan las
recomendaciones para seleccionar la mejor red en los sistemas de diagnoéstico reales.



I11. ABSTRACT

This thesis is focus on different types of artificial neural networks (ANN) comparison
applied to the diagnosis of gas turbines. Two networks: backpropagation network and radio
networks were used. In backpropagation networks, 12 performances of training were used;
on the side of radial basis networks (RBR) three networks were used.

The algorithms to place and compare these networks are encoded in a programming
environment Matlab that has a toolbox of artificial neural networks, which contains the
functions of the above networks. To make the experimental environment faster and more
effective was created a user interface. The interface was used during the execution of any
experimentation.

The algorithms were designed to calculate the influence of different factors in the training
and the accuracy of the networks. Among them are increasing the number of points of
simulation, the operating regime change, the change in the numbers of random generator
initialization, etc.

A comparison is made in the performance of the functions multilayer Perceptron
(backpropagation), the criteria of probability of correct diagnosis of engine failure. Training
with resilient propagation function (trainrp) has been considered the best.

RBR also were tested in March. The influence of these factors and determined the best
variations of each network.

Eventually, the perceptron and the three RBR were compared. The principle of this
comparison is that, in each calculation of comparison, the four networks are trained and
validated on the same engine operating conditions and their diagnosis. The probability of
correct diagnosis for each network is calculated and compared using the likelihood
criterion. Such comparative calculation is repeated with variations, to reach general
conclusions about the effectiveness of networks. At the end there are recommendations for
selecting the best network in the real diagnostic systems.



IV. JUSTIFICACION

Los motores de turbina de gas han tomado gran importancia en la actualidad, ésta industria
estd en constante crecimiento e investigacion y requiere ser confiable. Sin embargo, son
maquinas con varios miles de componentes, ello disminuye potencialmente su fiabilidad. Si
se tienen sistemas de monitoreo y prondstico estos incrementan su fiabilidad.

Existen tres etapas de todo proceso de diagnostico: monitoreo, diagnostico detallado
(reconocimiento de las fallas del motor) y pronéstico. Este trabajo de tesis esta enfocado a
la segunda etapa, diagnostico detallado. En la actualidad, los métodos de diagndstico se han
convertido en populares, ya que permiten saber con antelacion el estado del motor. Ello
conduce la reduccion de los costos de mantenimiento y previene los efectos negativos de
falla imprevista de los motores.

Los métodos de diagnostico se basan en distintos algoritmos de reconocimiento de
patrones, en particular, probabilisticos, basados en el teorema de Bayes, arboles de decision
y redes neuronales. Estos métodos, aplicados al diagndstico de turbinas demuestran ser
capaces de clasificar y diagnosticar las fallas de turbina de gas en forma adecuada.

El objetivo de este trabajo de tesis, dedicado a la investigacién de redes neuronales, es
saber cudl es la red que tiene mejor desempefio, que es capaz de clasificar y diagnosticar
con altos indices de confianza. Si se conoce cuél es la red con mayor rango de confianza
sera posible implementar ésta a un sistema real de diagnéstico automatizado.
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V. INTRODUCCION

Una turbina de gas es una maquina térmica que opera bajo el principio del ciclo Joule-
Brayton, convierte la energia, producto de la combustion de una mezcla de aire comprimido
y combustible, en energia Gtil (trabajo). Estas constituyen la forma més barata en la
produccion de grandes cantidades de energia y el objetivo principal de cualquier empresa es
tener amplia disponibilidad de energia en forma confiable, segura y barata.

Por estas razones, las turbinas de gas son sometidas a estrictos planes de mantenimiento
con el objetivo de reducir fallas en medida de lo posible. Al encontrarse en operacion por
largos periodos de tiempo, los componentes de turbina de gas estan sometidos a periodos de
fatiga, desgaste, corrosion y a las inclemencias climéticas, por lo que tarde o temprano una
falla puede ocurrir.

Las reparaciones ocasionadas por fallos inesperados constituyen un impacto econémico
para cualquier empresa, por lo que gran parte del capital es destinado al mantenimiento y a
la busqueda de nuevas tecnologias que ayuden a mantener el motor en buen estado. Una
parte integral del mantenimiento de las turbinas de gas es el monitoreo y el diagnéstico. A
través de éstos se determina el estado de trabajo de la turbina de gas y se identifican fallas
incipientes que alertan sobre la aparicion de un fallo serio.

El poder alertar con antelacién implica un método de diagnéstico complejo; ademas entre
mayor sea el nimero de componentes, hay mayor probabilidad de falla. Esto nos lleva a
requerir una técnica que sea capaz de detectar las fallas con suficiente antelacion para evitar
pérdidas mayores. La aplicacion de sistemas automatizados de diagnéstico y monitoreo, los
cuales han llegado a ser una practica estandar, permiten menguar los efectos negativos
causados por los procesos de deterioracion.

El diagnostico es una ciencia aplicada que implica conocer el motor, su comportamiento en
estado normal, de este modo es posible identificar cuando tiene algin sintoma de falla. Para
ello se aplican algoritmos basados en la teoria de reconocimiento de patrones, asi como
modelos avanzados de turbina de gas.

Las técnicas aplicadas son cada vez mas complejas, por ende, mas exactas. Parten desde el
modelo termodinamico como base y una serie de datos obtenidos del motor, cuando éste
fue nuevo, utilizando estos valores como base para la comparacion con las lecturas de los
datos actuales, hasta las redes neuronales. Las cuales después de una fase de entrenamiento,
son capaces de clasificar las decisiones entre datos reales y el desempefio del motor nuevo,
es decir, hacer un diagnostico.
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Introduccion

Los motores de turbinas de gas han evolucionando rapidamente en las ultimas décadas.
Aunque el ciclo béasico de trabajo sigue siendo el mismo, en actualidad son muy
sofisticados y tienen un gran numero de componentes y subsistemas. Hoy en dia estas son
maquinas a las que se les exige fiabilidad elevada, mas sin embargo, con el incremento del
numero de componentes, también se incrementa la probabilidad de alguna falla. Los
sistemas automatizados de diagnostico son capaces de prevenir fallas serias, pero solo
cuando sus algoritmos, en particular los de reconocimiento de fallas son bastante exactos.

1.1 Turbinas de gas
1.1.1 Historia

Aunque los principios de reaccion fueron conocidos desde épocas A.C., fue hasta 1872,
cuando Stolze disefi6 la primera verdadera turbina de gas. Incorporaba una turbina de varias
etapas y compresion en varias etapas con flujo axial probando modelos funcionales hasta
los afios 1900. En 1914 Charles Curtis aplicd para la primera patente en los Estados Unidos
para una turbina de gas. Esta fue otorgada, pero generé mucha controversia. La Compaiiia
General Electric comenz6 su division de turbinas de gas en 1903. Un ingeniero llamado
Stanford Moss dirigi6 la mayoria de los proyectos. Su desarrollo méas notable fue el turbo
super-cargador, que utilizaba los gases de escape de un motor alternativo para mover una
rueda de turbina que, a su vez, movia un compresor centrifugo utilizado para supercargar.
Este dispositivo hizo posible construir las primeras turbinas de gas confiables.

En los afios 30, tanto britdnicos como alemanes disefiaron turbinas de gas para la
propulsion de aviones. Los alemanes alcanzaron a disefiar aviones de propulsién a chorro y
lograron utilizarlos en la 2° guerra mundial (11 GM)[1].

El primer motor fue ensayado en vuelo en 1938, suministrando menos empuje que el
previsto, lo que obligo a incorporarle modificaciones. Mas tarde, un motor de 360 kg,
Heiniken He 5-3b, desarrollé 500 kg de empuje y constituyo la planta de poder del H-178,
con la que el capitan Warsitz vol6 el 24 de agosto de 1939. Este fue el primer vuelo
realizado por un avién propulsado por turborreactor que, luego de diversas pruebas, alcanzé
a desarrollar una velocidad méaxima de 700 km/h.

En las postrimerias de la Il GM los alemanes asombraron nuevamente al mundo cuando en
el otofio de 1944 aparecid el primer caza de reaccidén construido en serie, el Me 262
provisto de dos turborreactores Jumo 004 de flujo axial y 900 kg de empuje c/u, que le
permitian alcanzar una velocidad horizontal cercana a los 900 km/h. A partir de entonces
comenzaron a manifestarse diversas tendencias en la notable evolucidn que experimentaron
estas plantas de poder [2].

1.1.2 ;/Qué es una turbina de gas?

Existen muchas definiciones que se basan en el &mbito de aplicacion del concepto, pero en
general se puede decir que una turbina de gas es un motor térmico rotativo de flujo
continuo con una baja relacion peso-potencia y velocidad de giro muy elevada [3]. La
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turbina es impulsada por los gases de combustion de una mezcla comprimida de algin
combustible y aire, en general es utilizada para generacion de energia [4].

Asi se puede uno dar cuenta de que el término no solo refiere al componente de turbina,
sino al motor en general. Un motor es una maquina capaz de transformar la energia
almacenada en combustibles, baterias u otras fuentes, en energia mecanica capaz de realizar
un trabajo. EI término “térmico” se refiere a la obtencion del trabajo a partir de energia
térmica. “Rotativo” porque su principio de funcionamiento es mover los discos alrededor
de un eje y “de flujo continuo” porque a diferencia de los motores que trabajan en ciclo
Otto el flujo tanto de entrada como de salida al motor es constante; es decir, no hay
interrupciones en la entrada de aire ni en la salida de potencia.

La turbina de gas se caracteriza por una elevada velocidad de giro que en funcion del
tamanfo puede llegar a alcanzar valores de 40000 revoluciones por minuto, con velocidades
en la punta de los discos cercanas a la velocidad del sonido (Mach =1). Su utilizacion se
orienta a una unidad de generacién de gases con elevada entalpia que puede utilizarse para
propulsién a reaccién o ser la encargada de accionar una turbina de potencia acoplada a un
eje. A este eje puede articularse cualquier tipo de carga [5], que permita la produccion de
trabajo mecénico util, al utilizar la energia proveniente de los gases de combustién. En
cuanto a la relacion peso potencia, se obtiene por pesos muy pequefios de motor una
cantidad inmensa de potencia.

1.1.3 Principales componentes

La turbina de gas estd formada por dos elementos principales:
e ¢l generador de gases;
¢ la unidad generadora de potencia.

El generador de gases estd formado a su vez por uno o varios compresores, la cdmara de
combustion y finalmente la o las turbinas de expansién de gases, que obtendran la potencia
necesaria para mover los compresores. La unidad generadora de potencia es en donde se
obtendra la potencia util de la maquina, dependiendo de la aplicacion, sera otra turbina de
expansion de gases, o bien, una tobera de propulsion [5].

Dicho de otra manera, los elementos que componen el ciclo de una turbina de gas, la
turbina esta formada por un compresor, una camara de combustion y la turbina propiamente
dicha (figura 1.1).
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Figura 1.1 Esquema de una turbina de gas.



1.1.4 Funcionamiento

El modelo termodinamico de las turbinas de gas corresponde al ciclo Joule Brayton (figura
1.2), aunque se clasifica como un ciclo termodinamico, en realidad el fluido de trabajo no
competa el ciclo ya que acaba con una composicion o estado diferente al que empez0. Pero
para efectos de andlisis se considera un ciclo ideal y por ende corresponde al ciclo antes
mencionado [3].
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Figura 1.2 Ciclo de operacion Joule Brayton..

El ciclo basico de Brayton en condiciones ideales estd compuesto por cuatro procesos:

1-2, compresion isentropica (proceso adiabatico reversible) en un compresor;

2-3, adicidn de calor al fluido de trabajo a presion constante en un intercambiador de calor
0 una camara de combustion;

3-4, expansion isentrdpica en una turbina;

4-1, sustraccion del calor del fluido de trabajo a presion constante en un intercambiador de
calor o en la atmosfera.

Recordando la figura 1.1, podemos integrar el ciclo Joule Brayton a la secuencia de
procesos fisicos en la turbina, la misma figura ayuda en la explicacion fisica y
termodinamica de lo que ocurre dentro del ciclo térmico y de la maquina. Entonces se tiene
de 1-2 ser& una compresion isentrdpica del fluido de trabajo dentro de un compresor, pues
al ir disminuyendo el volumen fisico conservando la cantidad de masa, aumentamos la
presion, al mismo tiempo se aumenta la temperatura y se entrega a la camara de
combustion. En la camara de combustion se agrega el combustible propiciando asi la
combustion y por ende aumentando la energia contenida, la cual es proyectada hacia la
turbina. La turbina extrae la energia cinética y la transforma en trabajo que se entrega a un
eje, ésta energia no es absorbida totalmente en una sola fase, sino que requiere de una
expansion isentrépica paulatina hasta que se le extrae la mayor cantidad de energia posible.
En el dltimo proceso, la energia que no se puede aprovechar se desecha a la atmosfera o a
un sumidero en forma de calor.
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1.2 Diagnostico de turbinas de gas
1.2.1 ;Qué es el diagnostico?

El término diagnosis proviene del griego y significa reconocimiento o determinacion. El
diagnostico en nuestro caso de estudio es el procedimiento por el cual se identifica o
reconoce una condicién de estado de un motor (sin falla o con ella). El objetivo que tiene es
el aumento de la confiabilidad en el tiempo de trabajo de la turbina [7].

Este proceso se puede llevar a cabo en diferentes etapas de ciclo de vida del motor como
son disefio, produccion y mantenimiento; en base a ello se dan tareas concretas al
diagnéstico. En el caso del disefio, el diagnostico paramétrico se utiliza para encontrar
defectos primarios, secundarios y evitar la destruccion del motor piloto, ademas es
necesario formar las recomendaciones para el mejoramiento 6ptimo del motor. Durante la
produccién se confirma el disefio; en esta etapa el diagndstico paramétrico ayuda a las
pruebas del motor y verifica estado sin falla; también se forman las recomendaciones de
ajuste y cambio de piezas estropeadas; durante tal proceso se analiza una serie de motores
en produccion [7]. En mantenimiento, el cual es la principal aplicacién del diagnostico, se
monitorea el estado del motor localizando las fallas tempranamente, determinando las
causas y se forman recomendaciones para eliminar tales fallas; se hace una acumulacién de
material estadistico para el mejoramiento futuro del motor y del sistema.

1.2.2 Etapas del diagnostico

Una de las formas de diagnosticar motores es utilizando los pardmetros medidos en el
motor en funcionamiento, estos métodos son llamados métodos paramétricos, los cuales
pueden ser clasificados segun el sistema a ser diagnosticado, por ejemplo diagnosis en el
conducto de flujo, diagnosis de las vibraciones, diagnosis del sistema de aceite, diagnosis
de combustible, etc.

Aunque se hace la separacion de la clasificacion, todas y cada una de ellas pasan por las
mismas etapas de proceso que son: monitoreo, diagnostico y prondéstico. EI monitoreo es la
etapa del proceso de diagndstico en la cual se hace la recoleccion de datos, se describen las
clases que en general pueden ser dos, con falla y sin falla, y se explica cuél fue el criterio de
clasificacion. Durante la segunda etapa se toma la decisién diagnostica que implica la
blsqueda de la clase que esta mas cerca del estado actual del motor. Este reconocimiento se
hace en el espacio multidimensional con uso de las mediciones, las cuales contienen la
informacién del estado actual del motor. Por Gltimo se aplica una caracteristica de
autenticidad de la decision acorde al enfoque elegido, que puede permitir o no la
interseccion “entre clases”, es decir, que una decision actual puede pertenecer, 0 no, a mas
de un grupo.

1.2.3 Diagnostico en la actualidad

Las turbinas de gas son un sistema muy complejo, entre mayor sea el numero de
componentes del sistema, hay mayor probabilidad de falla. Ello nos lleva a requerir una
técnica que sea capaz de poder detectar las fallas con antelacion en cada componente y asi
evitar pérdidas mayores.



Las fallas y los procesos de deterioracion afectan no sélo la fiabilidad del motor, si no su
disponibilidad y los costos de operacion. La aplicacion de sistemas de diagndstico y
monitoreo, los cuales han llegado a ser una practica estandar, permiten menguar estos
efectos negativos.

El diagndstico implica conocer el comportamiento del motor en estado normal. De este
modo es posible identificar cuando tiene algun sintoma de falla. Para ello se aplican
calculos del estado normal del motor (estado inicial) y desviaciones (patrones) inducidas
por las fallas, asi como algunas técnicas de reconocimiento de patrones y modelos
avanzados de probabilidad que permitan identificar las desviaciones.

Es claro que se puede implementar una fusion entre un sistema de procesamiento de
informacion de datos de vibracion, parametros de desempefio y mediciones relativas,
detectando asi las fallas con muy alta precision. Los sensores son de gran importancia,
permiten desde la toma de lecturas hasta poder llegar a una validacion, para poder dar un
prondstico [8].

Las técnicas aplicadas son cada vez mas exactas, por ende mas complejas. Parten desde
tener el modelo termodindmico como base y una serie de datos obtenidos del motor,
cuando este fue nuevo, utilizando estos valores como base para comparacion con las
lecturas de los datos actuales; hasta el entrenamiento de redes neuronales. Ellas, después de
una fase de entrenamiento son capaces de identificar las fallas y son capaces de dar un
prondstico [9].

1.2.4 Situacion del diagnostico y las turbinas de gas en México

La industria energética ha evolucionado mucho a nivel mundial. En México, aunque con un
poco de retraso, también lo ha hecho, de tal manera que las turbinas de gas como parte
fundamental en esta industria son cada vez mas utilizadas, pero también cada vez mas
complejas. Esta complejidad deriva en mayor nimero de componentes que requieren
sistemas mas avanzados de diagnostico. Los sistemas de diagndstico permiten al usuario,
operador, o cualquiera que tenga algun qué hacer con estos motores, tener una indicacion
de en qué momento el motor necesita mantenimiento y/o reparacion. Entonces, teniendo un
control y programacion del desgaste y tiempo aproximado de falla de los componentes,
estos se hacen mas confiables, al mismo tiempo que se reducen costos de mantenimiento.

Actualmente en México existe una gran cantidad de empresas que ocupan las turbinas de
gas como componente fundamental en su funcién, pues son utilizadas para la produccién de
energia eléctrica, transporte de gas, 0 empuje mismo. Algunas de las empresas con mayor
impacto en México son: Comisién Federal de electricidad, Luz y Fuerza del Centro,
Petroleos Mexicanos y (por su puesto las empresas que brindan servicios aéreos)
Mexicana de Aviacion, Aeroméxico y Aviacsa por mencionar algunas.

La mayoria de estas empresas no realizan los servicios de mantenimiento de tercer escalon
a su propia maquinaria, por lo general son empresas de servicios las que se dedican al
mantenimiento, reparaciones mayores, reingenieria, reemplazo de componentes Yy
rehabilitacion.



Existen muchas empresas que se dedican, ademas de prestar estos servicios, al redisefio de
componentes, re-potenciacion y modernizacion de los sistemas. Por mencionar algunas de
estas empresas esta ITR, Turbomaquinarias S.A. de C.V., especialistas en turbo partes S.A.
de C.V., entre otras.

También existen institutos orientados a la investigacion y capacitacion de personal, como el
Instituto de Investigaciones Eléctricas, el Centro de Investigaciones Avanzadas
Tecnoldgicas de Querétaro, entre sus funciones esta el brindar apoyo en la investigacion de
desarrollo de metodos y herramientas para el diagnéstico de fallas, la rehabilitacion y
extension de la vida util de los componentes de turbomaquinaria.

Independientemente del campo de accién de cada una de las empresas mencionadas
anteriormente, se sabe que todas ellas cuentan con sistemas de diagnostico para hacer mas
eficiente su labor.

1.3 Reconocimiento de patrones

De las explicaciones anteriores se deduce que es en el area de la identificacion de las fallas
de turbina de gas, en donde se presenta un area de aplicacion de la teoria de reconocimiento
de patrones. Algunos conceptos de esta teoria se dan a continuacion.

Objeto. Es un concepto con el cual representamos los elementos sujetos a estudio, pueden
ser concretos o0 abstractos; para nuestro caso el objeto son las fallas que se presentan en la
turbina, descritas en un espacio multidimensional.

Patron. Es sindnimo de objeto, en ocasiones se le llama asi a los objetos ya clasificados,
los tipos de fallas que se presentan en un motor pueden ser determinadas como patrones, 0
comportamiento.

Rasgo. Propiedad, factor, caracteristica, etc. que se toma en cuenta para estudiar los
objetos. Existen dos tipos:
e esenciales, que no pueden ser eliminados de la descripcion de los objetos sin
confundirlos;
e accidentales, que pueden ser ignorados en una descripcion y los objetos no se
confunden.

Clase. Es un conjunto de objetos. Al agrupar en clases, se puede hacer de dos formas
distintas:
e por pertenencias duras, un objeto pertenece 0 no a una clase;
e por pertenencias difusas, los objetos pertenecen parcialmente a una clase, existen
clases con intersecciones no vacias, es decir, que puede haber mas de una falla, o
mas de un componente en estado defectuoso.

Reconocimiento. Proceso de clasificacion de un objeto en una 0 mas clases.

Filtracion. Consiste en quitar informacién o datos indeseados de la entrada dependiendo
del uso, el algoritmo o método de filtrado; es decir, la eliminacion de ruido o datos



causados por falla de los sensores 0 que simplemente no aportan ningdn dato valioso para
ser analizado.

Reconocimiento de patrones. Existen varios intentos para definir el reconocimiento de
patrones, algunos son:

e “La disciplina dedicada a la clasificacion de objetos y el prondstico de fenémenos”.

e “Rama del conocimiento, de caracter multidisciplinario, cuyo objeto de estudio son
los procesos de identificacion, caracterizacion, clasificacion y reconstruccion sobre
conjuntos de objetos o fendmenos, asi como el desarrollo de teorias, tecnologias y
metodologias relacionadas con dichos procesos”.

e “Es la ciencia que se ocupa de los procesos sobre ingenieria, computacién y
matematicas relacionados con objetos fisicos y/o abstractos, con el propoésito de
extraer informacidén que permita establecer propiedades de o entre conjuntos de
dichos objetos”.

1.3.1 Antecedentes Histéricos

Principios de 1960, Eden, Narasimham y Ledley publicaron los primeros trabajos. En 1966,
Zhuravliov hace el primer trabajo que habla de la Teoria de Testores y el Reconocimiento
de Patrones. A partir de este momento, el reconocimiento de patrones es un objeto de
estudio mas serio. En 1972 se realiza la primera conferencia sobre el reconocimiento de
patrones en Washington. En 1974 se realiza la segunda conferencia sobre el reconocimiento
de patrones en Copenhague. En 1917 Vapnik y Chervonenkis escriben el libro
Reconocimiento de Patrones. En éste libro mencionan: “En esencia, diferentes puntos de
vista en la formulacion del problema del reconocimiento de patrones se determinan por la
respuesta a la pregunta: “¢Hay principios generales para describir clases de patrones de
diversas naturalezas?”. En enero de 1978 se funda la IAPR (International Association for
Pattern Recognition). En 1980 llega a México el reconocimiento de patrones a través de
maestros cubanos que vienen a ensefiar.

1.3.2 Tipos de problemas de clasificacion

El punto esencial del reconocimiento de patrones es la clasificacion: se quiere clasificar una
sefial dependiendo de sus caracteristicas. El objetivo es clasificar patrones con base en un
conocimiento a priori o informacion estadistica extraida de los patrones. Los patrones a
clasificar suelen ser grupos de medidas u observaciones, definiendo puntos en un espacio
multidimensional apropiado.

La clasificacion utiliza habitualmente uno de las siguientes procedimientos: clasificacion
estadistica (teoria de la decision) o clasificacion sintactica (estructural). El reconocimiento
estadistico de patrones estd basado en las caracteristicas estadisticas de los patrones,
asumiendo que han sido generados por un sistema probabilistico. El reconocimiento
estructural de patrones esta basado en las relaciones estructurales de las caracteristicas [10].
Otros tipos de clasificacion son:



Clasificacion supervisada: También es conocida como clasificacion con aprendizaje, en
este tipo de problemas ya se encuentran definidas las clases y cuentan con algunos objetos
previamente clasificados.

Clasificacion parcialmente supervisada: También conocida como de aprendizaje parcial,
en éstos problemas existe una muestra de objetos s6lo en algunas de las clases definidas.

Clasificacion no supervisada: También conocida como clasificacion sin aprendizaje, en
éstos problemas no existe ninguna clasificacion previa de objetos y en algunas ocasiones ni
siquiera se han definido las clases.

Un sistema de reconocimiento de patrones completo consiste en un sensor que recoge las
observaciones a clasificar, un sistema de extraccion de caracteristicas que transforma la
informacion observada en valores numéricos o simbdlicos, y un sistema de clasificacion o
descripcion que, basado en las caracteristicas extraidas, clasifica la medicion.

Para la clasificacion se puede usar un conjunto de aprendizaje, del cual ya se conoce la
clasificacion de la informacidn a priori y se usa para entrenar al sistema, siendo la estrategia
resultante conocida como aprendizaje supervisado. El aprendizaje puede ser también no
supervisado, en donde el sistema no tiene un conjunto de patrones para aprender a clasificar
la informacidn a priori, sino que se basa en calculos estadisticos para clasificar los patrones
[10].

Entre las aplicaciones del reconocimiento de patrones estan el reconocimiento de voz, la
clasificacion de documentos (por ejemplo spam/no spam), el reconocimiento de escritura,
reconocimiento de caras humanas y muchas mas. Los dos Ultimos ejemplos son
representativos del analisis de imagenes, un subconjunto del reconocimiento de patrones
que toma imagenes digitales como entradas del sistema.

1.3.3 Enfoques dentro del reconocimiento de patrones

Geomeétrico (Clustering): Los patrones deben ser graficables, en éste enfoque se emplea el
calculo de distancias euclidianas, geometria de formas, vectores numéricos, puntos de
atraccion, etc.

Estadistico: Se basa en la teoria de la probabilidad y la estadistica, utiliza analisis de
varianzas, covarianzas, dispersion, distribucion, etc.

Sintactico-estructural: Estudia la estructura de los objetos, es decir, usa teoria de
lenguajes formales, gramaéticas, teoria de automatas, etc.

Neuro-reticular: Se utilizan redes neuronales que se ‘entrenan’ para dar una cierta
respuesta ante determinados valores.

Légico-Combinatorio: Se basa en la idea de que la modelacion del problema debe ser lo
méas cercana posible a la realidad del mismo, sin hacer suposiciones que no estén
fundamentadas. Se utiliza para conjuntos difusos y utiliza légica simbdlica, circuitos
combinacionales y secuenciales, etc.



1.3.4 Fundamentos Mateméaticos

El reconocimiento de patrones no es una teoria aislada, sino que se basa en muchos
métodos matematicos. Los métodos principales inmersos dentro de problemas de
clasificacion se describen a continuacion.

1.3.4.1 Teoria de decisién de Bayes

La esencia de la aproximacion Bayesiana es proveer una regla matematica de como se
deben cambiar las creencias existentes en vista de una evidencia. En otras palabras, esta
regla permite combinar nuevos datos con el conocimiento previo.

El ejemplo clésico es imaginar que un nifio recién nacido observa por primera vez una
puesta de sol y se pregunta si el sol saldrd de nuevo o no. Se asigna la igualdad de
probabilidades a priori a los dos posibles resultados y se representa éstos colocando una
pelota blanca y negra en una bolsa. Al dia siguiente, cuando sale el sol, el nifio pone otra
pelota blanca en la bolsa. La probabilidad de sacar una pelota blanca de la bolsa se
incrementa (es decir, el grado del creencia del nifio en amaneceres futuros), ha pasado de
una mitad a dos tercios. Después de la salida del sol al dia siguiente, el nifio afiade otra
pelota blanca, y la probabilidad (y por tanto el grado de creencia) va de dos tercios a tres
cuartos y asi sucesivamente. Poco a poco, la creencia inicial de que el sol salga es tan
probable como levantarse cada marfiana; asi esa probabilidad es modificada para convertirse
en una certidumbre casi total de que el sol siempre saldra [11].

El teorema de Bayes es esencialmente una expresion de probabilidades condicional. Mas o
menos, las probabilidades condicionales representan la probabilidad de que ocurra un
evento dada cierta evidencia. Para mejor entendimiento el teorema de Bayes (ecuacion 1)
puede ser derivado de una probabilidad conjunta de A y B (P(A, B)), en donde P(A4,B) =
P(B,A) = P(A|B)P(B) = P(B|A)P(A).

P(BIA)P(4)

P(4lB) = "1

en donde P(A|B) es conocida como la posterior; P(BJA) es conocida como vecindario, P(A)
es la priori y P(B) es generalmente al evidencia y es utilizado como factor de escalamiento.
Entonces, es (til recordar la regla de Bayes como:

Vecindario x priori

Posterior = - -
evidencia

Si se tiene el caso en donde A es mas de un evento, A={A1, A, ... Ay} entonces la
probabilidad va a estar dada por:

P(B|A;)P(A;)

P(A;|B) S S P@IAR(Ay (2)

Observe la figura 1.3. Con la regla de Bayes es posible determinar la probabilidad de que X
pertenezca a A; 0 A,. En este ejemplo es obvio que X pertenece a A,, sin embargo, la
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respuesta correcta para muchos eventos reales usualmente no es tan clara como este
ejemplo.

Figura 1.3 Ejemplo para la teoria de Bayes.

La regla de Bayes ayuda a determinar la probabilidad, mientras que la regla de decision de
Bayes ayuda a hacer la decision mas Optima basada en conocimiento. La regla de decisién
dice que se clasifica en A; si:

P(A;|B) = max;=1 n P(AiB) ....ccoooeiiiiiiiiii, (3)

1.3.4.2 Clasificadores Gaussianos

El modelo de Gauss se puede utilizar para caracterizar un grupo de vectores caracteristicos
de cualquier nimero de dimensiones con dos valores: un vector de medias y una matriz de
covarianza. La clave es entender el modelo de Gauss como modelo probabilistico. El
modelo de Gauss es una manera de calcular P (observacion | tipo). Cada tipo se caracteriza
por una sola gaussiana y la probabilidad se calcula midiendo la altura de la curva (0 mas
generalmente el valor de la funcién) en las coordenadas especificadas por el vector de
entrada. Esta medida de probabilidad condicional se convierte en una probabilidad a
posteriori a través de la férmula de Bayes utilizando las probabilidades a priori de la
observacion y el tipo [12].

La probabilidad posterior se puede utilizar en la misma forma que la distancia Euclidiana
como medida que se desarrollaron antes de comparar a un desconocido con una serie de
modelos. Sin embargo, ahora los modelos son modelos Gaussianos en lugar de puntos
unicos y la probabilidad serd mayor si la incognita esta cercana al modelo. La decision
entre los tipos se pueden hacer encontrando el modelo para el cual la medida de
probabilidad es mas grande, como se demuestra en la ecuacion 4 [12].

_ fUlADPAY)
P(A;lYy) = B AP (A (4)

Esto se ilustra en la Figura 1.4 que muestra un ejemplo de una dimension.
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Figura 1.4 La densidad de probabilidad condicional para dos tipos en un solo parametro.
Punto ‘a’ seria asignado a tipo A;, mientras que el punto ‘b’ se asignarian a A,.

El uso de un modelo de Gauss nos da una solucién al segundo problema de tomar en cuenta
la forma de la distribucion de los vectores. Esta distribucion esta codificada en la media y la
covarianza de la curva de Gauss, por lo que el calculo de probabilidades tendrd en cuenta
de esto.

1.3.4.3 Arboles de decision

Los arboles de decision son clasificadores con estructura de arbol, en donde cada nodo es
un nodo hoja, el cual indica el valor de atributo de un objetivo (clase), o un nodo de
decision, que especifica algun test para ser llevado a cabo en un simple valor de atributo,
con una rama y subarbol para cada posible resultado de la prueba.

Un arbol de decision puede ser usado para clasificar, empezando a clasificar desde la raiz y
moviéndose a través de él, tomando una decision en cada hoja, lo cual provee una
clasificacion. Este método es tipicamente una aproximacion inductiva para aprender los
conocimientos sobre la clasificacion. La figura 1.5 muestra un ejemplo basico de arbol de
decision [13].
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Figura 1.5 Ejemplo de arbol de decision simple.
1.3.4.4 K vecinos mas cercanos

El algoritmo de k-vecinos méas cercanos (k nearest neighbor “k-NN”) es un método para
clasificar los objetos en funcion de la formacién de elementos méas cercanos al espacio de
caracteristicas. Los ejemplos de entrenamiento son vectores en un espacio de caracteristicas
multidimensionales, cada uno con una etiqueta de clase. La fase de entrenamiento del
algoritmo consiste solamente en almacenar los vectores de caracteristicas y etiquetas de
clase de los ejemplos de entrenamiento.

En la fase de clasificacion, k es una constante definida por el usuario, y un vector no
etiquetados (una consulta o un punto de prueba); esta clasificada por la asignacién de la
etiqueta que es mas frecuente entre la formacién k muestras mas cercanas a ese punto de la
consulta [14].

Por lo general, la distancia Euclidiana se utiliza como la métrica de distancia, sin embargo
esto solo es aplicable a las variables continuas. En casos como el de clasificacion de textos
se puede utilizar otra métrica como la superposicion métrica (o distancia de Hamming). A
menudo, la exactitud de la clasificacion de “k-NN” se puede mejorar significativamente si
la métrica a la distancia se aprende con algoritmos especializados, como por ejemplo
grandes margenes de vecino mas cercano o analisis de componentes de vecindad [14].

Una desventaja en la clasificacion béasica es que las clases con los ejemplos més frecuentes
tienden a dominar la prediccion del nuevo vector, ya que tienden a surgir en los k vecinos
mas cercanos cuando los vecinos se calculan debido a su gran nimero. Una forma de
superar este problema es el peso de la clasificacidn teniendo en cuenta la distancia desde el
punto de prueba para cada uno de sus k vecinos mas cercanos. k-NN es un caso especial de
un ancho de banda variable, la densidad del ndcleo funciona como estimador con un nucleo
uniforme [14].
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1.3.4.5 Support Vector Machine (SVM)

Es un conjunto de algoritmos de aprendizaje supervisado, usados para la clasificacion y
regresion. En este tipo de algoritmos se visualiza la entrada de datos como dos conjuntos de
vectores en un espacio n-dimensional, asi un SVM construira una separacion en hiperplano
en ese espacio, que maximicen el margen entre dos conjuntos de datos. Para calcular el
margen, se construyen dos lineas paralelas una a cada lado de la frontera del clasificador
dando dos hiperplanos, positivo y negativo respectivamente [15].

Se considera un buen clasificador porque cuenta con un margen que crece antes de chocar
con un punto, siendo los vectores de soporte los puntos sobre los cuales se apoya el margen
maximo, y lo de machine es por la maquina de aprendizaje automatico de Vapnik.

Para explicar lo anterior, en forma matematica tenemos lo siguiente:
Hiperplano positivo ={x:w - x + b = +1}
Hiperplano negativo ={x:w - x + b = —1}
Clasificamos +1si w-x+b >=1
1si wex+b<=-1
siendo nuestro campo de trabajo o universo a recorrer -1<w-x +b <1
Hiperplano positivo

e Yy Frontera del
( . T —— - o
2000 o0~ //« Clasificador

A = 2 S .
AN T - Hiperplano Negativo
= ,.—-' _.—-""-; ’\
W T _
C VT o deésﬁ(‘\
ot .-_-,'Ql Q(e
q,:,*kx) ¥ \,ac‘_.)e- o
O = Cl

Figura 1.6 Clasificacion por medio de SVM.

Existen muchos software que utilizan este método para la clasificacion, reconocimiento y
minerfa de datos, entre los que se encuentran SVM Toolbox Matlab, SVM "®"(mas usado y
utilizado para grandes bases de datos), LSVM (Lagrangian Support Vector Machine),
ASVM (Active Support Vector Machine), PSVM (Proximal Support Vector Machine) , etc.
Todos ellos aplicando la técnica de “maquina de vectores de soporte” en diferentes
ambientes, java, Matlab, C++, y algunos con ambiente propio.

14



1.3.4.6 Redes Neuronales Artificiales (bases)

El modelo de una neurona artificial es una imitacion del proceso de una neurona bioldgica,
puede también asemejarse a un sumador hecho con un amplificador operacional tal como se
ve en la siguiente figura (1.7).

R
1 AN
Fa
s —on

"
o
o= -3 =1
01 £

Figura 1.7. Sumador hecho con un amplificador operacional.

Cada sefial de entrada pasa a través de una ganancia o peso, llamado peso sinaptico o
fortaleza de la conexion cuya funcion es analoga a la de la funcién sindptica de una neurona
bioldgica. Los pesos pueden ser positivos (exitatorios) o negativos (inhibitorios), el nodo
sumatorio acumula todas las sefiales de entradas multiplicadas por los pesos o ponderadas y
la pasa a la salida a través de una funcion umbral o funcion de transferencia [18]. La
entrada neta a cada unidad puede escribirse de la siguiente manera:

neta; = Y, WiX; ¢ 2 (5)

En general las redes neuronales se pueden clasificar de diversas maneras: segin su
topologia, forma de aprendizaje (supervisado o no supervisado), tipos de funciones de
activacion, o valores de entrada (binarios o continuos); un resumen de esta clasificacion se
observa en la siguiente figura (1.8) [18].
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Figura 1.8 Clasificacion de RNA.
1.3.5 Campos de aplicacion

El reconocimiento de patrones es una técnica de la inteligencia artificial empleada por
tecnologias como el procesamiento del lenguaje natural, la vision computacional y
diagndstico. EI reconocimiento de patrones se apoya de otras técnicas de la inteligencia
artificial como: légica difusa, mineria de datos y redes neuronales. Ademas se apoya en
técnicas de otras ciencias como: estadistica, geometria, teoria de lenguajes, ldgica
simbodlica, entre otras.

Pese a los grandes conocimientos que tienen los diagnostas, en muchas ocasiones se ven
limitadas sus capacidades, es ahi cuando se necesitan herramientas de mayor precision que
les permitan realizar un analisis mas profundo y detallado para tener diagndsticos mas
precisos y por lo tanto determinar el tratamiento correcto.

Con el uso del reconocimiento de patrones se pretende automatizar la identificacion de
patrones simples o estructurados y modelar diversos procesos preceptiales como lo son la
visién y la audicién [15].

El uso de reconocimiento de patrones se ha visto reflejado en terapias de lenguaje mediante
el reconocimiento de la voz y sonidos, en las imagenes de rayos X, de positrones y de
resonancia magnética nuclear (RMN), de ultrasonido (donde se desarrollan técnicas para
mejorar la identificacion y seguimiento de formas, como la actividad del feto en el Gtero) o
la cirugia plastica, en la cual se puede generar una reconstruccion tridimensional de la parte
del cuerpo a intervenir y asi mostrar diferentes vistas al paciente y explicarle mejor en qué
consistira su tratamiento, el resultado final y las modificaciones que se le aplicarian durante
una operacion.

Hasta ahora no se ha utilizado ampliamente el reconocimiento de patrones en el diagnéstico
de turbinas de gas, lo cual representa un area de estudio con alto potencial de crecimiento y
desarrollo a futuro [15].
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1.3.6 Algunos Desarrollos

Raymond Kurzweil nace en 1948 en Queens, New York. A los 15 afios disefié un sistema
de reconocimiento de patrones en el cual una computadora analizaba patones dentro de la
musica clasica para después componer sus propios trabajos basados en lo evaluado. Con
ello gand el primer lugar en el Concurso Internacional de Ciencia [15].

Posteriormente fundo su propia compafiia donde cred una maquina de lectura, la cual reunia
tres inventos: un software de reconocimiento optico de caracteres, un dispositivo similar a
un escaner y un sintetizador completo de texto a deletreo. Esta méaquina era capaz de
detectar y corregir errores ademas de la pronunciacion de palabras. La primera version
comercial del software fue usado por Lexis Nexis para crear su base de datos [15].

En Cuba se esta desarrollando un proyecto llamado “Fundamento del Reconocimiento de
Patrones: Programa Integral de Formacion de Especialistas” en el cual se pretende hacer
una proyeccion unificadora del reconocimiento de patrones y la formacion de un programa
de formacion post-graduada.

Este proyecto surge por la necesidad de formar mas especialistas en reconocimiento de
patrones y mineria de datos debido a la gran cantidad de problemas practicos que son
necesarios resolver y que han sido detectados en importantes ramas como la energia, la
salud, la defensa, el deporte y otras. Problemas relacionados con clasificacion, diagnostico,
pronostico, determinacion de factores distintivos, procesamiento de grandes volimenes de
datos (textos, imagenes, sefiales, paginas Web), deteccion de asociaciones entre datos,
descubrimiento de regularidades, entre muchos otros [15].

Debido a varias razones es necesario un enfoque integral de la disciplina: muchos
problemas practicos han sido resueltos gracias a la interaccion de areas de trabajo
aparentemente lejanas. La tendencia actual en las investigaciones muestra una mayor
vinculacion entre reconocimiento de patrones e investigaciones tedricas. Esto obedece a la
necesidad de explorar nuevos horizontes en busca de herramientas méas poderosas. En el
ambito microscopico, se ha trabajado en la reconstruccion tridimensional de nucleos
celulares, en particular de la cromatina, que forma el nucleo en células animales, y en
neuronas dopaminérgicas de la sustancia nigra de pacientes con mal de Parkinson [15].

Al mismo tiempo se desarrollaron las redes neuronales como herramienta en el
reconocimiento de patrones. McCulloch y Pitts dieron origen a los modelos conexionistas
definiendo formalmente la neurona en 1943 como una maquina binaria con varias entradas
y salidas. Hebb, definio en 1949 conceptos muy importantes y fundamentales que
han pesado en el campo de las redes neuronales, basandose en investigaciones
psicofisiologicas. 1959, Widrow, Teoria sobre la adaptacion neuronal, el Adaline
(Adaptative Linear Neuron) y el Madaline (Multiple Adaline). Es la primera aplicacion de
las redes a problemas reales: filtros adaptativos para eliminar ecos en las lineas telefonicas.
1962, Rosemblatt, el Perceptron es un identificador de patrones dpticos binarios y salida
binaria. Dio lugar a la regla de aprendizaje delta, que permitia emplear sefiales continuas de
entrada y salida. 1969, Minsky y Papert, una seria critica del Perceptron que dada su
naturaleza lineal tenia bastantes limitaciones, que provocd una caida en picada de las
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investigaciones y una época gris para las redes neuronales. En la actualidad, gracias a
diversos grupos de investigacion repartidos por universidades de todo el mundo, las redes
neuronales han alcanzado una madurez muy aceptable y se usan en todo tipo de
aplicaciones entre las que podemos citar: reconocimiento de patrones, voz, video,
compresion de imagenes, estudio y prediccion de sucesos muy complejos,
aplicaciones de apoyo a la medicina, todo tipo de aplicaciones que necesiten el analisis de
grandes cantidades de datos, etc.

Conclusiones

Conocer la historia y evolucion de las turbinas nos da una idea de cuan compleja ha llegado
a ser. Se hizo un recorrido por la historia y evolucion del reconocimiento de patrones y las
aplicaciones que éste puede llegar a tener. De igual manera se mostro cudl es la situacion de
México al respecto, tanto en el area de reconocimiento de patrones como en la utilizacion
de los motores de turbina de gas. Las redes neuronales forman parte del reconocimiento de
patrones, asi que se dio un recorrido por las generalidades de las redes neuronales y sus
fundamentos.

18



CAPITULO II

REDES NEURONALES APLICADAS
Y ALGORITMOS DE
ENTRENAMIENTO



Introduccion

Resulta irénico pensar que maquinas de computo capaces de realizar 100 millones de
operaciones en punto flotante por segundo, no sean capaces de entender el significado de
las formas visuales o de distinguir entre distintas clases de objetos. Hoy en dia se ha
logrado desarrollar algoritmos que son capaces de entender tales conceptos, aunque todavia
lo hacen muy por debajo del cerebro de los seres humanos. Los sistemas de computacion
secuencial son exitosos en la resolucion de problemas matematicos o cientificos, en la
creacion, manipulacion y mantenimiento de bases de datos, en comunicaciones
electronicas, en el procesamiento de textos, gréficos, etc., pero definitivamente tienen una
gran incapacidad para interpretar el mundo.

Esta dificultad de los sistemas de computo que trabajan bajo la filosofia de los sistemas
secuenciales, desarrollados por Von Neuman, han hecho que un gran nimero de
investigadores centren su atencion en el desarrollo de nuevos sistemas de tratamiento de
informacidén, que permitan solucionar problemas cotidianos, tal como lo hace el cerebro
humano. Este 6rgano bioldgico cuenta con varias caracteristicas deseables para cualquier
sistema de procesamiento digital, tales como:
e Esrobusto y tolerante a fallas, diariamente mueren miles de neuronas sin afectar su
desempefio.
e Esflexible, se ajusta a nuevos ambientes por medio de un proceso de aprendizaje
sin tener que programarlo.
e Puede manejar informacién difusa, con ruido o inconsistente.
e Esaltamente paralelo, capaz de resolver gran cantidad de operaciones al mismo
tiempo.

Basados en la eficiencia de los procesos llevados a cabo por el cerebro e inspirados en su
funcionamiento, varios investigadores han desarrollado desde hace mas de 40 afos la teoria
de la Redes Neuronales Artificiales (RNA) [16].

Las aplicaciones mas exitosas de RNA son:
1. Procesamiento de iméagenes y de voz.
Reconocimiento de patrones (que es el de nuestro interés)
Planeamiento
Interfaces adaptativas para sistemas hombre/maquina.
Prediccion
Control y optimizacion
Filtrado de sefiales

Nogakown

Las RNA son una teoria que aun esta en proceso de desarrollo, su verdadera potencialidad
no se ha alcanzado todavia, aunque los investigadores han desarrollado potentes algoritmos
de aprendizaje de gran valor préactico, las representaciones y procedimientos de que se sirve
el cerebro, son aun desconocidas. Tarde o temprano los estudios computacionales del
aprendizaje con RNA acabaran por converger a los métodos descubiertos por la evolucion,
cuando esto suceda, muchos datos empiricos concernientes al cerebro comenzaran
subitamente a adquirir sentido y se tornaran factibles muchas aplicaciones desconocidas de
las redes neuronales.
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2.1 Funcionamiento de una red bioldgica

El cerebro consta de un gran nimero de elementos llamados neuronas (aproximadamente
10™) altamente interconectados (aproximadamente 10* conexiones por elemento). Estas
neuronas tienen tres componentes principales: las dendritas, el cuerpo de la célula o soma 'y
el axén. Las dendritas son el &rbol receptor de la red, son fibras nerviosas que cargan de
sefiales eléctricas al cuerpo de la célula y realiza la suma de éstas sefiales de entrada. El
axon es una fibra larga que lleva la sefial desde el cuerpo de la célula hacia otras. El punto
de contacto entre un axén de una célula y una dendrita de otra célula es Ilamado sinapsis; la
longitud de la sinapsis es determinada por la complejidad del proceso quimico que
estabiliza la funcion de la red neuronal. Un esquema simplificado de la interconexion de
dos neuronas bioldgicas se observa en la figura 2.1.

Cuarpo do la
Calula

Dandritas

Figura 2.1 Interconexion de dos neuronas bioldgicas.

Algunas de las estructuras neuronales son determinadas en el nacimiento, otra parte es
desarrollada a través del aprendizaje, proceso en que nuevas conexiones neuronales son
realizadas, mientras que otras se pierden por completo. El desarrollo neuroldgico se hace
critico durante los primeros afios de vida; por ejemplo, se ha demostrado que si a un
cachorro de gato se le impide usar uno de sus ojos durante un periodo corto de tiempo, €l
nunca desarrollara una visién normal en ese ojo.

Las estructuras neuronales contindan cambiando durante toda la vida, estos cambios
consisten en el refuerzo o debilitamiento de las uniones sinapticas; por ejemplo, se cree que
nuevas memorias son formadas por la modificacion de esta intensidad entre sinapsis, asi el
proceso de recordar el rostro de un nuevo amigo consiste en alterar varias sinapsis [18].
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2.2 Caracteristicas de una red neuronal artificial

Existen varias formas de nombrar una neurona artificial: nodo, neuro-nodo, celda, unidad o
elemento de procesamiento (PE, por sus siglas en ingles) [18]. A continuacion se muestra la
similitud entre una neurona artificial y una biolégica (figura 2.2).

Figura 2.2 Comparacion entre una neurona bioldgica y una artificial.

De la observacion previa del proceso bioldgico se han hallado los siguientes analogos con
el sistema artificial:
e Las entradas X; representan las sefiales provenientes de otras neuronas y que son
capturadas por las dendritas.
e Los pesos W; son la intensidad de la sinapsis que conecta dos neuronas; tanto X;
como Wi, son valores reales.
e O es la funcion umbral que la neurona debe sobrepasar para activarse; este proceso
ocurre bioldgicamente en el cuerpo de la célula.

Las sefiales de entrada a una neurona artificial X, Xo,...,X, son variables continuas en
lugar de pulsos discretos, como se presentan en una neurona bioldgica. Cada sefial de
entrada pasa a través de una ganancia o peso llamado peso sinaptico o fortaleza de la
conexion, cuya funcién es analoga a la de la funcidén sinaptica de la neurona bioldgica. Los
pesos pueden ser positivos (exitatorios) o negativos (inhibitorios), el nodo sumatorio
acumula todas las sefiales de entradas multiplicadas por los pesos o ponderadas y la pasa a
la salida a través de una funcién umbral o funcién de transferencia [18]. La entrada neta a
cada unidad puede escribirse de la siguiente manera (ecuacion 6):

n
neta; = z WiX; = XY e e e e e e e (6)
i=1

Una idea clara de este proceso se muestra en la figura 2.3, en donde puede observarse el
recorrido de un conjunto de sefiales que entran a la red.
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Figura 2.3 Proceso de “sinapsis” en una neurona artificial.
Una vez que se ha calculado la activacién del nodo, el valor de salida equivale a:
Xi = fi(netai)...ccccc oo e iee e e (7)

Donde f; representa la funcion de activacién para esta unidad, que corresponde a la funcién
escogida para transformar la entrada neta; en el valor de la salida x;, y que depende de las
caracteristicas especificas de cada red [18].

2.3 Funciones de transferencia
Un modelo mas académico que facilita el estudio de una neurona, puede visualizarse en la

figura siguiente (2.4).

Entrada Neurona General

f \ 'l ™

P.w > n f 2,
lh
1

L L J
a—f (Wp+b)

Figura 2.4 Modelo de una neurona artificial.

Las entradas a la red seran ahora representadas en el vector p, que para el caso de una sola
neurona contiene un solo elemento, w representa los valores de los pesos y la entrada b es
una ganancia que refuerza la salida del sumador n, la cual es la salida neta de la red; la
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salida total esta determinada por la funcidn de transferencia f, la cual puede ser una funcién
lineal o0 no de n, y que es escogida dependiendo de las especificaciones del problema que la
neurona tenga que resolver; aunque las RNA se inspiren en modelos biolégicos, no existe
ninguna limitacion para realizar modificaciones en las funciones de salida, asi que se
encontraran modelos artificiales que nada tienen que ver con las caracteristicas del sistema
bioldgico [18].

2.3.1 Limitador fuerte (hardlim)

La siguiente figura (2.5), muestra codmo esta funcion de transferencia acerca la salida de la
red a cero, si el argumento de la funcién es menor que cero y la lleva a uno si este
argumento es mayor que uno. Esta funcién crea neuronas que clasifican las entradas en dos
categorias diferentes, caracteristicas que le permiten ser empleada en la red tipo perceptron
[19].

1 sin=0
{ 1

0 sin< 0

a
(] » N J: b
| -:1- ---------- e - —————
o= hardiimmn) a— hardiim (Wp+b)
Funcién da Transferencla Entrada a una Neurona
Limhiador Fueris Limitador Fuerte

Figura 2.5 Representacion gréafica de la funcion de transferencia con limitador fuerte.

De esta forma el icono para la funcion hardlim reemplazara a la letra f en la expresion
general, cuando se utilice esta funcién.

Una modificacién a esta funcion puede verse en la figura 2.6, la que representa la funcion
de transferencia hardlims que restringe el espacio de salida a valores entre 1y -1 [19].
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{1 sin>0 ]
a=
-1 si n< OI

a

4
———— +1 —————

10 pn =

W
1
a= hardiims (n) o= hardiirns{\Np+b)

Funcldén de Transferencla Entrada a una Neurona

Limitador Fuarte Simefrica Limitador Fuarts Simatrica

Figura 2.6 Representacion grafica de la funcidn de transferencia Hardlims.

2.3.2 Funcion de transferencia lineal (purelin)

La salida de una funcién de transferencia lineal es igual a su entrada.

a=n
a a
! +1
LI
e .
7 1] » P
a= purafin (n) #= purafin (Wp+b)
Funclén de Transferencla Entrada a una Neurona
Lineal Linaal

Figura 2.7 Salida de una funcion de transferencia lineal.
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En la grafica del lado derecho de la figura 2.7, puede verse la relacion entre la salida a de la
red, y la entrada p, teniendo en cuenta el valor de la ganancia b; las neuronas que emplean
este tipo de funcion de transferencia son utilizadas en la red tipo adaptativa de elemento
linear (ADALINE) [19].

2.3.3 Funcion de transferencia tipo logaritmica sigmoidea (logsig)

Esta funcion toma los valores de entrada, los cuales pueden oscilar entre mas y menos
infinito, y restringe la salida a valores entre cero y uno de acuerdo a la expresion (ecuacion
8):

Esta funcion es cominmente usada en redes multicapa como retropropagacion
(backpropagation), porque la funcién logsig es diferenciable [19].

a
! +1
e =
- :
. T T
2 fogelg (n) 2 logaig(Wp+b)

Funclin de Transforancia Entrada a una Heurona
Logaritmica Sigmoldal Logaritmica Sigmoidal

Figura 2.8 Salida de una funcién de transferencia logaritmica sigmoidea.
2.3.4 Principales funciones de transferencia

La siguiente figura (2.9) es una relacion de las principales funciones de transferencia
empleadas en redes neuronales. Cabe aclarar que para el uso con redes de retropropagacion
las principales funciones utilizadas son la sigmoidea y la tangente sigmoidea, porque para
redes multicapa se necesitan funciones de transferencia diferenciables [18].
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Relacion L
Nombre Entrada /Salida Icono Funcién
a=0 n<0
Limitador Fuerte hardlim
a=1 nz0
Limitador Fuerte a=-1 n<0 hardiims
Simétrico a=+1 n=0
a=10 n<0
Lineal Positiva ! poslin
a=n 0=n .
Lineal a=n purelin
a=0 n<0
Lineal Saturado a=n 0<n<l satlin
a=1 n>1
a=-1 n<-1
Lineal Saturado . .
= —1<n<
Simétrico a=mn 1<n<l1 satlins
a=+1 n>1
1
Sigmoidal Logaritmico a= - logsig
l+e”
Tangente Sigmoidal el —e™ . ,
N - o= -+ tansig
Hiperbdlica " +e™" .
a=1 Neuwona connmax
Competitiva . compet
P a = Elrestode neuronas P

Figura 2.9 Funciones de transferencia utilizadas en redes neuronales.
2.4 Topologia de una red

Tipicamente una neurona tiene mas de una entrada; en la siguiente figura se observa una
neurona con R entradas; las entradas individuales pi,p,,....,pr  Son multiplicadas por los
pesos correspondientes Wi 1,W1 o, ...,Ws r Pertenecientes a la matriz de pesos W [18].

Entrada Neurona Limitador Fuerta

Figura 2.10 Topologia de una red neuronal.

La entrada tiene una ganancia b, la cual llega al mismo sumador al que llegan las entradas
multiplicadas por los pesos, para formar la salida n.
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n= Wl,lpl + W1'2p2+.. . +W1,RpR F Do e e e (9)

Esta expresion puede ser escrita en forma matricial:
N=WDHD e cs e et et ee e e e e (10)

Esta convencion se hace més util cuando hay mas de una neurona, o cuando se tiene una

red con demasiados pardmetros; en este caso la notacion de la figura anterior puede resultar
inapropiada y se prefiere emplear la notacion compacta de la siguiente figura [18].

Neurona con Muktiples

Entrada Entradas
{ Y oy
a
=i
1:1 £
1x1
"i.._“,J"L ! A
a=jf{Wp+b)

Figura 2.11 Notacion compacta de una red neuronal.

Dentro de una red neuronal, los elementos de procesamiento se encuentran agrupados por
capas, una capa es una coleccion de neuronas; de acuerdo a la ubicacién de la capa de
RNA, ésta recibe diferentes nombres. Capa de entrada: recibe las sefiales de la entrada de la
red, algunos autores no consideran el vector de entrada como una capa pues alli no se lleva
a cabo ningun proceso, en este trabajo se seguira este criterio. Capas ocultas: estas capas
son aquellas que no tienen contacto con el medio exterior, sus elementos pueden tener
diferentes conexiones y son éstas las que determinan las diferentes topologias de la red.
Capa de salida: recibe la informacion de la capa oculta y transmite la respuesta al medio
externo.

Una red de una sola capa con un namero S de neuronas, se observa en la figura 2.12, en la
cual, cada una de las R entradas es conectada a cada una de las neuronas; la matriz de
pesos tiene ahora S filas. La capa incluye la matriz de pesos, los sumadores, el vector de
ganancias, la funcion de transferencia y el vector de salida. Esta misma capa se observa en
notacion abreviada en la figura (2.13).
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Entrada Capa de S Neuronas

A T Ty
Z|n||_i'_|=:1

WLy

P T
B 1
SIE AT
¥ lha - v
: 1 : :
" = peefil
e *h“ A
a =Ff(Wpahb)

Figura 2.12 Red neuronal de una capa oculta.

Entrada Entradas
'Y !
p _
e 8,
8xR n,lc Sxl
8x1
.
R Sxl ;
W\ J
a=F{Wp+b)

Figura 2.13 Notacion compacta de una RNA de una capa oculta.

En la figura 2.14, si se considera una red con varias capas (0 red multicapa) cada capa
tendra su propia matriz de pesos W, su propio vector de ganancias b, un vector de entradas
n, y un vector de salida a. La version completa y la version en notacion abreviada de una
red de tres capas, pueden ser visualizadas en las siguientes figuras (2.14 y 2.15). Para esta
RNA se tienen R entradas, S* neuronas en la primera capa, S* neuronas en la segunda capa,
las cuales pueden ser diferentes; las salidas de las capas 1 y 2 son las entradas a las capas 2
y 3 respectivamente. La capa 2 puede ser vista como una red de una capa con R=S!
entradas, S'=S? neuronas y una matriz de pesos W? de dimensiones S'xS? [18].
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a = (W W (W' p+ b)) k)

Figura 2.14 Red neuronal de tres capas.

Entrada 1 Capa 29 Capn 3 Capa

a'=f{Wh-+b) a’ =W a'«b") a’ = (W a% b}
o = W0 (W P+ b b))+ b7)

Figura 2.15 Representacion abreviada de una RNA de tres capas.

Las redes multicapa son mas poderosas que las redes de una sola capa, por ejemplo, una
red de dos capas que tenga una funcion sigmoidea en la primera capa y una funcion lineal
en la segunda, puede ser entrenada para aproximar muchas funciones de forma aceptable,
una red de una sola capa no podia hacer esto.

2.5 Perceptrén

La red tipo perceptron fue inventada por el psicologo Frank Rosenblatt en el afio 1957. Su
intencion era ilustrar algunas propiedades fundamentales de los sistemas inteligentes en
general, sin entrar en mayores detalles con respecto a condiciones especificas y
desconocidas para organismos bioldgicos concretos [20]. Todo el esquema de conexiones
se describe en forma general en un diagrama de Venn, para un perceptron sencillo con dos
unidades de respuesta como se muestra en la figura 2.19 [18].
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———o Conexion Inhibloria
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= Exclatoria o Inhibloria

Figura 2.16 Diagrama de Venn, para un perceptron simple.

El perceptron era inicialmente un dispositivo de aprendizaje, en su configuracién inicial no
estaba en capacidad de distinguir patrones de entrada muy complejos, sin embargo,
mediante un proceso de entrenamiento era capaz de adquirir esta capacidad. En esencia, el
entrenamiento implica un proceso de refuerzo mediante el cual la salida de las unidades se
incrementa o disminuye dependiendo de si las unidades A contribuian o no a las respuestas
correctas del Perceptrén de una entrada dada.

La red tipo perceptron emplea principalmente dos funciones de transferencia, hardlim con
salidas 1,0 o hardlims con salidas -1, 1; su uso depende del valor de salida que se espera
para la red, es decir, si la salida de la red es unipolar o bipolar.

Una técnica utilizada para analizar el comportamiento de redes como el perceptron es
presentar en un mapa las regiones de decision creadas en el espacio multidimensional de
entradas de la red, en estas regiones se visualiza qué patrones pertenecen a una clase y
cuéles a otra. El perceptron separa las regiones por un hiperplano cuya ecuacion queda
determinada por los pesos de las conexiones y el valor umbral de la funcién de activacion
de la neurona; en este caso los valores de los pesos pueden fijarse o adaptarse empleando
diferentes algoritmos de entrenamiento [19].

2.6 Retropropagacion (backpropagation)

La regla de aprendizaje del perceptron de Rosenblatt y el algoritmo LMS de Widrow y
Hoff fueron disefiados para entrenar redes de una sola capa. Estas redes tienen la desventaja
de que solo pueden resolver problemas linealmente separables, fue esto lo que llevo al
surgimiento de las redes multicapa, para sobrepasar esta dificultad en las redes hasta
entonces conocidas.

El primer algoritmo de entrenamiento para redes multicapa fue desarrollado por Paul
Werbos en 1974, éste se desarrollé en un contexto general, para cualquier tipo de redes
neuronales sin ninguna aplicacion especial, razon por la cual el algoritmo no fue aceptado
dentro de la comunidad de desarrolladores de redes neuronales. Fue solo hasta mediados de

31



los afios 80 cuando el algoritmo de propagacion inversa fue redescubierto al mismo tiempo
por varios investigadores: David Rumelhart, Geofrey Hinton, Ronal Williams, David
Parker y Yann Le Cun. El algoritmo se popularizé cuando fue incluido en el libro “Parallel
Distributed Processing Group” por los sicologos David Rumelhart y James McClelland. La
publicacién de éste trajo consigo un auge en las investigaciones con redes neuronales,
siendo la retropropagacion una de las redes mas ampliamente empleadas, ain en nuestros
dias [21].

La retropropagacion es un tipo de RNA de aprendizaje supervisado, que emplea un ciclo de
propagacion-adaptacion en dos fases. Una vez que se ha aplicado un patrén a la entrada de
la red como estimulo, éste se propaga desde la primera capa a través de las capas superiores
de la red, hasta generar una salida. La sefial de salida se compara con la salida deseada y se
calcula una sefial de error para cada una de las salidas.

Las salidas de error se propagan hacia atras, partiendo de la capa de salida, hacia todas las
neuronas de la capa oculta que contribuyen directamente a la salida. Sin embargo, las
neuronas de la capa oculta solo reciben una fraccion de la sefial total del error, basandose
aproximadamente en la contribucion relativa que haya aportado cada neurona a la salida
original. Este proceso se repite, capa por capa, hasta que todas las neuronas de la red hayan
recibido una sefial de error que describa su contribucion relativa al error total. Basandose en
la sefial de error percibida, se actualizan los pesos de conexién de cada neurona, para hacer
que la red converja hacia un estado que permita clasificar correctamente todos los patrones
de entrenamiento [21].

La estructura tipica de una red multicapa se observa en la figura 2.17.

a'=MwW'p+h') a’=F{Wa'+h) 8= as by
a® =W F WP (W p b B b

Figura 2.17 Estructura general de una red neuronal multicapa.

Puede notarse que esta red de tres capas equivale a tener tres redes tipo perceptron en
cascada; la salida de la primera red es la entrada a la segunda y la salida de la segunda es la
entrada de la tercera. Cada capa puede tener diferente nimero de neuronas, e incluso
distinta funcion de transferencia [18].
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En la figura anterior W* representa la matriz de pesos para la primera capa, W? los pesos de
la segunda capa y asi sucesivamente para todas las capas que incluyan la red.

El procedimiento de retropropagacién es una forma relativamente eficiente de calcular qué
tanto se mejora el desempefio con los cambios individuales en los pesos. Se conoce como
procedimiento de retropropagacion porque primero calcula cambios en la capa final,
reutiliza gran parte de los mismos céalculos para calcular los cambios de los pesos de la
penultima capa y, finalmente, regresa a la capa inicial.

Al comparar la sefial de salida con una respuesta deseada o salida objetivo, d(t), se produce
una sefial de error, e(t). Esta sefial de error en la neurona de salida j en la iteracion t
produce e(t)=d(t) - y(t) donde t denota el tiempo discreto. El error total estara dado por:

E() =521 €7 (6).cvoroveeeeieeceeeeeec (11)

Entonces el error cuadratico medio sera:

1
Eprom = =2 1 E(©)ooivinii (12)

La correccién de los pesos AWji(t) aplicada a Wji(t) se define por la regla delta:

Correccion parametro gradiente sefal de entrada
depeso | = (tasa de aprendizaje) . local . < de la neurona j )
Aw;; (8) 1 G () Yi(t)
Regla delta generalizada
Aw;; (t) = alw;; (t — 1) + 1 (O)y; (£)...onnenn. (13)

a: Constante de momento;
n: Tasa de aprendizaje.

Se hacen iterar lo calculos hacia delante y hacia atras, presentando nuevas épocas de
ejemplos de entrenamiento hasta que el criterio de parada se cumpla. El orden de
presentacion de los ejemplos de entrenamiento se deben hacer al azar entre estados
(épocas).

Existen dos modos de entrenamiento: secuencial (en linea), donde la actualizacién de los
pesos es después de presentar cada ejemplo de entrenamiento; y por lotes (Batch) en donde
la actualizacién de los pesos se hace después de presentar todos los ejemplos de
entrenamiento.

2.7 Redes neuronales de base radial (RBR)

En funciones de base radial la salida depende de la distancia a un punto denominado centro.
Estas tienen un caracter de local, pues son funciones que alcanzan un nivel cercano maximo
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de su recorrido cuando el patrén de entrada X, esta proximo al centro de la neurona. A
medida que el patron se aleja del centro, el valor de la funcién va reduciendo [19].

Las salidas son por tanto una combinacion lineal de funciones Gaussianas, cada una de las
cuales se activa para una determinada porcion del espacio definido por los patrones de
entrada.

Las funciones RBR tienen como caracteristicas: ser simétricas respecto a un punto, se
definen con al menos dos pardmetros (centro y anchura o magnitud de la variacion de la
funcidén segun se aleja del centro), las capas de entrada reciben las sefiales directamente del
exterior, no realizan ningun pre-procesado, la capa oculta recibe las sefiales de la capa de
entrada y realiza una transformacion local y no lineal sobre dichas sefiales, en la capa de
salida se realiza una combinacion lineal de las actividades de las neuronas de la capa oculta
y actlia como salida de la red [19].

El entrenamiento de este tipo de redes, determina todos los parametros de la red.
Pardmetros de la capa de salida, pesos, parametros de la capa oculta, centros, y
desviaciones asociadas [22]. La determinacion de los parametros de la capa oculta se
realiza mediante la optimizacion en el espacio de las entradas, ya que cada neurona va a
representar una zona diferente en dicho espacio. La determinacion de los parametros de la
capa de salida y la optimizacion se realiza en base a las salidas que se desea obtener ya que
en su globalidad, las redes de base radial se utilizan para aproximar relaciones entre el
conjunto de variables de entrada y salida que definen el problema [22].

Cada elemento de proceso calcula su valor neto como una combinacion lineal de las salidas
de los elementos de proceso de la capa oculta. La funcion de activacion y transferencia son
lineales por lo tanto, para un patron n, sera X(n)=(x1(n), x2(n), ..., xp(n)). La salida de la
red asociada a cada elemento k de la capa de salida y se obtiene de la siguiente manera:

m
yr(n) = Z Wi z;(n) + parak =1,2,..7 .. ... (14)
i=1

Donde los wix son los pesos asociados al elemento k de la capa de salida y el elemento i de
la capa oculta, que ponderan cada uno las salidas zj (n) del elemento de procesado de la
capa oculta correspondiente [19].

El termino u es un término denominado umbral y estd asociado a cada uno de los
elementos de proceso de la capad de salida.

Cada elemento i de proceso de la capa oculta tiene asociada una funcion de base radial de
tal manera que representa una clase o categoria, donde dicha clase viene dada por (C;, dy).
C; representa un centro del cluster (pesos asociados a cada neurona i) y d; representa la
decision, anchura o dilatacion de la funcion de base radial asociada a dicho elemento.

La salida de cada elemento de la capa oculta z; (n) se calcula como la distancia que existe
entre el patrén de entrada X, y el centro del cluster C;, ponderada inversamente por d; y
aplicando después a ese valor una funcion de base radial, tenemos:
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1
(271 (x; (")—Cﬁ)2> &

z(n) =@ 7.

para i =1.2,..,n............ (15)

Donde @ es una funcion de base radial; dentro de estas, la mas utilizada es la funcion
2
bl 8

Gaussiana @(r) = e(T). La estructura general de una red neuronal de base radial puede
observarse en la figura 2.18.

Entrada Neurona de hase radial

a = radbas( || w-p Il b)

Figura 2.18 Arquitectura de una red de base radial.

Las redes neuronales de base radial pueden requerir mas neuronas que las redes de
retropropagacion estandar, pero a menudo pueden disefiarse en una fraccion del tiempo que
se tarda en entrenar redes de retropropagacion estandar. Funcionan mejor cuando hay
muchos vectores de formacién disponibles. En este trabajo se utilizaron dos variantes de
redes de base radial de regresion generalizada (GRNN) y redes neuronales probabilisticas
(PNN). Entre los métodos de disefio para GRNN estan newrbe y newrb, para los métodos
PNN estan newgrnn y newpnn [19], ambas variantes seran descritas en los proximos
subcapitulos.

2.7.1 Disefio mas eficiente

Esta funcion crea iterativamente una red de base radial con una neurona a la vez. Las
neuronas son sumadas hasta que la suma de errores cuadrados alcanza el error minimo o un
maximo de neuronas ha sido alcanzado. El método de disefio es similar a las redes de
disefio exacto. La diferencia es que el disefio eficiente crea una neurona a la vez. En cada
iteracion el vector de entrada que resulta trata de disminuir el error de la red. El error es
revisado, si es menor que el objetivo, el entrenamiento es terminado; de lo contrario se
agrega una nueva neurona. Este proceso se repite hasta que el error maximo permitido es
alcanzado o el numero de neuronas alcanzado. Es importante que el parametro de
dispersion sea lo suficientemente grande para que las neuronas radbas respondan a la sobre-
posicién de regiones en el espacio de entrada, pero no tan grande porque las neuronas
pueden responder esencialmente de la misma manera [19].
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2.7.2 Redes neuronales probabilisticas

Cuando se presenta una entrada, la primera capa calcula la distancia entre el vector de
entrenamiento y el vector de entrada, después produce un vector cuyos elementos indican
cuan cerca estan los vectores de entrada a los vectores de entrenamiento. La segunda capa
suma estas contribuciones para cada clase de entrada, con el objetivo de producir un vector
de probabilidades de salida de su red. Finalmente, sobre el resultado de la segunda capa una
funcion de transferencia completa toma el maximo de estas probabilidades y produce un 1
de esa clase y un 0 para las otras clases. La arquitectura para este sistema se muestra abajo
(figura 2.23).

Entada Capa de bage radial Capa Competitiva
i " A Y
ey En donde:
m ‘& o ] “' E= miumero de
> pliwe » =
gl @ %1 kol elementos en
Kxg el vector de entrada

[ Q@ %1 4] K

AN N A
a ! = radivas (I IWo - pll bid) az = compet LWz at)

a 1 es iesimo elemento de a0 en donde Wi, es un vector hecho de la jesiina cobumna de TV

O=mimernpares entrada’objetive = nimertde nenronas en la capa 1
E=nimern de clazes de datos enmradaniamern de nenronas en la capa 2

Figura 2.19 Estructura de una red probabilistica.

Hay Q pares de vector de entrada vector/objetivo. Cada vector objetivo tiene K elementos.
Uno de estos elementos es 1 y el resto son 0. Por lo tanto, cada vector de entrada esta
asociado con una de las K clases.

Los pesos de entrada de la primera capa, IW"! (net.IW{1,1}), se establecen en la
transpuesta P' de la matriz que se formo a partir de los pares de formacion de Q. Cuando se
presenta una entrada, la indicacion || dist || produce un vector cuyos elementos indican
cuan cerca de la entrada esta de los vectores del conjunto de la formacion. Estos elementos
son multiplicados, elemento por elemento, por la parcialidad y se enviaran a la funcion de
transferencia de radbas. Un vector de entrada cercano a un vector de formacion esta
representado por un nimero cercano al en el a’ vector de salida. Si una entrada esta cerca
de varios vectores de entrenamiento de una sola clase, es representada por varios elementos
de a' que estan cerca de 1.

Los pesos de la sequnda capa, LW* 2 (net.LW{2,1}), se establecen en la matriz T de vectores
objetivo. Cada vector tiene un 1 solo en la fila asociada con esa clase particular de entrada y
0 en otros lugares. Se utilizo la funcion ind2vec para crear los vectores adecuados. La
multiplicacion de T por al, suma los elementos de al debido a cada una de las clases de
entrada de K. Por ultimo, la funcion de transferencia de segundo nivel, produce un 1
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correspondiente al elemento mas grande de n2 y del 0 que en otros lugares. Por lo tanto, la
red clasifica el vector de entrada en una clase especifica de K debido a que la clase tiene la
maxima probabilidad de ser correcta.

2.7.3 Regresion generalizada

A continuacion se muestra la arquitectura para la GRNN, figura 2.20. Es similar a la red de
base radial, pero la segunda capa es diferente. Aqui el cuadro de nprod que se muestra
(cédigo de funcidén normprod) produce elementos de S2 en vector n2. Cada elemento es el
producto escalar de una fila de LW2, el 1 y el al de vector de entrada, todo es normalizado
por la suma de los elementos de al [19].

Eritrada Capa de base radial Capa Competiiva En donde:
-~ 7 N R R= Nimero de elementos en el
oxk vector de enirada
gxp (LW » (}=Numere de newronas en la
1] gxl # - capa 1
=3 1l dist | I .
el > 1 A a —— (= numere de newronas en la
L} o x1 P capa l
| = Im .
()= Numero de pares entrada
i k J \ o= ¢ RS objetive

al = radghas (N IWo-pllh Iy a2 = purelin( n)

g | eseliésimo elemnto deal endonde  [Woii. es um vector hecho de la iésima colummna de W)

Figura 2.20 Arquitectura de las redes de regresion generalizada

Las redes GRNN tienden a tener en muchas ocasiones mas neuronas que las comparables
con retropropagacion con funciones de transferencia tangente sigmoidea y logaritmica
sigmoidea en las capas ocultas. Esto es debido a que en las redes GRNN las neuronas
pueden tener salidas en una regién amplia del espacio de entrada, mientras que las redes
radiales solo responden a relativamente pequefias regiones del espacio de entrada. El
resultado es que entre méas grande sea el espacio de entrada, mas neuronas se requieren en
la base radial. Por otro lado, el disefio de este tipo de redes usualmente toma mucho menos
tiempo que el entrenamiento de una red lineal sigmoidea.

Conclusiones

Las redes neuronales artificiales fueron basadas en el comportamiento de una neurona
bioldgica, la cual fue presentada para entender el funcionamiento y después se presento la
analogia con la red artificial. Una vez que ésta es comprendida en los niveles superficiales
es posible entender mas a fondo el funcionamiento de cada funcién de entrenamiento; asi se
presento cada una de las redes utilizadas y la arquitectura de las mismas. Se describio la
estructura de las redes de base radial y retropropagacion. Como se menciono estas redes se
aplican en el reconocimiento de patrones, en el caso de estudio cada patron representa un
comportamiento del motor, los cuales en conjunto reflejan el estado del motor; asi por
medio de las redes neuronales es posible identificar las fallas de turbina de gas.
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CAPITULO 11

DESCRIPCION DE LOS
ALGORITMOS



Introduccion

Como ya se mencionod, las redes neuronales son capaces de identificar patrones de
comportamiento pero para ello se debe utilizar un algoritmo universal de clasificacion para
la diagnosis, que posteriormente pueda ser utilizado por las redes para dar un diagnostico.
En este apartado se explican los criterios utilizados para la utilizacién de dichos algoritmos.

Las clases son simuladas utilizando modelos estaticos no lineales. Cada clase es
representada por un conjunto de mediciones muestra (patrones) que, por ser mediciones
reales hacen factible un error. Estas muestras son introducidas a redes neuronales usadas
posteriormente para la diagnosis. Las redes neuronales entrenadas son utilizadas
posteriormente para calcular probabilidades de diagnostico por medio de una prueba de
modelo estético.

3.1 Enfoque de diagnostico

Existen dos tipos de modelos de diagnostico del conducto de flujo. No lineal y lineal. Un
modelo termodinamico, multi-régimen, no lineal, puede ser representado por la siguiente
expresion:

en donde los parametros del conducto de flujo Y dependen del vector de régimen de
operacion del motor, las condiciones atmosféricas U y el vector de los parametros de estado

0, que son usados para describir fallas del motor. Entre los pardmetros de estado del motor
se eligen parametros de desempefio de los componentes del mismo, los cuales son capaces
de describir desviaciones en desempefio de los componentes y de simular fallas.

El modelo lineal

conecta las desviaciones relativas de los pardmetros de estado 50 con las desviaciones
relativas 5Y de los pardmetros del conducto de flujo por la matriz de coeficientes de
influencia H en un régimen de operacién constante. Los valores Y generados por los
modelos descritos, difieren de las mediciones Y* debido a los errores de medicion &:

> o5 >

Y =Yd e (18)

En la diagnosis técnica se supone generalmente que el objeto en andlisis Unicamente puede
pertenecer a una clase g de las clases D1, D, ..., Dy. Cada clase Dj se describe en la region

Q;* del espacio de diagnostico elegido Z por la mediciéon la funcion de densidad de
distribucion £/ ?/Dj). El parametro Z representa los parametros de conducto de flujo
convertidos acorde a la expresion:
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Zi= =Y o) Y| s mrirrrrrsesimsmsssssssiesosn (19)

en donde, cY;* es el factor de dispersion de errores aleatorios de medicion. EI modelo lineal
es aplicado para determinar los cambios en los pardmetros (Y;—Y,) inducidos por las

fallas. Las hipotesis también fueron tomadas de una distribucién uniforme por medio de la
funcion f(Z/D;) y la distribucién normal para la funcion f( Z*/Z).Todas estas hip6tesis
son simplificadas y calculadas por medio de la funcion resultante:

F(Z'1D)) = [ £(Z'1Z)1(ZI DAY, o (20)
Q;

Y la representacion de las clases seria como en la figura 3.1.

Figura 3.1 Representacion de las clases del conducto de flujo.

El acierto en la diagnosis esta determinado en base a la clasificacion descrita arriba y a la

probabilidad posterior P( d; /?) acorde a la formula de Bayes, mencionada en el capitulo
1.
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3.2 Estructura del algoritmo

En el presente capitulo se muestra el desarrollo del algoritmo utilizado, el cual incluye una
interface usuario que permite hacer calculos mas eficientemente. Esta interface utiliza dos
tipos de redes neuronales para el diagnostico. Estos dos tipos de redes tienen ciertas
variantes. Las de redes de tipo retropropagacion incorporan 12 funciones de entrenamiento,
mientras que por las redes del tipo radial se presentan tres redes particulares.

La interface usuario es inicializada por medio de MatLab. Una vez que la interface usuario
es inicializada, permite al operador introducir las constantes y definir el tipo de
entrenamiento, al final arroja valores de probabilidad y el tiempo de célculo.

El programa esta desarrollado para valorar por medio de las 15 variables de redes
mencionadas, la probabilidad de la diagnosis correcta de falla del motor. El célculo
considera 9 tipos de defectos, utilizando 6 pardmetros medidos, 11 regimenes de operacion
del motor y 21 puntos de interpolacion por desarrollo de cada defecto (clase). En general el
algoritmo esté estructurado acorde a la figura 3.2.

-
|1 Ensamble de datos de
kentrenamiento.

~_[2 Creacidn de datos de J
(entrada.

1 3 Entrenamiento de la red ]

s R
4 Simulacion de la red

L v

(5 Validacion delared y )

\.calculo de probabilidades. )

(6 Representacion grafica de )

Lclases. )

Figura 3.2 Estructura del algoritmo.
3.3 Ensambles de datos de entrenamiento

La primera fase es el ensamble de los datos de entrenamiento y andlisis. La base de datos
estd compuesta por datos obtenidos de lecturas de una turbina real (turbina de dos ejes
utilizada para el bombeo de gas natural), estos datos estan contenidos en una matriz de
[9000 x 6]; los datos deben ser ensamblados de tal manera que el compilador, al seguir las
instrucciones, sepa a qué datos especificos nos referimos para el anélisis. Dentro de esta
etapa del algoritmo se especifican ciertas sub-etapas, las cuales seran descritas en los
posteriores subcapitulos. En la figura 3.3 se muestra el procedimiento seguido en la
primera etapa del algoritmo.
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[1 Ensamble de datos de entrenamiento. ]

Declaracion de
constantes

L Lectura de datos ]

Formacion de arreglo
multidimensional

Vector de entrada ]

Vector objetivo o de
prueba

Figura 3.3 Etapas en el ensamble de datos de entrenamiento.
3.3.1 Declaracion de contantes

En la primera parte del algoritmo se especifican las constantes a utilizar; para ello se
consideran 11 regimenes de operacion (krg), hay que especificar cual de ellos se utilizara
para el célculo (nreg), nueve defectos o clases (kdf), 21 puntos considerados para el
desarrollo de la falla (kdl), la cual considera 0-5 % del desarrollo del defecto, el nimero de
puntos por clase a simular (ktd), los niameros llave (o semilla) a utilizar para la generacion
de la nube de puntos (nrly nr2) y amplitud de los errores aleatorios (DY).

Los parametros medidos son: presion de compresor, presion de turbina, temperatura de
compresor, temperatura de turbina, temperatura de turbina de potencia, caudal de
combustible. Los parametros que ayudan a describir los defectos son: flujo de compresor,
eficiencia de compresor, flujo de turbina de alta presion, eficiencia de turbina de alta
presion, flujo de turbina de potencia, eficiencia de turbina de potencia, parametro de
recuperacion de presion total de la cdmara de combustion, eficiencia de combustion y
parametro de recuperacién de presion total.

krg=11,;

nreg=1;

kdf=9;

kdl=21;

kdf0=9;

kdf1=9;

idef2=0;

kdf2=4;

kpr0=6;

ktd=1000;

nrl=0; nr2=1;
DY=[0.015 0.015 0.025 0.015 0.02 0.02];
krdd=krg*kdf0*kdl ;

Figura 3.4 Declaracion de constantes.

La declaracién de las constantes es llamada por la interface usuario, en ella se consideran
solo los parametros a cambiar por el usuario, hay algunos pardmetros como en nimero de
clases y el nimero de datos medidos que no cambian en cada experimento, por lo tanto,
solo fueron declarados en el codigo interno de la interface y no es necesario cambiarlos.
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Los datos como régimen de operacion, nimero de puntos a simular y nameros llave, son
parametros definidos por el usuario.

3.3.2 Lectura de datos

Los datos son lecturas de sensores en una turbina real, estos datos estan contenidos en una
matriz de [9000 x 6], lo primero que hace el compilador es leer estos datos, los cuales son
valores absolutos, se puede asumir que los errores de medicién sistematicos han sido
eliminados y que el valor de las desviaciones (8Y*) solo incluye los errores aleatorios
dados que presentan una amplitud dada por el vector DY. Empleando esta hipotesis se
obtienen las desviaciones normalizadas (Zi*) en base a:

ZIF= SY* DY oo, (21)

Lo cual es el ultimo paso durante la lectura de datos. La sintaxis del procedimiento aparece
en la figura 3.5.

fid=fopen('dpar.dat’,'rt")

BT=fscanf(fid,'%g',[kpr0,krdd])

BB=BT"

for ipr=1:kpr0
BB(:,ipr)=BB(:,ipr)/DY (ipr)

end

Figura 3.5 Lectura de datos.
3.3.3 Formacion del arreglo multidimensional

La matriz contenida debe ser interpretada correctamente: como se menciond anteriormente,
es una sola matriz de [9000 x 6], lo primero es organizar los paquetes de matrices para
realizar calculos por separado en cada réegimen de operacién, cada matriz contendré los seis
pardmetros medidos en 21 puntos diferentes, cada una de estas matrices bidimensionales
sera para un defecto diferente, el conjunto de 9 defectos serd para cada régimen de
operacion; al final seran 11 paquetes de datos, uno por cada régimen de operacion.
Esquematicamente se puede ver en la figura 3.6, en donde 1 es el inicio de la matriz, 6 el
namero de filas (correspondientes a los pardmetros medidos), 21 el numero de columnas
(desarrollo de la falla), 9 matrices (una por cada defecto) y 11 el nimero de regimenes de
operacion del motor.
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Figura 3.6 Esquema de organizacion de los datos.

Para MatLab se sigue el codigo mostrado en la figura 3.7, en donde los ciclos anidados
forman parte fundamental del programa. Al final del acomodo de estos datos, se da la
indicacion de qué régimen de operacion se debe utilizar en los célculos posteriores.

for irg=1:krg
for idf=1:kdf0
for idl=1:kdl
irdd=(irg-1)*kdfO*kdl+(idf-1)*kdl+idl
B(:,idl,idf,irg)=BB(irdd,:)
end
end
end
% Regime determination
D=B(:,:,:,nreq)

Figura 3.7 Codigo de organizacion de datos.
3.3.4 Generacion de vectores de entrada

En este paso del procedimiento se crearon, de manera estadistica, por medio de una funcion
gaussiana, nubes de puntos alrededor de una clase; en él se considera el nimero de puntos
dado por el usuario. Esta creacion de nubes permite expandir el espacio de anélisis para
considerar una ampliacion en las mediciones del defecto, de manera que en un espacio
tridimensional las clases pueden ser amplia y facilmente identificables. Para este caso de
analisis se considera la formacion de clases multiples y en la futura clasificacion los puntos
podran pertenecer a una o mas clases, agregando la intercepcion de clases y por ende la
clasificacion del desarrollo de mas de un defecto en paralelo. El cddigo utilizado en
MatLab se muestra en la figura 3.8.

El factor importante que determina la posicion de los puntos generados son los nimeros
Ilave (randn), los cuales ayudan a generar un vector de nimeros aleatorios; si estos nimeros
aleatorios son generados en diferente forma en cada experimento, seria dificil tener un
punto de comparacion, entonces, si estos nimeros aleatorios son generados con el mismo
numero llave, aseguramos que, cambiando las condiciones de entrenamiento, se mantenga
la misma nube de puntos y los resultados sean comparables.
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ZE=ones(kpr0,1);
ZD_1=ones(kpr0,1);
ZD_2=ones(kpr0,1);
rand(‘state’,nrl); randn('state’,nrl); %Numeros llave
if idef2==0
kdf=kdf1;
else
kdf=kdf2;
end;
for idf=1:kdf
for itd=1:ktd
ZE=randn(size(ZE))/3.0;
dzn=randn/3.0;
if idef2==0
ld=rand*(kdl-1); ii=floor(ld)+1; alfa=Id-ii+1;
ZD1(:,itd,idf)=D(:,ii,idf)*(1-alfa)+D(;,ii+1,idf) *alfa+ ZE(:);
else
idf1=2*idf-1; idf2=2*idf;
ld1=rand*(kdl-1); ld2=rand*(kdI-1);
if (1d1+1d2)>(kdl-1)
ld1=(kdI-1)-Id1; 1d2=(kdl-1)-1d2;
end;
iil=floor(ld1)+1; alfal=Id1-ii1+1; ii2=floor(ld2)+1; alfa2=1d2-ii2+1;
ZD_1(:)=D(;,iil,idf1)*(1-alfal)+D(:,iil+1,idf1)*alfal;
ZD_2(:)=D(;:,ii2,idf2)*(1-alfa2)+D(:,ii2+1,idf2)*alfa2;
ZD1(;,itd,idf)=ZD_1(:)+ZD_2(:)+ZE(:);
end
end
end

Figura 3.8 Codigo de generacion de vectores de entrada.

3.3.5 Generacién de vectores de prueba

La diferencia entre estos vectores y los generados en el punto anterior, es la llave de
inicializacion de los generadores de nubes de puntos. Las llaves o semillas 1 y 2 son
diferentes, ya que con la primera se entrena la red y con la segunda se prueba la misma, asi
podemos observar si la red entrenada obtiene probabilidades de asercion adecuadas. El
codigo utilizado para la generacion de los vectores de prueba se muestra en la figura 3.9.
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rand('state’,nr2); randn('state',nr2); %State fixing of generators
for idf=1:kdf
for itd=1:ktd
ZE=randn(size(ZE))/3.0;
dzn=randn/3.0;
if idef2==0
Id=rand*(kdl-1); ii=floor(ld)+1; alfa=Id-ii+1;
ZD2(:,itd,idf)=D(:,ii,idf)*(1-alfa)+D(:,ii+1,idf) *alfa+ ZE(:);
else
idf1=2*idf-1; idf2=2*idf;
Id1=rand*(kdl-1); Id2=rand*(kdl-1);
if (1d1+1d2)>(kdl-1)
Id1=(kdI-1)-1d1; 1d2=(kdI-1)-1d2;
end;
iil=floor(ld1)+1; alfal=Id1-iil+1; ii2=floor(ld2)+1; alfa2=1d2-ii2+1;
ZD_1(:)=D(:,iil,idf1)*(1-alfal)+D(:,iil+1,idf1)*alfal;
ZD_2(:)=D(:,ii2,idf2)*(1-alfa2)+D(:,ii2+1,idf2)*alfa2;
ZD2(:,itd,idf)=zD_1(:)+ZD_2(:)+ZE(:);
end;
end;
end;

Figura 3.9 Generacion de vectores de prueba.

3.4 Formacion de entradas a la red

Del total de los vectores generados, se debe especificar cual de ellos se utilizara como
vector de entrada (P1) y cuél de ellos sera el vector objetivo (T1). La matriz de entrada P1
es una matriz de R x Q1 con Q1 elementos representativos de los R vectores de entrada.
Mientras que T1 es una matriz de SN x Q2 con Q2 elementos representativos del SN
elemento de los vectores objetivo. Se considero el total de defectos analizados (kdf) y el
total de puntos generados en la nube (kdt), para el régimen especifico mencionado al inicio
del programa. El codigo utilizado para estos valores es mostrado en la figura 3.10.

for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd
P1(:,n)=2ZD1(;,itd,idf)
T1(idf,n)=1
end
end
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd
P2(:,n)=ZD2(;,itd,idf)
T2(idf,n)=1
end
end

Figura 3.10 Formacion de entradas a la red.
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3.5 Entrenamiento de la red (redes de retropropagacion)

En la parte superior de la interface usuario se muestran los dos tipos de RNA utilizados
(retropropagacion y base radial). Para cada red, el algoritmo de entrenamiento puede ser
seleccionado por el usuario.

El entrenamiento se detiene cuando alguna de las siguientes condiciones ocurre:

1) Se alcanza el maximo nimero de épocas.

2) El tiempo limite es alcanzado.

3) El valor minimo de desempefio es alcanzado

4) El gradiente de desempefio cae por debajo de MINGRAD.

5) MU excede MU_MAX.

6) El desempefio de validacion ha incrementado mas que MAX_FAIL cuando se utiliza el
valor de validacion.

Este algoritmo puede entrenar cualquier red siempre y cuando la funcion de transferencia
tenga funciones derivativas. A continuacion se especifican todos los algoritmos de
entrenamiento (funciones de Matlab) utilizados.

3.5.1 Algoritmo de entrenamiento Levenberg Marquart

Este es el método maés rapido en el toolbox de MatLab, el problema es que utiliza grandes
cantidades de memoria. Esta funcidn de entrenamiento actualiza los pesos y las ganancias
de acuerdo a la optimizacion Levenberg-Marquardt.

La retropropagacion es usada para calcular el Jacobiano jX del desempefio con respecto a el
peso y las ganancias variables X. Cada variable es ajustada de acuerdo al Levenberg-
Marquardt,

=X X
je=jX*E
AX = ~GHAMU e oo, (22)

en donde: E son los errores e | es la matriz identidad.

El valor adaptativo MU incrementa por medio de MU_INC hasta que el cambio de los
resultados reduce el valor de desempefio. EI cambio es hecho a la red y MU es disminuido
por el valor de MU_DEC.

El parametro MEM_REDUC indica como usar la memoria y la velocidad para calcular el
Jacobiano jX. Si MEM_REDUC es 1, entonces TRAINLM corre répido, pero puede
requerir demasiada memoria. Incrementando MEM_REDUC a 2, corta parte de la memoria
requerida por un factor de 2, pero disminuye la velocidad. Los valores méas altos contintdan
disminuyendo la cantidad de memoria necesaria e incrementa las veces de entrenamiento.

TRAINLM asume que la red neuronal tiene el error cuadratico medio como funcion de
desemperio.
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En la figura 3.11 se muestra la sintaxis del cddigo para el algoritmo TRAINLM, la primera
linea muestra la estructura basica de la red. La funcion newff crea una red de
retropropagacion, dentro del paréntesis, la primera indicacion es la matriz de minimos y
maximos de el vector de entrada, dentro de los corchetes se indica el tamafio de la i-ésima
capa para N capas, despues se indican las funciones de transferencia utilizadas para cada
capa, y por ultimo la funcion de entrenamiento; esta primera linea es igual para todos los
entrenamientos, lo que cambia es la funcion de entrenamiento que se utiliza. En la segunda
linea se indica el numero de iteraciones o épocas, las cuales, como se menciono
anteriormente, también es una condicion de paro. En la tercera linea se pide la actualizacion
de la grafica acorde a cierto nimero de épocas.

net =newff(MiMa,[12,9],{'tansig','logsig'}, trainlm’)
net.trainParam.epochs=100
net.trainParam.show=5
net.trainParam.mem_reduc=2

Figura 3.11 Cdédigo para entrenamiento por medio de trainlm.
3.5.2 Gradiente descendente
Este algoritmo ajusta las variables acorde al gradiente descendente:
dX =Ir*dperf/dX ... (23)

Las condiciones de paro son las mismas que para cualquiera de los algoritmos de
retropropagacion. En la figura 3.12 se muestra la sintaxis del codigo utilizado, la primera
linea es exactamente igual a la sintaxis del método anterior, ya que el algoritmo sigue
siendo del tipo retropropagacion, la tasa de aprendizaje (Ir) se multiplica por el gradiente
negativo para determinar los nuevos valores de pesos y ganancias. Cuanto mayor sea la tasa
de aprendizaje, mayor es el paso. Si la tasa de aprendizaje se hace demasiado grande, el
algoritmo se vuelve inestable. Si la tasa de aprendizaje es demasiado pequefia, el algoritmo
tarda mucho tiempo a converger. La tasa de aprendizaje es indicada en la segunda linea.
Para este entrenamiento se requiere mayor numero épocas, por ende, para la actualizacion
de la gréfica la muestra se toma con mayor intervalo.

net =newff(MiMa,[12,9],{'tansig’,'logsig'},'traingd’)
net.trainParam.lr=0.1

net.trainParam.epochs=8000
net.trainParam.show=50

Figura 3.12 Sintaxis para el entrenamiento por medio de la funcion traingd.
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3.5.3 Gradiente descendente con momento

Gradiente descendente con momento, ejecutado por traingdm, permite a una red responder
no sélo al gradiente local, sino también a las tendencias recientes en la superficie de error.
Actuando como un filtro de paso bajo, el momento de la red permite hacer caso omiso de
pequefias caracteristicas en la superficie de error. Sin momento una red puede quedarse
atrapada en un minimo local. Con momento la red puede desplazarse a través de tal minimo
y salir de él. El parametro MC es el momento constante que define la cantidad de momento.
MC se encuentra entre 0 (sin movimiento) y valores cercanos a 1 (mucho movimiento).
Con un momento constante de 1 la red es totalmente insensible a los gradientes locales y
por lo tanto la red no aprende correctamente. La figura 3.13 muestra el algoritmo utilizado
para el entrenamiento de la red con gradiente descendente con momento.

net =newff(MiMa,[12,9],{'tansig','logsig'}, traingdm’)
net.trainParam.lr=0.1
net.trainParam.mc=0.5
net.trainParam.epochs=8000
net.trainParam.show=50

Figura 3.13 Sintaxis para el entrenamiento por medio de la funcién traingdm.
3.5.4 Tasa de aprendizaje adaptativa

Este tipo de red trata de mantener el tamafio del paso de aprendizaje tan grande como sea
posible, manteniendo el aprendizaje estable. La tasa de aprendizaje se hace sensible a la
complejidad de la superficie del error local. Un aprendizaje adaptativo requiere algunos
cambios en el procedimiento de entrenamiento usado por traingd. Primero, se calcula la
salida inicial de la red asi como el error. En cada época los pesos y las ganancias son
calculados usando la tasa de aprendizaje actual, después se calculan las salidas y los
errores. Igual que en el caso en el que se tiene momento, si el nuevo error excede el anterior
por méas que una relacién predefinida, max_perf_inc (tipicamente 1.04), los huevos pesos y
ganancias son descartados. En adicion, la tasa de aprendizaje es reducida (tipicamente
multiplicando por Ir_dec = 0.7). De otra manera los valores de las variables son
mantenidos. Si el nuevo error es menor que el anterior, la tasa de aprendizaje es
incrementado (tipicamente multiplicando por Ir_inc = 1.05). El algoritmo que describe esta
funcién de entrenamiento se presenta en la figura 3.14.

net =newff(MiMa,[12,9],{'tansig','logsig'},'traingda’)
net.trainParam.Ir=0.1
net.trainParam.Ir_inc=1.05
net.trainParam.epochs=1000
net.trainParam.show=50

Figura 3.14 Sintaxis para el entrenamiento por medio de la funcion traingda.
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3.5.5 Gradiente descendente con momento y tasa de aprendizaje adaptiva

La funcion traingdx combina el aprendizaje adaptativo con el entrenamiento con momento.
La sintaxis es igual que para traingda, excepto que el coeficiente de momento es un
parametro adicional. La sintaxis es descrita en la figura 3.15.

net =newff(MiMa,[12,9],{'tansig’,'logsig'},'traingdx")
net.trainParam.lr=0.1
net.trainParam.mc=0.5
net.trainParam.Ir_inc=1.02
net.trainParam.epochs=3000
net.trainParam.show=50

Figura 3.15 Sintaxis para el entrenamiento por medio de la funcidn traingdx.
3.5.6 Retropropagacion resilente

El propdsito del algoritmo de entrenamiento de retropropagacion resilente es eliminar los
efectos perjudiciales de la magnitud de las derivadas parciales. Sélo con el signo de la
derivada se puede determinar la direccion de actualizacion de los pesos; la magnitud de la
derivada no tiene efectos en la actualizacion de los pesos. El tamafio de los pesos es
determinado separando el valor actualizado. En general este algoritmo no requiere
demasiadas épocas, por ende el tiempo de convergencia se ve seriamente beneficiado. En la
figura 3.16 se muestra la sintaxis de este tipo de entrenamiento.

net =newff(MiMa,[12,9],{'tansig','logsig'},'trainrp")
net.trainParam.epochs=300
net.trainParam.show=20

Figura 3.16 Sintaxis para el entrenamiento por medio de la funcidn trainrp.
3.5.7 Gradiente conjugado

Este método, asi como los proximos 4, son métodos considerados como algoritmos de
gradiente conjugado. Todos estos algoritmos comienzan por buscar la direccion mas
inclinada del gradiente descendente. Una linea de busqueda es desarrollada para determinar
la distancia 6ptima para moverse a lo largo de la actual direccion de busqueda:

X1 = X FXp Pre e, (24)

A continuacidn, se determina la nueva direccién, por lo que conjugando los resultados con
la anterior basqueda de direcciones. El procedimiento general para determinar la nueva
direccién de busqueda consiste en combinar la nueva direccién de ascendencia mas
pronunciada con la direccion de busqueda anterior:

Pr = —9r t+ .kak—l ................................ (25)



Existen varias versiones del algoritmo de gradiente conjugado, las cuales son disminuidas
por la manera en la cual la constante § es calculada. Para la actualizacion por medio del
procedimiento Fletcher-Reeves es:

Be= =0 (26)

9h-19k-1

Esta es la relacion de la normal cuadrada del gradiente actual a la normal cuadrada del
gradiente previo. Estos algoritmos son usualmente més rédpidos que los de tasa de
aprendizaje, sin embargo los resultados dependen del problema que se esté resolviendo.
Estos algoritmos requieren un poco mas de espacio de almacenamiento que los algoritmos
mas simples, asi entonces, estos algoritmos son buenos para redes con gran numero de
pesos. La figura 3.17 muestra la sintaxis de este tipo de algoritmo.

net =newff(MiMa,[12,9],{'tansig','logsig'}, traincgf’);
net.trainParam.epochs=200;
net.trainParam.show=20;

Figura 3.17 Sintaxis para el entrenamiento por medio de la funcion traincgf.
3.5.8 Gradiente conjugado propuesto por Polak y Ribiére

Otra version del algoritmo de gradiente conjugado fue propuesta por Polak y Ribiére. Como
con el algoritmo de Fletcher-Reeves, la direccién de busqueda en cada iteracion esta
determinada por la ecuacion 17. Para la actualizacion de Polak-Ribiére, la # constante es
calculado por:

Agl_
B = =2l (27)

gr_19k-1

Este es el producto interior del cambio anterior en el degradado con el degradado actual,
dividido por la norma al cuadrado del degradado anterior. La rutina de traincgp tiene un
rendimiento similar a traincgf. Es dificil predecir qué algoritmo realizara mejor un
determinado problema. Los requisitos de almacenamiento para Polak-Ribiére (cuatro
vectores) son ligeramente mas grandes que para Fletcher-Reeves (tres vectores). La figura
3.18 muestra la sintaxis.

net =newff(MiMa,[12,9],{'tansig’,'logsig'}, 'traincgp");
net.trainParam.epochs=200;
net.trainParam.show=20;

Figura 3.18 Sintaxis para el entrenamiento por medio de la funcion traincgp
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3.5.9 Gradiente conjugado propuesto por Beal

Para todos los algoritmos de gradiente conjugados, la direccion de busqueda se restablece
periddicamente a la direccion del gradiente negativo. El punto de restablecimiento estandar
se produce cuando el nimero de iteraciones es igual al nUmero de pardmetros de red (pesos
y sesgos), pero hay otros métodos de reinicio que pueden mejorar la eficiencia de la
formacion. Uno de esos métodos de restablecimiento fue propuesto por Powell, basado en
una version anterior, propuesta por Beale. Esta técnica se reinicia si hay muy poca
ortogonalidad entre el gradiente actual y el anterior. Esto es probado con la siguiente
desigualdad:

19E 19kl = 0.2[1Gkl 12 (28)

Si se cumple esta condicion, la direccion de busqueda se restablece a la direccion negativa
del gradiente. El cddigo siguiente entrena la red usando la version de Powell-Beale del
algoritmo de gradiente conjugado. Los parametros de la formacion para traincgb son las
mismas que las de traincgf. La figura 3.19 muestra la sintaxis utilizada en este tipo de
entrenamiento.

net =newff(MiMa,[12,9],{'tansig','logsig'}, traincgb");
net.trainParam.epochs=200;
net.trainParam.show=20;

Figura 3.19 Sintaxis para el entrenamiento por medio de la funcion traincgb.
3.5.10 Gradiente conjugado degradado

Cada uno de los algoritmos de gradiente conjugados requiere una basqueda de linea en cada
iteracion. Esta busqueda de linea es costosa computacionalmente, porque requiere calcular
varias veces la respuesta de la red para todas las entradas de formacion. El algoritmo
escalado conjugado degradado (CGS), desarrollado por Moller, fue disefiado para evitar la
blasqueda en la linea de tiempo. Este algoritmo combina el enfoque de la regién de modelo
de confianza (utilizado en el algoritmo de Levenberg-Marquardt, descrito en "Levenberg-
Marquardt (trainlm)”, con el enfoque de gradiente conjugado. La rutina de trainscg puede
requerir mas iteraciones para converger que los otros algoritmos de gradiente conjugados,
pero el nimero de calculos en cada iteracion se ha reducido significativamente porque no se
lleva a cabo ninguna busqueda de linea. Los requisitos de almacenamiento de informacion
para el algoritmo de gradiente conjugado escalado son muy similares a las de Fletcher-
Reeves. La sintaxis es mostrada en la figura 3.20.

net =newff(MiMa,[12,kdf],{"tansig’,'logsig'}, trainscg’);
net.trainParam.epochs=200;
net.trainParam.show=20;

Figura 3.20 Sintaxis para el entrenamiento por medio de la funcién trainscg.
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3.5.11 Método de Newton

Método de Newton es una alternativa a los métodos de gradiente conjugado para
optimizacion réapida. El paso basico del método de Newton es:

X1 = X — A;lgk ........................................... (29)

donde Ac* es la matriz Hessiana (segunda derivada) del indice de rendimiento en los
valores actuales de los pesos y las ganancias. EI método de Newton a menudo converge
mas rapido que los métodos de gradiente conjugados, por desgracia, es complejo y costoso
calcular la matriz Hessiana para redes neuronales. Hay una clase de algoritmos que se basa
en el método de Newton, pero que no requieren calculos de la segunda derivada. Estos son
Ilamados métodos quasi-Newton (o secante), en los cuales se actualiza una matriz Hessiana
aproximada en cada iteracion del algoritmo. La actualizacion se calcula en funcién del
degradado. Este algoritmo esta implementado en la rutina de trainbfg. Los parametros de la
formacion para trainbfg son los mismos que los de traincgf.

Este algoritmo requiere més computo en cada iteracion y méas almacenamiento de
informacién que con los métodos de gradiente conjugado, aunque generalmente converge
en menos iteraciones. Debe almacenarse el Hessiano aproximado, y su dimension es n x n,
donde n es igual al niUmero de pesos y ganancias en la red. Para redes muy grandes, seria
mejor utilizar rprop o uno de los algoritmos de gradiente conjugados. Para redes mas
pequefias, sin embargo, la trainbfg puede ser una funcién de formacion eficaz.

net =newff(MiMa,[12,9],{'tansig’,'logsig'}, trainbfg’);
net.trainParam.epochs=200;
net.trainParam.show=20;

Figura 3.21 Sintaxis para el entrenamiento por medio de la funcién trainbfg.
3.5.12 Método de la secante

Dado que el algoritmo BFGS requiere mas almacenamiento y computo en cada iteracion
que los algoritmos de gradiente conjugados, existe la necesidad de una aproximacion de la
secante con menores requerimientos de almacenamiento de informacién y de computo. El
método de la secante de un solo paso (OSS) es un intento de salvar la brecha entre los
algoritmos de gradiente conjugados y los algoritmos de quasi-Newton (secante). Este
algoritmo no almacena la matriz Hessiana completa; en cada iteracion, el anterior Hessiano
fue la matriz identidad. Esto tiene la ventaja adicional de que la nueva direccion de
busqueda puede ser calculada sin formar una matriz inversa. El codigo siguiente reinicializa
la red anterior mediante el algoritmo de secante en un solo paso. Los parametros de la
formacion para trainoss son los mismos que los de traincgf (figura 3.22). Requiere un poco
mas de almacenamiento de informacidén y cémputo de épocas que los algoritmos de
gradiente conjugados.
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net =newff(MiMa,[12,9],{'tansig','logsig'}, trainoss’);
net.trainParam.epochs=200;
net.trainParam.show=20;

end;

Figura 3.22 Sintaxis para el entrenamiento por medio de la funcion trainoss.
3.6 Redes de base radial
3.6.1 Diseflo mas eficiente

La funcion Newrb crea iterativamente una red de base radial de una neurona a la vez. Las
neuronas se afiaden a la red una a una hasta que la suma del error cuadratico cae por debajo
de la meta o un nimero maximo de neuronas ha sido alcanzado. La funcion newrb toma
matrices de entrada, vectores objetivo (P, T), parametros de disefio (meta y propagacion) y
devuelve la red deseada.

En cada iteracion se comprueba el error de la nueva red y si baja suficiente, newrb finaliza;
de lo contrario se agrega la siguiente neurona. Este procedimiento se repite hasta que se
cumpla la meta de error o se alcanza el nimero maximo de las neuronas.

Es importante que el parametro de propagacion sea lo suficientemente grande para que las
neuronas de base radial respondan a la superposicion de las regiones del espacio de entrada,
pero no tan grande para que todas las neuronas respondan de la misma manera.

Las redes de base radial tienden a tener mas neuronas en la capa oculta que una red de
retropropagacion comparable. Esto es porque las neuronas sigmoideas pueden tener salidas
sobre una gran region del espacio de entrada, mientras que las neuronas de base radial sélo
responden a regiones relativamente pequerias del espacio de entrada. El resultado es que
cuanto mayor sea el espacio de la entrada (en términos de nimero de entrada) mas neuronas
de base radial son necesarias. Por otra parte, disefiar una red de base radial a menudo toma
mucho menos tiempo que la formacion de una red sigmoidea lineal. La figura 3.23 muestra
la sintaxis.

net =newrb(P,T,0.026,1,15,5)

Figura 3.23 Sintaxis para el entrenamiento por medio de la funcion Newrb.
3.6.2 Redes radiales probabilisticas

En el contexto de un problema de clasificacion, si podemos construir las estimaciones de
funciones de densidad de probabilidad (por sus siglas en inglés PDF) de las clases posibles,
podemos comparar las probabilidades de las diferentes clases y seleccionar la mas
probable. Esto es efectivamente lo que pedimos hacer a una red neuronal cuando resuelve
un problema de clasificacion, la red intenta aprender una aproximacion a PDF.
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Un enfoque més tradicional es construir una estimacion de las PDF a partir de los datos. La
técnica mas tradicional es asumir una cierta forma para la PDF (por lo general, una
distribucion normal) y luego para estimar los parametros del modelo. La distribucion
normal utiliza cominmente como pardmetros del modelo media y desviacion estandar, que
pueden estimarse utilizando técnicas analiticas. El problema es que a menudo no esta
justificada la asuncion de normalidad.

En las redes probabilisticas (probabilistic neural networks PNN), hay al menos tres capas:
de entrada, radial y de salida. Las unidades radiales se copian directamente desde los datos
de entrenamiento, una por cada caso. Existe una unidad de produccion por clase. Cada una
estd conectada a todas las unidades radiales pertenecientes a su clase, con cero conexiones
desde las unidades radiales de otros. Por lo tanto en las unidades de salida, simplemente se
suman las respuestas de las unidades pertenecientes a su propia clase. Las salidas son
proporcionales a las estimaciones basadas nucleo de los PDF’s de las diversas clases, y por
la normalizacion estos deben sumar a 1.

La PNN basica puede ser modificada de dos maneras. En primer lugar, el enfoque basico
supone que la representacion proporcional de las clases en los datos de entrenamiento
coincide con la representacion real en la poblacién que estd siendo modelada (las
probabilidades antes de la llamada). En segundo lugar, cualquier red, para hacer las
estimaciones sobre la base de una funcidén que contiene ruido, inevitablemente produce
algunos errores de clasificacion. Sin embargo, algunas formas de errores de clasificacion
pueden considerarse como errores mMas costosos que otros. En tales casos, las
probabilidades obtenidas por la red pueden ser ponderadas por los factores de pérdidas, que
reflejan los costos de errores de clasificacion. Una cuarta capa se puede especificar en las
PNNs que incluye una matriz de pérdida. Esto se multiplica por las estimaciones de
probabilidad en la tercera capa, y la clase con el menor costo estimado seleccionado
(Pérdida matrices también pueden asociarse a otros tipos de red de la clasificacion).

El factor de control Unico que tiene que ser seleccionado para el entrenamiento de redes
neuronales probabilisticas es el factor de suavizado (es decir, la desviacion radial de las
funciones de Gauss). Al igual que con las redes RBR, este factor debe ser seleccionado para
causar una cantidad razonable de superposicion las desviaciones demasiado pequefias
pueden causar una aproximacion muy especifica que no se puede generalizar y
desviaciones demasiado grandes eliminaran los detalles.

Las mayores ventajas de las PNNs son el hecho de que la salida es probabilistica (que hace
que la interpretacion de la salida facil) y la velocidad del entrenamiento. La formacién de
una PNN en realidad consiste en el entrenamiento de una copia de la red, por lo que es lo
mas cercano que se puede esperar a la funcion real.

El mayor inconveniente es el tamafio de la red: en realidad contiene el conjunto de casos de
entrenamiento, y por lo tanto el espacio es amplio y la ejecucion se vuelve lenta. Las PNNs
son particularmente utiles para hacer el prototipo de experimentos; como el tiempo de
formacion es de corta duracion, permite realizar un gran nimero de estudios en un periodo
corto de tiempo.
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net =newpnn(P,T,0.026)
Figura 3.24 Sintaxis para el entrenamiento por medio de la funcion newpnn.
3.6.3 Regresion generalizada

Las redes neuronales de regresion generalizada (GRNNSs) trabajan en forma similar a
PNNs. Al igual que con las PNNSs, las funciones del kernel Gaussiano se encuentran en
cada caso de formacion. Cada caso puede ser considerado, como prueba de que la
superficie de respuesta es una distancia determinada a ese punto en el espacio de entrada,
con descomposicion progresiva de pruebas en las inmediaciones. La formacion de las
copias GRNN se utiliza para estimar la respuesta de los nuevos puntos. La salida se calcula
utilizando una media ponderada de los resultados de los casos, en donde se cuenta la
ponderacion de la distancia del punto del punto que se estima (de modo que puntos
cercanos mas contribuyen en gran medida a la estimacion).

La primera capa oculta en las GRNNs contiene las unidades radiales. Una segunda capa
oculta contiene unidades que ayudan a calcular la media ponderada (este es un
procedimiento especializado): cada salida tiene una unidad especial asignada en esta capa,
que forma la suma ponderada de la salida correspondiente, para obtener el promedio
ponderado de la suma ponderada, la suma se divide por la suma de los factores de
ponderacion. Una sola unidad especial en la segunda capa calcula el valor de esta ultima
suma. A continuacion, la capa de salida realiza la division real (con unidades especiales de
divisién). Por lo tanto, la segunda capa oculta siempre tiene exactamente una unidad mas
que la capa de salida.

Las GRNN pueden ser modificado mediante la asignacion de unidades radiales que
representan a grupos en lugar de cada caso individual de formacion: se reduce el tamarfio de
la red y aumenta la velocidad de ejecucion. Centros pueden ser asignados usando cualquier
otro algoritmo adecuado (es decir, sub-muestreo, K-medias o de Kohonen).

Un GRNN tiende a ser grande y lenta aunque, a diferencia de las PNNs, no es necesario
contar con una unidad radial para cada caso, atn asi el nimero todavia tiene que ser grande.
Al igual que una red RBF, una GRNN no extrapola. La sintaxis para la utilizacion de este
tipo de funciones se observa en la figura 3.25.

net =newgrnn(P,T,0.026)

Figura 3.25 Sintaxis para el entrenamiento por medio de la funcion newgrnn.
3.7 Generalidades

Independientemente del tipo de red, todas necesitan especificar el valor maximo de error
permitido y por ultimo la sintaxis del entrenamiento de la red. EI comando TRAIN entrena
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una red neuronal acorde a una funcion de entrenamiento y sus respectivos parametros, los
cuales fueron especificados previamente. La sintaxis para el entrenamiento se muestra en la
figura 3.26.

[net,tr]=train(net,P1,T1,[ ],[ ],val)

Figura 3.26 Entrenamiento de la red.

El entrenamiento se da hasta que un maximo nimero de épocas es alcanzado, el error
maximo permitido es alcanzado o alguna otra de las condiciones de paro ocurra.

3.8 Simulacioén

La sintaxis para la simulacion de la red es sencilla, en ella se Ilama a la red creada en el
paso anterior y se simula con los vectores de entrada. La sintaxis se puede observar a
continuacion.

Al=sim(net,P1)

Figura 3.27 Simulacion de la red neuronal.

3.9 Célculo de probabilidades

Los valores de probabilidad de diagnostico nos dan una validacion del entrenamiento de la
red. Esto se hace por medio de un procedimiento estadistico. Se calcularon dos matrices de
probabilidades de diagnostico. La primera matriz se determina para el entrenamiento y la
segunda matriz es calculada con los datos prueba. Esta Gltima dara una probabilidad de
diagnostico mas acertada, ya que demuestra cual es el comportamiento de la red en
condiciones de trabajo diferentes a las que fue entrenada. El codigo utilizado para hacer el
caculo de probabilidades de diagnostico se observa en la figura 3.28.
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PD2=zeros(kdf)
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd
[amax,imax]=max(A2(:,n))
PD2(imax,idf)=PD2(imax,idf)+1
end
end
PD2=PD2/ktd
PDT2=diag(PD2)
psr2=mean(PDT2)
PD2T=PD2'
fw2=fopen(‘pd2.dat’,'wt")
if idef2==0
count=fprintf(fw2,'%6.4f %6.4f %6.4f %6.4f %
6.4f %6.4f %6.4f %6.4f %6.4f\n'
,PD2T,PDT2,psr2)
else
count=fprintf(fw2,'%6.4f %6.4f %6.4f
%6.4f\n',PD2T,PDT2,psr2)
end
fclose(fw2)

Figura 3.28 Cdédigo para el calculo de probabilidades.

3.10 Graéfica de clases

Es posible visualizar las clases en un espacio multidimensional, en una gréfica de este tipo
se pueden considerar las nueve clases. En orden de hacer mas claras y diferenciables las
clases sélo se incluyeron 4 clases por grafico, como se muestra en la figura 3.29. Los ejes
pertenecen a la presion en el compresor, presion en la turbina y temperatura del compresor.

oY ot e [~ ey )
File Edit View Insert Tools Desktop ‘\Window Help ¥ File Edit View Insert Tools Desktop Window Help £
DEES kRAME|E 0E O NeEa kaadmE 0E O
* D1 + D1
D2 D2
+ D3 + 0
* D4 “ DA

Z3 - Temperatura de compresor

Z1 - Presion de C

Z3 - Termnperatura de compresor

4 5 -6 72 - Presion de Turbina 7 £ B Z1 - Presion de Compresor

Z2 - Presion de Turbina

Figura 3.29 Grafica de clases, diferentes angulos para tener diferentes vistas de las clases.

El codigo utilizado para graficar es mostrado en la figura 3.30. Considerando ésta como la
“figura (2)” porque la “figura (1)” es la gréfica de desempefio de la red.
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y 4
figure(2);
plot3(zD1(1,:,1),ZD1(2,:,1),ZD1(3,:,1),*',2D1(1,:,2),ZD1(2,:,2),
ZD1(3,:,2),"',ZD1(1,:,3),ZD1(2,:,3),ZD1(3,:,3),'+',
ZD1(1,:,4),ZD1(2,:,4),ZD1(3,:,4),'x")
grid on
legend('D1','D2','D3','D4")
xlabel('Z1 — Presién de Compresor')
ylabel('Z2 — Presion de Turbina’)
zlabel('Z3 — Temperatura de compresor’)

Figura 3.30 Cddigo para graficar las clases.
3.11 Interface usuario

Todos los procesos mencionados anteriormente son procesos internos que no cambian en
cada experimento, lo que se cambia son las condiciones, las cuales pueden ser
sencillamente alteradass por medio de la interface usuario creada. Con esta interface se
optimiza el tiempo de calculo y se muestran todos los resultados en una sola ventana. La
figura 3.31 muestra esta interface, en la parte superior de la ventana se muestran las
constantes que deben ser introducidas por el usuario y el tipo de red a utilizar; una vez que
los calculos son terminados en la misma ventana, parte inferior, aparece la probabilidad y el
tiempo de ejecucion (ambos pardmetros necesarios para la comparacion).
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73 - Compressor temperature
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300 Epochs

200 250

Z1 - Compressor pressure

Figura 3.31 Interface de control para la experimentacion.

Conclusiones

Los lenguajes de programacion representan una herramienta muy poderosa en la mayoria
de los campos de ingenieria, facilitan el trabajo e incrementan la posibilidad de desarrollo
de mas tareas. Los algoritmos presentados en este capitulo fueron codificados por medio de
Matlab. Se presento el desarrollo del algoritmo paso a paso, las especificaciones de cada
uno de los parametros y de cada método utilizado fueron explicadas. Los métodos tiene un
fundamento matematico, el cual fue presentado en la mayoria de los casos, en algunos fue
obviado ya que era parecido a alguno de los métodos presentados previamente.

59



CAPITULO IV

EXPERIMENTACION Y
RESULTADOS



Introduccion

La experimentacidn consiste en una serie de repeticiones de entrenamiento de las redes que
se realiza para observar el comportamiento durante cada experimento bajo diferentes
condiciones. Los factores que pueden ser cambiados son: régimen de operacion, nimero de
puntos de simulacion, nimero llave de iniciacion de los generadores de vectores aleatorios,
valores propios de cada funcion de entrenamiento, etc. Variando estos factores escogemos
los mejores para cada red neuronal seleccionada. Las redes optimizadas de esta manera se
comparan finalmente para escoger la mejor en la aplicacién al diagnostico de turbinas de
gas.

4.1 Procedimiento de experimentacion

Cada tipo de red neuronal se llevé a cabo por etapas. En la primera se introdujeron valores
a cada funcién de entrenamiento, con ello se obtuvo un comportamiento inicial; al ver que
los tiempos, el desempefio y las probabilidades eran muy variadas se hicieron ajustes en
cada una de ellas cambiando el nimero de neuronas, el numero de capas, el nUmero de
épocas, la tasa dé aprendizaje, el coeficiente de momento, etc. para, disminuir el tiempo de
convergencia y aumentar la probabilidad de diagnéstico correcto.

Al cabo de varias iteraciones se lograron valores parecidos, todas estas iteraciones se
hicieron con un nimero constante de puntos de simulacién y un régimen constante; para el
caso de esta optimizacion el régimen utilizado fue el nimero 4 y 500 puntos de simulacion
por clase.

Con los valores de tiempo y probabilidad de diagnostico optimizados se hicieron las
mismas pruebas a diferentes regimenes de operacion, para determinar si el comportamiento
de la red era estable o no. Después se incremento el nUmero de puntos de simulacion, es
importante recordar que entre mayor sea el nimero de puntos, el criterio de clasificacion es
mas amplio y méas exacto, pero al mismo tiempo se incrementa la complejidad del sistema y
es mas dificil lograr una red precisa.

La siguiente etapa fue el cambio de nimeros de semilla o numeros llave, como se
menciono, la generacién de puntos al azar depende de estos numeros llave. Si los nimeros
se cambian a pesar de que la clase sea la misma, los puntos estaran en diferente posicion.
Entonces, la red debe ser capaz de identificar de igual manera las clases,
independientemente de donde se generen los puntos.

La experimentacion con redes radiales de disefio mas eficiente se comenzé con un gran
nimero de neuronas, empezando con 200, y terminado con un valor de 10; estos
experimentos iniciales se corrieron con hasta 500 puntos de simulacidén, siento éstos dos
factores dependientes (numero de puntos y neuronas), si el nimero de puntos de simulacion
es grande, el numero de neuronas debe ser pequefio y viceversa. Después se hizo el mismo
experimento con diferentes regimenes de operacion y diferentes nimeros llave.

Para el desarrollo de las redes probabilisticas asi como de regresion generalizada, se hizo el
experimento cambiando la cantidad de puntos de simulacion, como se menciond en el
capitulo 3. Este tipo de redes requieren grandes cantidades de memoria, asi que la opcion
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fue reducir el nimero de puntos de simulacion, hasta el maximo soportado por el
computador (con 2 Gb de memoria 'y 1.8 GHz en velocidad de procesador). Al disminuir el
nimero de puntos es necesario incrementar el ndmero de experimentos, asi se puede
asegurar que aunque el nimero de puntos es pequefio, la probabilidad de asercion es la
misma que con una red con méas de 500 puntos de simulacién. La siguiente fase es el
cambio de llave para una vez mas probar que la red es capaz de clasificar en cualquier
ambiente.

4.2 Resultados y comparacion, retropropagacion
4.2.1 Optimizacion

La tabla 4.1 muestra los resultados obtenidos para la red de retropropagacion, entre los
valores iniciales de la red sin optimizar y los de la red optimizada. La tabla incluye todas
las variables que podrian ser de importancia para la comparacién, como son: tiempo,
desempefio (referente al error cuadratico medio ECM), numero de épocas, probabilidad con
la matriz de vectores de entrenamiento (PD1) y probabilidad con la matriz de vectores de
prueba (PD2). Se tienen los resultados para los 12 algoritmos de entrenamiento.

Todos estos experimentos fueron hechos manteniendo el mismo régimen (el nimero 4) y la
misma cantidad de puntos de simulaciéon (500). Los valores marcados con color son
aquellos que mostraron menor tiempo y mejor desempefio.

Variante

0.0359 0.05 0.05 0.02814 | 0.02706 | 0.0272 | 0.0362 | 0.04418 | 0.02709 | 0.02736 | 0.054 0.0639

Inicial

0.7451 0.715 0.7142 0.8274 0.827 0.826 | 0.7491 0.6641 0.8272 0.8262 | 0.5758 0.4482

0.745 0.714 0.7136 0.8178 0.8203 | 0.8198 | 0.7417 | 0.6624 | 0.8176 | 0.82216 | 0.5698 | 0.4869

7.1400 | 9.33000 | 17.4500 | 1.2400 1.5500 | 0.3700 | 1.3600 | 2.5200 1.0700 1.0500 | 4.3200 | 12.0500

0.03 0.03130 | 0.0310 0.0229 0.0279 | 0.0274 | 0.0352 | 0.0276 0.0274 | 0.0280 | 0.0274 | 0.0310

Final

0.7444 | 0.81230 | 0.8129 0.8220 0.8268 | 0.8258 | 0.7507 | 0.8264 | 0.8257 0.8241 | 0.8270 | 0.8096

0.7332 | 0.81120 | 0.8100 0.8176 0.8189 | 0.8202 | 0.7462 | 0.8180 | 0.8204 | 0.8208 | 0.8209 | 0.8067

Tabla 4.1 Tabla comparativa de las redes de retropropagacion con y sin optimizacion.

La llamada grafica de “performance” o de desempefio se refiere al error cuadratico medio
(ECM); si el desempefio reduce, el error se reduce y la probabilidad de diagnéstico correcto
aumenta. Por lo tanto, la comparacion entre ambas redes se puede hacer o en funcion del
desempefio o en funcidén de la probabilidad. EI nimero de épocas es dependiente del tipo de
red, pero este nimero no es directamente definitorio del tiempo de entrenamiento. Aunque
algunos algoritmos tienen demasiadas épocas, el tiempo de entrenamiento al final es
comparable. La probabilidad de diagndstico que es de mayor interés es la probabilidad
PD2, puesto que es la probabilidad calculada con los vectores de prueba. Si se considera
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solo la probabilidad PD1, se observa que puede tener un valor demasiado elevado por el
posible efecto de sobreentrenamiento.

Como se puede observar en la tabla 4.1 si el ECM es de alrededor de 0.027 +0,003 se

alcanza una probabilidad de 80 + 2 %. Para comparaciones posteriores se utilizara el ECM
para la comparacion.

En la figura 4.1 se muestra la comparacion entre el desempefio inicial de la red sin
optimizar (curva superior) y con la red optimizada (curva inferior). Como se puede

observar casi todos los algoritmos alcanzaron después de la optimizacion un desempefio
menor a 0.03 de ECM.
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5 0.06 //
E 005 / \ A /
8004 7 <, ] = inicial
% 0.03 -—--MAWA“” = . Y A _
T 0.02 : final
3001
s O T T T T T T T T T T T 1
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Figura 4.1 Comparacion en el desempefio en funcion del error cuadratico medio (ECM)
inicial y el optimizado (final).

De la grafica anterior se observa que si el error es alto, la probabilidad es baja. Por ejemplo,
para el algoritmo de la secante (trainoss) cuando el performance es de alrededor de 0.065,
la probabilidad es de 50%. Una vez que la optimizacion de las redes fue hecha, los valores
de probabilidad son comparables (figura 4.2). Hasta este momento se puede decir que de

los 12 métodos, son 11 los que tienen el mismo nivel de probabilidad y el mismo valor de
ECM, quedando traincgf descartado.
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Figura 4.2 Comparacion en la probabilidad antes y después de la optimizacion.
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El siguiente elemento a comparar es el tiempo de entrenamiento, el cual es el principal
discriminante. En un principio algunos algoritmos se tardaban alrededor de 20 minutos para
el entrenamiento, y aunque se buscO reducir el tiempo, aln sigue siendo grande la
diferencia entre los que llevan mayor y menor tiempo de entrenamiento. En la figura 4.3 se
muestra la comparacion en tiempo antes y después de la optimizacion. En este caso los
algoritmos con funcion de entrenamiento trainlm, traingd, traingdm y trainoss son los que

requieren mayor tiempo de entrenamiento.
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Figura 4.3 Comparacion de tiempo de entrenamiento.

Del total de los 12 métodos solo 5, con valores tanto de desempefio como de tiempo
minimos, fueron seleccionados; en la figura 4.4 se muestran estos resultados. El
performance alcanzado se encuentra alrededor de 0.025, mientras que el tiempo varia entre
0.5y 25 minutos. EI ECM en los 5 métodos seleccionados es suficiente para arrojar

probabilidades cercanas al 80 %.
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Figura 4.4 Lado izquierdo comparacién de 5 métodos con mejor menor ECM alcanzado,

del lado derecho el tiempo para los mismos 5 métodos.

4.2.2 Incremento de nimero puntos de simulacién

De los 5 métodos que resultaron més eficientes, solo 4 se tomaron para la siguiente
comparacion, debido a que el método traincgp mostro un ECM y un tiempo mayor, en este

64



caso se tomaron los métodos con tiempos menores a dos minutos: traingda, trainrp,
traincgb, trainscg. Se hizo el aumento de puntos de simulacion. Si una red se comporta
estable es utilizable en esta aplicacion, de lo contrario debe ser descartada, pues no se
puede utilizar en diagnostico una red neuronal que solo haga la clasificacion adecuada con
cierto numero de puntos de simulacion.

La figura 4.5 muestra la comparacion con 4 diferentes regimenes de operacion. En las
graficas se observa el incremento del ndmero de puntos de simulacion, manteniendo
constante el método de entrenamiento y el régimen de operacion.

Los resultados muestran que de las redes seleccionadas, no todas tienen igual desempefio.
Si observamos en la figura 4.5, la red entrenada con la funcion trainscg es inexacta para
simulaciones con mas de 2000 puntos, mientras que traingda y trainrp se mantiene estables
en todos los regimenes de operacion y en todos los puntos de simulacién. Por otro lado, la
funcion traincgb es inestable, en el primer régimen con 3000 puntos de simulacion el error
se incrementa, en el régimen 3 es en 1500 donde se incrementa este érror y en el régimen
11, el error disminuye con el incremento de puntos.

Regimen 1 Regimen 1
s 0.06 s 0.35
O /\ G 030
2 0.05 / \ b 025 A 4)traingd
0.04 : / \ a
3 0.20
0.03 +—, —:L ,,,,,, e / \
002 813 / \ ......... b)tra”']rp
0.01 0.05 —b&
0.00 . . . . 0.00 : . —O}traincg
500 1500 2000 3000 500 1500 2000 3500
Puntos de simulacion Puntos de simulacion;l:g)tralns
Regimen 8 Regimen 8
0.05 0.08
0.05 0.07
0.04
004 006
s 0.03 s /
o 0.03 o 0.04 Z
* 0.02 “ 003 e
0.02
0.01 0.02
0.01 0.01
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Figura 4.5 Comparacion de cambio de régimen e incremento del nimero de puntos de
simulacion.
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Es posible decir que las redes entrenadas con trainrp y traingda, se mantienen indiferentes
con el aumento de puntos de simulacion, mientras que las otras redes dependen
integramente de las condiciones de entrenamiento, es decir, pierden su capacidad de
generalizacion. Si el grado de exactitud que se requiere es un poco menos exigente, estas
redes pueden ser tomadas en cuenta, pues aunque el error aumenta, sigue dando
probabilidades del 75 %.

4.2.3 Cambio de semilla (nimero llave)

Como se explico anteriormente, la generacion de puntos es dependientes de los numeros de
inicializacion, asi aunque las nubes de puntos estan generadas alrededor de cada clase
identificada, tendran una posicién dependiendo del namero llave de inicializacion, si se
cambia el numero de inicializacion los puntos estaran generados en una posicion diferente.
Al entrenar la red con diferentes semillas se puede concluir si la red es tolerante para la
aplicacion en diagnostico de turbinas de gas.

En apartado anterior se mostro cual es el comportamiento con nimeros llave 1 y 2, en este
caso los numeros llave fueron cambiados por 2 y 3. Se puede observar cual es el
comportamiento de la red bajo diferentes regimenes de operacion y con distinta cantidad de
puntos de simulacion.

Tanto la red entrenada con la funcion trainscg como la red con funcién traincgb son redes
que presentaron la mayor cantidad de irregularidades: en algunos regimenes el
comportamiento es aparentemente estable, mientras que en otras incrementa demasiado el
valor del error. En la figura 4.6 se puede ver que en el régimen 1 son méas notorias las
inestabilidades. En las redes entrenadas con funciones traincgb y trainscg, el error
cuadratico medio incrementa hasta el 0.055, valor que nos lleva a obtener probabilidades de
asercion del 70%. Estas son mucho menores que en las redes con error cuadratico medio de
0.027, con el cual se alcanzan probabilidades de 80 a 82 %.

En el régimen 3, la funcion traincgb tiene mayor valor de error cuadratico medio. Las dos
funciones que tienen mayores irregularidades en el entrenamiento son las mismas que en el
apartado anterior. Para los regimenes 8 y 11 las mismas funciones incrementan el error con
el incremento del niamero de puntos de simulacion.

Las funciones trainrp y taringda tiene un comportamiento estable en los 4 regimenes de
operacion tomados como prueba. La funcion trainrp mantiene el valor del error cuadratico
medio constante en todos los regimenes y con todos los cambios de semilla. Aunque en la
funcién traingda incrementa un poco el valor del error, éste es capaz de arrojar
probabilidades del 80 %.
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Figura 4.6 Error cuadratico medio (performance) en diferentes regimenes de operacion
con cambio de semilla.

4.3 Resultados y comparacion, calculos con las redes de base radial
4.3.1 Red de disefio mejorado

En la teoria se mencioné que las redes de base radial de disefio exacto requieren igual
namero de neuronas de entrenamiento como vectores de entrada. En el caso de estudio se
requieren grandes bases de datos, que requieren grandes cantidades de memoria y gran
velocidad de procesamiento de computo, razén por la cual las redes de disefio exacto no son
factibles. Por otro lado, las redes de base radial de disefio mejorado permiten reducir el
numero de neuronas, aplicando una neurona por cada iteracion; asi, si se tiene 100
neuronas, se tendra el mismo nimero de iteraciones, en esta etapa de experimentacion, se
hicieron pruebas con diferente nimero de puntos de operacion y con diferente nimero de
neuronas.

En la tabla 4.2 se muestran algunos resultados de la experimentacion, en ella se mantiene el
régimen constante y los nameros llave constantes. Los parametros cambiados fueron:
numero de neuronas y nimero de puntos de simulacion. Los resultados demuestran que con
200 neuronas se da el fendmeno de sobre-entrenamiento, y el tiempo de entrenamiento se
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incrementa hasta 20 minutos. Con 200 neuronas se logran probabilidades de alrededor de
80% mas sin embargo es la misma probabilidad que se logra con 20 neuronas. Como se
puede observar, con 10 neuronas la probabilidad es baja, entonces no son suficientes para
poder clasificar el volumen de datos. Con un nimero de puntos entre 200 y 500 se logro la
misma probabilidad con una desviacion de +1 %. Se pude observar que 100 neuronas s un
valor aceptable, mas sin embargo el tiempo de entrenamiento es grande y con neuronas de
20 a 25 se puede lograr la misma probabilidad.

10 neuronas 100 neuronas 200 neuronas
puntos PD2 | performance | PD2 | performance | PD2 performance
200 0.6828 0.05066 0.81 0.02679 0.8061 0.02604
300 0.687 0.05209 0.8044 0.02948 0.7978 0.026965
500 0.6853 0.04988 0.8038 0.02877 0.8064 0.026774

Tabla 4.2 Newrb con cambio en el numero de neuronas y aumento en el nimero de puntos
de simulacion. Régimen 3, nimeros llave 1y 2, constantes.

En la siguiente etapa de experimentacion se vio la influencia del cambio de régimen de
operacion y cambio de semilla de ambos generadores aleatorios. Los experimentos se
Ilevaron a cabo con 20 neuronas y 500 puntos de simulacién por clase. Con mayor cantidad
de puntos los recursos de cdmputo se hicieron insuficientes y con menor cantidad los
resultados no serian fiables.

Observando la tabla 4.3 se hace claro que este tipo de red es indiferente al cambio de
posicién de los puntos de simulacion, y al régimen de operacién. Todas ellas dan
probabilidades de alrededor del 80% y tiempos de entrenamiento de 120 segundos. Los
resultados mostrados son el promedio de 5 iteraciones en la misma condicion, esto se hizo
con el fin de aumentar la fiabilidad de los calculos ya que con menor cantidad de puntos es
mayor la probabilidad de falla, pero si se repite el experimento n veces y se promedia el
resultado podemos asegurar que el comportamiento sera el mismo.

4.3.2 Red probabilistica

El disefio de estas redes requiere un pardmetro extra, dispersion (spread), el cual si es
cercano a cero actuard como clasificador en la cercania de la clase, si el valor de la
dispersion se hace mayor tomard en cuenta varios vectores con distancias un poco mas
alejadas de las clases. Se requiere que el valor de los vectores no sea muy pequefio: si éste
es cero solo clasificara exactamente sobre la linea de la clase, si el valor de la dispersion es
muy grande ésta se vuelve insensible al cambio de las clases y puede no clasificar
adecuadamente.

Esta parte de la experimentacion se comenzo6 con un valor de dispersion de 0.026 y 500
puntos de simulacion. Como se pude observar este tipo de redes, al igual que la anterior, es
insensible al cambio de semilla y al cambio de régimen. El valor de las probabilidades esta
dentro de un rango de 0.71 a 0.75 lo cual es constante ain con el cambio de régimen como
se puede observar en la tabla 4.4.
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semilla 1,2 semilla 2,1 semilla 1,3 semilla 2,3 semilla 3,1 semilla 3,2
el tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2
1 121.571 0.8 119.589 0.804 120.76 0.7942 119.979 0.7936 121.461 0.8104 118.591 0.8002
2 121.68 0.798 120.463 | 0.7969 | 119.886 | 0.7924 | 124.593 | 0.7927 | 120.167 | 0.8071 | 135.715 | 0.7993
3 121.196 0.7942 120.962 0.7996 119.87 0.7889 120.307 0.792 119.886 0.8051 127.878 0.7987
4 123.566 0.7942 127.187 0.7938 119.964 0.7893 119.169 0.7891 118.342 0.8064 121.821 0.7989
5 122.336 0.7953 | 121.257 | 0.8009 | 119.777 | 0.7893 120.51 0.7913 | 124.831 | 0.8071 124.16 0.7989
6 121.586 0.7904 119.714 0.7991 122.258 0.7858 120.12 0.7887 119.075 0.8036 122.444 0.7951
7 122.491 0.7944 | 119.168 | 0.7991 | 121.537 | 0.7889 | 120.588 | 0.7889 | 120.869 | 0.8033 | 121.992 | 0.7942
8 121.228 0.7927 120.073 0.7989 120.198 0.7909 119.262 0.7873 119.636 0.806 121.087 0.7942
9 126.172 0.7909 | 120.931 | 0.7991 | 119.449 | 0.7876 | 120.666 0.788 118.014 | 0.8078 | 128.934 | 0.7936
10 120.369 0.7931 | 120.182 | 0.7964 | 119.262 0.788 124.769 | 0.7824 | 118.997 | 0.8062 | 126.016 0.792
11 120.775 0.7902 121.914 0.7909 120.401 0.7871 123.021 0.7833 121.29 0.8002 121.227 0.7898

Tabla 4.3 Comparaciones con cambio de semilla y cambio de régimen de operacién. 500
puntos de simulacion por clase.

Régimen semilla 1,2 semilla 2,1 semilla 1,3 semilla 2,3 semilla 3,1 semilla 3,2
tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2
1 11,8465 | 0,7312 | 11,6437 | 0,7473 | 10,9205 | 0,7344 10,649 0,7329 11,1814 0,7498 10,7784 0,7387
2 10,69 0,7316 | 10,8181 | 0,746 | 10,8845 | 0,7329 10,5553 0,7318 10,7078 0,7453 11,3761 0,7367
8 10,4654 | 0,7311 | 10,8369 | 0,7418 | 10,8593 | 0,7273 10,6967 0,73 10,8225 0,7462 11,1713 0,7316
4 10,515 | 0,7276 | 10,6583 | 0,7396 | 10,889 | 0,7273 10,9432 0,7278 11,05 0,7427 10,7683 0,7284
5 10,7128 | 0,7302 | 10,4796 | 0,7402 | 10,7624 | 0,7273 11,0764 0,7269 10,8517 0,7436 10,8066 0,7293
6 10,7363 0,726 10,5436 | 0,7349 | 10,6631 | 0,7249 10,8296 0,7233 10,9069 0,7404 10,7349 0,726
7 10,5325 0,726 11,0327 | 0,7371 | 10,7978 | 0,7247 10,7349 0,72 10,8606 0,7413 10,9209 0,7269
8 10,6076 | 0,7253 | 10,6742 | 0,7341 | 10,8801 | 0,7233 10,8842 0,7209 10,9745 0,7396 10,9933 0,7278
9 11,0591 | 0,7273 | 10,8572 | 0,7356 | 10,6671 0,724 10,6497 0,7202 10,7689 0,7416 10,8021 0,7282
10 12,2411 | 0,7187 | 10,8862 | 0,7278 | 10,7487 | 0,7169 10,8431 0,7153 10,9483 0,7364 10,824 0,7204
11 10,8238 | 0,7207 | 10,8826 | 0,7271 | 10,9094 | 0,7153 10,8166 0,7109 10,9936 0,734 10,7754 0,7191

Tabla 4.4 Newpnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersion constante 0.026.

Si el valor de la dispersion se incrementa (en este caso a 1) la probabilidad se debe de
incrementar. Con un valor de dispersion de 1 la red es capaz de arrojar valores de
probabilidad del 75 %, un poco mejores que las anteriores, aunque cabe aclarar que el
hecho de se haya ampliado el rango de las clases hace mas facil el proceso de clasificacion
y por ende la probabilidad de clasificacion correcta es mayor. En esta experimentacion
también se hizo cambio de semillas y de regimenes de operacion. Esta red es capaz de
clasificar de igual manera, en todos los regimenes y con todos los cambios de semilla, tabla

4.5
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semilla 1,2 semilla 2,1 semilla 1,3 semilla 2,3 semilla 3,1 semilla 3,2
Régimen
tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2
1 11,9435 | 0,7551 12,0091 0,7727 11,7233 0,7493 11,71 0,7473 11,4082 0,7709 11,5005 0,758
2 11,5463 | 0,7536 11,1512 0,7702 11,7756 0,7489 12,105 0,7467 11,6695 0,7696 11,7451 0,7567
3 11,6029 | 0,7542 11,9957 0,7682 11,1706 0,7487 11,6794 0,7473 11,7055 0,7676 11,5028 0,7549
4 11,6389 | 0,7538 11,147 0,7676 11,1076 0,7406 11,7434 0,7444 11,6443 0,7669 11,6307 0,754
5 11,8691 | 0,7533 12,2185 0,7687 12,01 0,7473 11,7699 0,7449 11,6136 0,7682 11,4747 0,7533
6 11,8448 | 0,7507 11,8425 0,7649 11,15 0,7449 11,9356 0,7429 11,5077 0,7656 12,9255 0,7518
7 11,5278 | 0,7516 11,342 0,7651 10,2055 0,7433 11,4105 0,7429 11,6197 0,7662 12,6973 0,7527
8 11,6886 | 0,7511 11,8897 0,7662 11,0712 0,7427 12,0385 0,7418 11,4749 0,7658 11,531 0,7527
9 11,6591 | 0,7527 11,8633 0,7676 11,1748 0,7424 11,7185 0,7427 11,6835 0,7673 11,6362 0,7533
10 11,6355 | 0,7466 11,4397 0,7636 11,8527 0,738 11,5151 0,7373 11,5889 0,7631 0,7464 0,7467
11 11,1936 | 0,7478 11,1194 0,7609 12,0494 0,7373 11,5493 0,7364 11,5233 0,7607 11,62213 0,7467

Tabla 4.5 Newpnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersién constante 1.

Incrementando el valor de la dispersion (tabla 4.6) disminuye la probabilidad hasta el 60 %,
observando los resultados se puede llegar a la conclusion una vez mas de que la red es buen
clasificador y es estable, aqui aunque los valores de probabilidad aunque bajos también son

constantes.

spread 5 semilla 1,2 semilla 2,1 semilla 1,3 semilla 2,3 semilla 3,1 semilla 3,2

500 ptos tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2 tiempo PD2
1 11,1147 | 0,6342 11,5575 0,6464 11,6586 0,6224 11,3499 0,622 11,3992 0,6447 11,3812 0,6376
2 11,1139 | 0,6342 11,5616 0,6462 11,8115 0,6229 11,324 0,6224 11,3887 0,6446 11,68454 0,6376
8] 1,1244 0,6333 11,4128 0,6424 11,3571 0,6216 11,3331 0,6216 11,2349 0,644 11,7601 0,6351
4 11,2019 | 0,6329 10,5254 0,6422 11,728 0,6244 11,1902 0,6218 11,375 0,6433 11,6254 0,6327
5 11,0903 | 0,6342 | 10,8764 | 0,6467 11,2364 0,6244 11,5481 0,6236 11,2073 0,646 11,3325 0,6351
6 11,0996 | 0,6304 11,5663 0,644 11,2808 0,6222 11,4059 0,6207 11,2542 0,6416 11,3278 0,6318
7 11,2624 | 0,6313 11,6379 0,6442 11,161 0,6236 11,6719 0,622 11,3363 0,6433 11,4102 0,6316
8 11,1029 | 0,6336 11,5742 0,646 11,3353 0,6247 11,4468 0,6236 11,5898 0,6476 11,4085 0,632
9 11,2518 | 0,6364 | 11,3102 | 0,6516 11,2946 0,6273 11,3492 0,6258 11,3955 0,6518 11,7058 0,6371
10 11,0375 | 0,6311 11,1891 0,6462 11,28 0,6229 11,4028 0,6207 11,194 0,6467 11,7588 0,6324
11 11,0097 | 0,6313 10,715 0,6431 11,505 0,6249 11,7906 0,6229 11,4229 0,646 11,6087 0,6311

Tabla 4.6 Newpnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersion constante 5.

Como se puede observar, independientemente del valor de dispersion y de las semillas, esta
red en general tiene un tiempo de entrenamiento relativamente bajo, pues 12 segundos es

incluso un poco menor que la mejor de las redes de retropropagacion (trainrp).
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4.3.3 Red de regresion generalizada

Esta red de regresion generalizada, al igual que la red tipo probabilistica, requiere grandes
cantidades de memoria, asi que en la primera etapa de experimentacion fue necesario
determinar cual es valor maximo de puntos de operacién soportados por el compilador. La
tabla 4.7 muestra la comparacién con diferente nimero de puntos de simulacion. Como se
puede, observar la red incrementa la probabilidad con el incremento de puntos de
simulacion, el tiempo también se ve afectado siendo incrementando de manera proporcional
al nimero de puntos. EI compilador fue incapaz de realizar la clasificacion con 500 puntos
de simulacién, el méximo soportado fue de 450, por lo cual, todos los experimentos
posteriores fueron realizados con este nimero de puntos de simulacion, mismos con los
cuales se alcanza una probabilidad del 73 %, lo suficientemente buena para ser
considerable, ademas el tiempo de entrenamiento con esta red es relativamente bajo.

Semilla 0,1 100 ptos 200 puntos 300 Puntos 350 Puntos 450 Puntos
Régimen Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2
1 3,4787 0,6856 7,3862 0,7333 13,8809 0,7237 18,12 0,739 61,1761 0,7432
2 3,462 0,6833 7,4132 0,7294 13,8007 0,7193 17,7236 0,7362 46,0648 0,739
3 3,3522 0,6889 7,4019 0,7289 13,9196 0,71 18,1549 0,7317 49,5452 0,7358
4 3,4157 0,6889 7,37 0,7306 14,0136 0,71 18,3282 0,7302 61,6775 0,7363
5 3,4019 0,6856 7,2876 0,7294 13,783 0,7126 18,2767 0,7308 61,2707 0,7378
6 3,4357 0,6867 7,3789 0,7289 13,9042 0,7093 18,1905 0,7308 47,303 0,7323
7 3,443 0,6856 7,343 0,73 13,8717 0,7089 18,2442 0,7298 49,9093 0,7321
8 3,3936 0,6822 7,284 0,7294 13,9428 0,7107 18,2199 0,7311 35,9907 0,7326
9 3,2803 0,6856 7,3647 0,7311 13,8743 0,7052 18,2846 0,7321 25,7156 0,7341
10 3,4325 0,6856 7,402 0,7272 14,1046 07 18,3216 0,7286 49,2592 0,7286
11 3,4538 0,6822 7,4009 0,7228 13,986 0,7022 18,375 0,7248 30,5932 0,7257

Tabla 4.7 Newgrnn con variacion en el nimero de puntos de simulacion y régimen de
operacion, numero llave 0,1, dispersion 0.026.

Observando la tabla anterior es posible darse cuenta que las probabilidades con 350 puntos
son parecidas a las de 450 puntos, la Unica diferencia es el tiempo de entrenamiento: entre
mas puntos de simulacién, mayor es el tiempo de entrenamiento. El siguiente analisis hecho
fue manteniendo 350 puntos de simulacion, manteniendo el valor de la dispersidn contante
y haciendo el cambio de semilla, con ello fue posible darse cuenta que este cambio no es
determinante en el comportamiento de la red. La red sigue dando valores de probabilidad
cercanos al 75% y tiempos de operacion alrededor de los 20 segundos.
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350 Puntos, spread 0.026

semilla 01 semilla 12 semilla 21 semilla 31 semilla 32
Régimen Tiempo (s) PD2 Tiempo () PD2 Tiempo () PD2 Tiempo (s) PD2 Tiempo (s) PD2
1 18,12 0,739 18,111 0,741 18,2097 0,7483 18,2172 0,7517 18,5933 0,7492
2 17,7236 0,7362 18,2938 0,7359 18,5967 0,7435 18,3993 0,7486 18,8031 0,7438
3 18,1549 0,7317 18,2881 0,7327 18,1081 0,7432 18,248 0,7406 19,4297 0,741
4 18,3282 0,7302 18,4115 0,7333 18,2931 0,7425 18,4487 0,7425 18,5787 0,7413
5 18,2767 0,7308 18,3395 0,7317 18,2321 0,7419 18,4434 0,7444 18,8455 0,7438
6 18,1905 0,7308 18,3654 0,7276 18,2434 0,739 18,4254 0,7406 18,8407 0,7371
7 18,2442 0,7298 18,145 0,7276 18,579 0,7371 18,6444 0,74 18,5155 0,7387
8 18,2199 0,7311 18,4344 0,7305 18,2907 0,7371 18,4156 0,7403 18,4291 0,7352
9 18,2846 0,7321 18,1785 0,7267 18,3467 0,7371 18,4932 0,7419 18,2755 0,7378
10 18,3216 0,7286 18,315 0,7194 18,6105 0,7343 18,4603 0,7384 18,4945 0,7267
11 18,375 0,7248 18,3002 0,7197 18,4881 0,734 18,7264 0,7343 18,4004 0,7267

Tabla 4.8 Newgrnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersion constante 0.026 y 350 puntos de simulacion.

El mismo analisis anterior fue hecho pero con 450 puntos de simulacion, la probabilidad
incrementa aproximadamente un 2 %, pero el tiempo incrementa de 20 a 55 segundos (tabla
4.9). La red mostro ser estable, a pesar del cambio de régimen de operacién y cambio de
semilla, la matriz muestra un comportamiento estable.

450 Puntos, spread 0.026

semilla 01 semilla 12 semilla 21 semilla 31 semilla 01
Régimen Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2
1 61,1761 0,7432 53,1183 0,7348 53,7176 0,7541 33,9258 0,7462 44,7479 0,7373
2 46,0648 0,739 79,8544 0,7319 41,2561 0,7511 37,1206 0,7447 33,7699 0,7323
8] 49,5452 0,7358 49,9261 0,7279 29,7512 0,7422 29,3706 0,7415 46,4225 0,7279
4 61,6775 0,7363 47,077 0,7259 32,6582 0,74 56,104 0,7407 31,3833 0,7289
5 61,2707 0,7378 126,7171 0,7257 34,7604 0,7402 46,0183 0,7427 41,3248 0,7299
6 47,303 0,7323 56,384 0,7225 25,1282 0,7375 39,5296 0,7388 49,8648 0,7257
7 49,9093 0,7321 62,8276 0,7225 32,0667 0,737 55,2873 0,739 43,5724 0,7259
8 35,9907 0,7326 64,2082 0,7212 37,7736 0,7388 33,997 0,7385 34,7818 0,7262
9 25,7156 0,7341 47,8297 0,7217 30,3167 0,736 35,0194 0,7388 57,553 0,7284
10 49,2592 0,7286 47,3287 0,717 63,005 0,7316 57,1206 0,7304 55,2597 0,724
11 30,5932 0,7257 41,7122 0,7138 45,4154 0,7299 42,9216 0,7284 42,1161 0,7198

Tabla 4.9 Newgrnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersion constante 0.026 y 450 puntos de simulacion

Al igual que con la red de retropropagacion, se hizo el analisis incrementando el valor de la
dispersion a un valor de 1, con lo cual la red da valores de probabilidad parecidos a las
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redes de retropropagacion. Incrementa el valor de la probabilidad hasta 77 % (solo en
algunos casos), el tiempo de entrenamiento ronda el minuto (tabla 4.10).

450 Puntos, spread 1

semilla 01 semilla 12 semilla 21 semilla 31 semilla 32
Régimen Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2
1 65,166 0,7689 59,0548 0,7595 33,2525 0,7728 41,935 0,776 23,4506 0,7637
2 37,1517 0,7677 61,6509 0,7575 63,3585 0,7701 33,4224 0,7738 34,3354 0,761
S 57,4673 0,7669 55,4378 0,7565 42,1495 0,7679 27,8734 0,7709 40,6192 0,7598
4 32,4478 0,7662 43,0012 0,7563 53,9362 0,7667 58,0237 0,7709 42,4366 0,7595
5) 32,4645 0,7659 65,0911 0,7541 40,0086 0,7686 64,5969 0,7726 50,0397 0,7602
6 30,4338 0,7612 46,6225 0,7519 47,4909 0,764 51,2447 0,7681 34,351 0,7568
7 37,8703 0,7607 68,2375 0,7514 38,9032 0,7642 38,4449 0,7681 49,7398 0,7565
8 36,2208 0,7612 57,4784 0,7521 31,0906 0,7644 43,402 0,7681 35,9523 0,7573
9 38,8759 0,7635 50,9287 0,7536 39,9514 0,7659 43,2928 0,7694 40,669 0,7565
10 36,546 0,758 39,1711 0,7469 29,8302 0,7602 42,1351 0,7654 36,425 0,7523
11 49,123 0,7546 49,471 0,7464 30,0975 0,7573 38,8879 0,7637 37,0266 0,7504

Tabla 4.10 Newgrnn con cambio de semilla y cambio de régimen de operacion. Valor de
dispersion constante 1 y 450 puntos de simulacion.

Por altimo se analiz6 el comportamiento con un valor de dispersion de 5 (tabla 4.10); al
igual que las redes probabilisticas, disminuye la probabilidad en comparacién con los
valores de la tabla anterior.

450 Puntos spread 5

semilla 01 semilla 12 semilla 21 semilla 31 semilla 32
Régimen Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2 Tiempo PD2
1 72,8239 0,6417 59,0548 0,7595 33,2525 0,7728 41,935 0,776 23,4506 0,7637
2 68,1892 0,6427 61,6509 0,7575 63,3585 0,7701 33,4224 0,7738 34,3354 0,761
3 49,0879 0,639 55,4378 0,7565 42,1495 0,7679 27,8734 0,7709 40,6192 0,7598
4 52,5562 0,6385 43,0012 0,7563 53,9362 0,7667 58,0237 0,7709 42,4366 0,7595
5 34,1864 0,6415 65,0911 0,7541 40,0086 0,7686 64,5969 0,7726 50,0397 0,7602
6 27,7976 0,6385 46,6225 0,7519 47,4909 0,764 51,2447 0,7681 34,351 0,7568
7 30,5653 0,6378 68,2375 0,7514 38,9032 0,7642 38,4449 0,7681 49,7398 0,7565
8 34,6803 0,64 57,4784 0,7521 31,0906 0,7644 43,402 0,7681 35,9523 0,7573
9 23,4769 0,6447 50,9287 0,7536 39,9514 0,7659 43,2928 0,7694 40,669 0,7565
10 37,8054 0,6427 39,1711 0,7469 29,8302 0,7602 42,1351 0,7654 36,425 0,7523
11 23,1841 0,6398 49,471 0,7464 30,0975 0,7573 38,8879 0,7637 37,0266 0,7504

Tabla 4.11 Newgrnn con cambio de semilla y cambio de régimen de operacién. Valor de
dispersion constante 5y 450 puntos de simulacion
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4.4 Comparacion y resultados de las mejores redes

Para la comparacion de las redes con mejores resultados, se hicieron dos anélisis. El
primero de ellos, el anélisis para la identificacion de clases simples y el segundo para la
identificacion de clases multiples. Al referir clases multiples, se plantea el desarrollo de
mas de una falla en paralelo.

La tabla 4.12 muestra los resultados obtenidos de los célculos para clasificacion de fallas
simples. En la tabla se puede observar que la funcion trainrp de retropropagacion, asi como
la funcidn de base radial newrb, tienen valores de probabilidad mas altos y parecidos entre
ellas, sin embargo el tiempo de célculo es mayor en el caso de la funcion newrb. Las
funciones tanto probabilisticas como de regresion mostraron tener una probabilidad de
diagnostico parecida, del 75 %. Otra caracteristica interesante es que las probabilidades se
mantienen constantes con el cambio de semilla, asi como con el cambio de régimen de
operacion.

Variables
Reg.
Metodo

trainrp 7,1138 0,8104 8,082 0,8169 7,8127 0,8047 7,8064 0,8085 7,7561 0,8162 7,7456 0,8102
newrb 121,68 0,798 120,463 | 0,7969 [ 119,886 | 0,7924 (| 124,593 | 0,7927 || 120,167 | 0,8071 135,715 0,7993
2 newpnn 11,5463 | 0,7536 || 11,1512 | 0,7702 || 11,7756 | 0,7489 12,105 0,7467 || 11,6695 | 0,7696 11,7451 0,7567
newgrnn 75,4349 [ 0,7575 | 70,7678 | 0,7701 || 57,3249 | 0,7494 (| 42,3877 | 0,7472 || 50,0758 | 0,7738 38,4773 0,761
trainrp 6,8999 0,8082 7,9393 0,8113 7,6205 0,7969 7,8284 0,802 7,784 0,8149 7,6476 0,808
newrb 123,566 | 0,7942 || 127,187 | 0,7938 || 119,964 | 0,7893 || 119,169 | 0,7891 || 118,342 | 0,8064 121,821 0,7989
! newpnn 11,6389 | 0,7538 11,147 0,7676 || 11,1076 | 0,7406 || 11,7434 | 0,7444 || 11,6443 | 0,7669 11,6307 0,754
newgrnn | 73,9894 | 0,7563 || 63,0691 | 0,7667 || 79,8563 | 0,7474 48,094 0,743 48,2959 | 0,7709 37,807 0,7595

7,4105 | 0,8062 (| 7,9187 | 0,8127 (| 7,6653 [ 0,7964 || 7,5294 | 0,7996 || 7,6556 0,81 7,8712 0,8073

121,228 | 0,7927 (| 120,073 | 0,7989 || 120,198 | 0,7909 || 119,262 | 0,7873 || 119,636 | 0,806 121,087 | 0,7942

11,6886 | 0,7511 | 11,8897 [ 0,7662 || 11,0712 | 0,7427 || 12,0385 | 0,7418 || 11,4749 [ 0,7658 11,531 0,7527

60,3891 | 0,7521 | 50,6365 | 0,7644 || 59,9075 | 0,7425 || 51,1254 | 0,7405 || 46,4046 | 0,7681 || 44,6493 | 0,7573

7,9275 | 0,8011 || 7,8748 | 0,8029 || 7,7685 | 0,7878 || 7,5564 [ 0,7913 || 7,8688 [ 0.8071 7,6736 0,8011

120,775 | 0,7902 | 121,914 | 0,7909 (| 120,401 | 0,7871 || 123,021 | 0,7833 || 121,29 | 0,8002 (| 121,227 | 0,7898

11,1936 | 0,7478 | 11,1194 [ 0,7609 [ 12,0494 | 0,7373 || 11,5493 | 0,7364 || 11,5233 [ 0,7607 || 11,62213 | 0,7467

72,7591 | 0,7464 || 61,7146 | 0,7573 || 43,2649 | 0,7378 || 62,7971 | 0,7343 || 53,858 [ 0,7637 || 42,1649 | 0,7504

Tabla 4.12 Comparacion de redes en clasificacion con clases simples, con 500 puntos de
operacion.

Si comparamos s6lo las probabilidades, se puede observar que la red entrenada con la
funcion trainrp, es la que mejor desempefio tiene y que la funcién newrb tiene
probabilidades parecidas. La figura 4.7 muestra esta comparacion para una sola
combinacion de semillas.
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Figura 4.7 Probabilidad en distintos regimenes y con cambio de nimeros semilla, para
clases simples.

Por otro lado, comparando el tiempo, es la funcion probabilistica la que tiene resultados
comparables con la funcion trainrp. En este caso la cuspide la tiene el entrenamiento con la
funcion trainrp, en donde el tiempo de entrenamiento es de aproximadamente 120
segundos. La figura 4.8 muestra el tiempo de calculo para cada régimen de operacion en
una sola combinacion de semillas.

Tiempo (s)

AR A W A / m
TNV NV L VNV

trainrp |
newrb
newpnn
newgrnn
trainrp l
newrb
newpnn |
newgrnn
trainrp
newrb
newpnn
newgrnn
trainrp
newrb
newpnn
newgrnn |

Figura 4.8 Tiempo de calculo para una sola combinacion de semillas en diferentes
regimenes de operacion. Clases simples.

De lo anterior se puede concluir que es la red tipo retropropagacion, entrenada con la
funcion resilente, la que presenta mejores caracteristicas, tanto en tiempo de célculo como
en probabilidad de diagnostico.

La tabla 4.13, muestra los mismos calculos, pero en este caso para clasificacion de falla
maultiple, las probabilidades de diagndstico incrementan, lo cual es logico pensar si se
considera que la clasificacion considera la interseccion entre las clases. En este caso, la red
da probabilidades de asercion de alrededor del 85 %, siendo en este caso las redes de base
radial las que tienen mayor probabilidad.
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semilla 2,1 semilla 2,3 semilla 3,2

ariables
Reg. T PD2 T PD2 T PD2
Método

trainrp 3,8668 0,856 3,8106 0,8665 3,8441 0,865 3,7963 0,865 3,8611 0,8645 3,8471 0,864

newrb 6,4794 0,87 6,3501 | 0,8605 (| 6,4153 0,865 6,4183 | 0,8585 || 6,3898 [ 0,8625 6,3916 0,8675

? newpnn 2,937 0,839 2,9368 0,823 2,9059 0,823 2,8899 0,825 2,8947 0,833 2,9426 0,847
newgrnn 3,1017 0,839 3,1116 0,823 3,047 0,823 3,1341 0,825 3,1701 0,833 3,1365 0,847
trainrp 3,8867 0,8635 3,8078 0,8665 3,8673 0,868 3,7731 0,8695 3,8767 0,8715 3,8221 0,864

. newrb 6,6373 0,867 6,606 0,864 6,3535 0,862 6,3557 0,853 6,4037 0,8595 6,4032 0,86

newpnn 2,9454 0,834 2,9314 0,8255 2,8925 0,821 2,909 0,826 2,9194 0,836 2,9198 0,849

newgrnn 3,1218 0,834 3,1077 | 0,8255 | 3,0707 0,821 3,1349 0,826 3,1591 0,836 3,1585 0,849

3,8568 | 0,8605 (| 3,8198 | 0,8635 3,779 0,865 3,8032 0,865 3,8384 ([ 0,8585 3,8463 0,8625

6,6477 | 0,8685 (| 6,2963 | 0,8585 (| 6,3888 0,866 6,4065 | 0,8575 [| 6,4013 0,854 6,3883 0,858

2,9636 | 0,8295 (| 2,9422 | 0,8215 2,8911 | 08185 || 2,8724 0,82 2,9887 0,8295 2,9905 0,8405

3,061 0,8295 3,127 0,8215 3,0563 | 0,8185 | 3,1937 0,82 3,128 0,8295 3,1446 0,8405

3,8516 | 0,8565 (| 3,8651 0,86 3,8131 | 08625 || 3,8074 | 0,8615 [| 3,8229 0,863 3,8351 0,855

6,4157 | 0,8665 (| 6,3491 0,848 6,4132 | 0,8605 || 6,4033 | 0,8505 || 6,3974 | 0,8505 6,4027 0,857

2,9604 0,82 2,9236 | 0,8165 2,9618 0,81 2,8478 0,817 2,978 0,825 2,9307 0,8355

3,0905 0,82 3,1413 | 0,8165 || 3,1378 0,81 3,036 0,817 3,1615 0,825 3,2022 0,8355

Tabla 4.13 Comparacion de redes en clasificacion con clases multiples, con 500 puntos de
operacion.

En este caso es la red radial (newrb) la que tiene mayor indice de confianza, sin embargo la
red trainrp, alrededor del 82 %. Como se pude ver, estos valores de probabilidad se
mantienen constantes, una vez mas, con el cambio de régimen. Nota: esta gréafica
corresponde a un solo valor de semilla, para el resto se observaron resultados similares.

0.88
o T2\ —\ A A
N/ N7 \ \
085 N\

\

0.83
0.82
0.81

0.8
0.79 T T T T T T T T T T T T T T T ]

Probabilida PD2

Figura 4.9 Probabilidad en distintos regimenes y sin cambio de nimeros semilla para
clases multiples.

En este caso es la red probabilistica la que toma menor tiempo para el calculo, y la red de
base radial la que toma el mayor tiempo de célculo, como en la previa gréfica.
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Figura 4.10 Tiempo de célculo para una sola combinacion de semillas en diferentes
regimenes de operacion. Clase multiple.

Conclusiones

Se analizaron en total 15 métodos de clasificacion aplicados al diagnostico paramétrico. De
las 12 funciones de entrenamiento de retropropagacion, fueron sélo 2 las que mostraron
tiempos de entrenamiento menor a dos minutos, dando con ello una probabilidad del 80 %.
Estas redes mostraron comportamiento estable ocupando hasta 2000 puntos de simulacion,
lo cual es benéfico porque pueden ser aplicadas en un rango amplio de datos. Los tres
métodos restantes basados en redes neuronales del tipo radial, mostraron ser unos
excelentes clasificadores con tiempo de operaciéon entre 10 y 60 segundos, aunque se
sacrifica un poco la probabilidad, entre 71 y 76 %, més sin embargo los resultados son
aceptables para un de diagndstico correcto. La Gltima fase de experimentacién muestra que
la red de retropropagacion entrenada con la funcion trainrp es la que tiene mejores
resultados en todas las condiciones: es estable, tienen un tiempo de entrenamiento de solo
algunos segundos y no es costosa computacionalmente hablando.
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CONCLUSIONES GENERALES

En general, para las redes que contienen hasta unos cien pesos de conexion, el algoritmo de
Levenberg-Marquardt tendra la convergencia méas rapida. En muchos casos, la trainlm es
capaz de obtener ECM inferiores que cualquiera de los otros algoritmos probados. Sin
embargo, a medida que aumenta el nimero de pesos de la red, disminuye la ventaja de
trainlm. Ademas, el rendimiento de trainlm es relativamente pobre en problemas de
reconocimiento de patrones.

La funcion de trainrp es el algoritmo mas rapido. Su rendimiento también se degrada
cuando se reduce la meta de error. Los requisitos de memoria para este algoritmo son
relativamente pequefios en comparacion con los otros algoritmos considerados. Los
algoritmos de gradiente conjugados CGS son casi tan rapidos como el algoritmo de LM y
casi tan rapidos como trainrp. Su rendimiento no se degrada rapidamente igual rendimiento
de trainrp cuando el error se reduce. Los algoritmos de gradiente conjugado tienen
requisitos de memoria relativamente modestos. El rendimiento de trainbfg es similar a la de
trainlm, pero el tiempo de computo necesario aumenta debido al calculo de la matriz
inversa en cada iteracion. La variable traingdx es generalmente mucho mas lenta que los
otros métodos Yy tiene los mismos requisitos de almacenamiento de informacion que trainrp.

Los algoritmos de redes radiales mostraron un buen desempefio cuando trabajan con un
volumen de datos pequefio, al incrementar el volumen de datos se incrementa la cantidad de
memoria necesaria y por ende no se puede trabajar con grandes volimenes de datos. La red
radial de disefio exacto es indtil en este caso, ya que al tener un valor grande en los puntos
de simulacion, la red exige una matriz de igual tamafio, lo cual implica grandes volumenes
de datos imposibles de procesar en una computadora comdn (2Gb RAM, 1.8 MHz).

Sin la red radial es limitada en el numero de neuronas como en el caso de la red eficiente,
se demostrd que con un maximo de 20 neuronas se pueden lograr aproximaciones casi
iguales a las de redes de retropropagacion. Las redes probabilisticas trabajan de igual
manera que las redes de regresion generalizada, éstas solo pueden trabajar con un méaximo
de 500 puntos de simulacion con una computadora de 2 Gb en RAM vy una velocidad de
procesador de 1.8 MHz. La principal limitacion es la memoria RAM.

Las probabilidades de diagnostico son consideradas como buenas arriba del 75 %, con ello
se asegura tener un buen reconocimiento de fallas, sin problemas de sobre entrenamiento y
sin problemas por la falta de €l. Los tiempos de ejecucion en los métodos que requieren
mayor tiempo de entrenamiento llegan a alcanzar hasta algunas horas, mas sin embargo, en
el presente trabajo no fueron considerados; se describieron los métodos con tiempos de
entrenamiento menor a 20 minutos. Y para comparaciones, solo de los que tiene tiempos
menores a 2.5 minutos fueron expuestos.

De los resultados se puede decir que las redes trainrp, radial de disefio mas eficiente,
probabilisticas son capaces de arrojar valores de probabilidad y tiempo parecidos. Si se
considera utilizar gran cantidad de puntos de entrenamiento, la funcion trainrp es la mejor
opcidn, referente a probabilidad y tiempo, méas sin embargo si se tiene relativamente pocos
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puntos de simulacion y se quiere hacer el proceso en forma répida, las redes radiales
también son opcién.
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RECOMENDACIONES

Otros algoritmos como los de SVM estan ganado terreno hoy en dia, seria interesante
aplicar éstos a diagnostico paramétrico y comparar con los experimentos realizados. Estos
algoritmos estan disefiados para trabajar bajo diferentes ambientes, asi que se recomienda
hacerlos trabajar en Matlab, para tener un punto de comparacion.

Con los experimentos mostrados es posible aplicar los algoritmos con mejor desempefio a
sistemas de control que puedan reaccionar en forma rapida y eficiente para diagnosticar un
motor de turbina de gas. Asi pues, se recomienda trabajar en un sistema de control
automatico que utilice estos algoritmos y que sea capaz de dar un prondstico en base al
monitoreo y diagndstico hecho por el mismo.

Todos los experimentos fueron desarrollados con un solo motor que aunque considera
diferentes condiciones de operacion se recomienda hacer los mismos experimentos con otro
motor.
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APENDICE A: ALGORITMOS
**PRINCIPAL.

Este es un programa que permite comparar el comportamiento de diferentes redes
neuronales con aplicacion al diagnostico paramétrico de turbinas de gas.

El programa se abre con el programa Ilamado principal, en la primera ventana se
observaran los valores que se pueden cambiar para realizar las diferentes pruebas. Los
datos fueron obtenidos de una turbina de gas en 11 diferentes regimenes de operacion,
tomando un total de 21 puntos de operacion, alrededor de los cuales dandoles una
dispersion normal, se obtiene el total de puntos de operacion (también son dados por el
usuario). Después de que se han dado el total de los datos necesarios, se procede a elegir el
tipo de entrenamiento, se puede elegir entre 12 diferentes tipos, una vez que se escoge el
método, el programa comienza a calcular; una vez que termina el entrenamiento, se
grafican las clases del lado derecho, y en la ventana sobrepuesta se observa el resultado del
entrenamiento. También se puede elegir una red del tipo radial, en cuyo caso solo se tiene
que elegir el numero de neuronas que se quiere que tenga el proceso y de igual forma
comienza a realizar los calculos; en la parte inferior de la ventana, aparecera el tiempo total
que se llevé el entrenamiento, asi como la probabilidad de diagnostico correcto de la red.

***Principal****

clc;

clear all;

close all;

h_fig=figure(1);
set(h_fig,'Position’,[20,70,1200,650],...

‘Name', 'ING EULALIO TORRES GARCIA,
‘NumberTitle','off', 'Menubar','none’);
BC=get(h_fig,'Color");

%%%encabezado
h_frame= uicontrol(h_fig, 'style','frame’,...

'Units','normalized',...

'Interruptible’,'off',...

'Position’,[0.20,0.94,0.55,0.06]....

'‘BackgroundColor',[0.1,0.1,0.1]);
uicontrol(h_fig,'style','text',...

'Units','normalized’,...

'Position’,[0.25,0.95,0.45,0.04],...

'ForegroundColor',[0,0,0],...

'FontWeight','bold',...

'FontSize',12,...

'String', DIAGNOSTICO  PARAMETRICO DE
TURBINAS DE GAS POR RNAY);
%%%puntos de simulacion
h_frame= uicontrol(h_fig, style',' frame',...

'Units','normalized',...

'Interruptible’,'off',...

'Position’,[0,0.84,1,0.1]....

'‘BackgroundColor',[.5,0.5,0.3]);
h_frame= uicontrol(h_fig, 'style','text',...

'Units','normalized',...

'Position’,[0.01,0.9,0.165,0.02],...

'ForegroundColor',[0,0,1],...

'FontWeight','bold',...

'String',PUNTOS A SIMULARY;

h_pop1= uicontrol(h_fig,'style','popupmenu’,...
'Units','normalized:,...
'Position’,[0.065,0.85,0.04,0.05],...
'String’,'10]20|100|350]500/1000|1500}2000',...
'‘BackgroundColor',[0.5,0.5,0.5]....
'ForegroundColor',[1,1,1],...
'FontWeight','bold',...
‘Callback’,'DostNeuro02");

%%regimen de operacion

h_frame=uicontrol(h_fig,'style','text’,...
'Units','normalized',...
'Position’,[0.2,0.9,0.055,0.02]....
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'String',REGIMEN");

h_pop2= uicontrol(h_fig,'style’,'popupmendu’,...
'Units','normalized',...
'Position’,[0.205,0.85,0.04,0.05]....
'String’,'1|2|3|4/5|6|7|8/9]10|11",...
'‘BackgroundColor',[0.5,0.5,0.5]....
'ForegroundColor',[1,1,1],...
'FontWeight','bold',...
‘Callback’,'DostNeuro02");

%%semilla 1

h_frame= uicontrol(h_fig, style','text',...
'Units','normalized',...
'Position’,[0.3,0.9,0.055,0.02],...
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'String', SEMILLA 1;

h_pop3= uicontrol(h_fig,'style','popupmendu’,...
'Units','normalized',...
'Position’,[0.31,0.84,0.035,0.06]....
'String','1|2|3",...
'‘BackgroundColor',[0.5,0.5,0.5]....



'ForegroundColor',[1,1,1],...
'FontWeight','bold',...
'Callback’,'DostNeuro02');
%%%%semilla 2
h_frame= uicontrol(h_fig, 'style','text’,...
'Units','normalized',...
'Position’,[0.4,0.9,0.055,0.02]....
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'String','SEMILLA 2;
h_pop4= uicontrol(h_fig,'style’,'/popupmenu’,...
'Units','normalized',...
'Position’,[0.41,0.84,0.035,0.06],...
'String','12J3",...
'‘BackgroundColor',[0.5,0.5,0.5],...
'ForegroundColor',[1,1,1],...
'FontWeight','bold',...
'Callback’,'DostNeuro02");
%%%tipo de red a entrenar%%%
h_pushl=uicontrol(h_fig,'style','pushbutton’,...
'Units','normalized',...
'Position’,[0.5,0.86,0.09,0.06]....
'String','Retropropagacion’,...
'FontAngle','ltalic',...
'Callback','inicio3");
h_push2=uicontrol(‘parent',h_fig,'style','pushbutton’,...
'Units','normalized',...
'Position’,[0.7,0.86,0.09,0.08]....
'String','Red-radial’,...
'FontAngle','italic’,...
'Callback','inicio4");
Handles.popl=h_pop1;
Handles.pop2=h_pop2;
Handles.pop3=h_pop3;
Handles.pop4=h_pop4;
Handles.pushl=h_push1,;
Handles.push2=h_push2;
set(h_fig,'UserData’,Handles);
*** Dots Neuro02***
h_fig=gcbf;
H=get(h_fig,'UserData’); %datos guardados en figura
h_pop1=H.pop1;
h_pop2=H.pop2;
h_pop3=H.pop3;
h_pop4=H.pop4;
%%%%puntos de simulacion
puntos_select=get(h_pop1,'Value’;
switch puntos_select
case 1
ktd=10;
case 2
ktd=20;
case 3
ktd=100;
case 4
ktd=350;
case 5
ktd=500;
case 6
ktd=1000;
case 7
ktd=1500;

case 8
ktd=2000;
end
% Cantida de puntos a similar por clase
krg=11; % cantidad de regimenes.
%regimen a analizar
regimen_select=get(h_pop2,'Value");
switch regimen_select
case 1
nreg=1;
case 2
nreg=2;
case 3
nreg=3;
case 4
nreg=4,
case 5
nreg=>5;
case 6
nreg="6;
case 7
nreg=7,
case 8
nreg=8,;
case 9
nreg=9;
case 10
nreg=10;
case 11
nreg=11;
case 12
nreg=12;
end
kdf=9; % Cantidad de clases
kdl=21; 9% Cantidad de puntos de interpolacion para el
desarrollo de cada clase.
kdf0=9; 9% NUmero maximo de clases
kdf1=9; 9% Numero de clases simples
idef2=0; kdf2=4; % clases multiples
kpr0=6; % Cantida de parmetros
%%riniciacion de generadores aleatorios
semillal=get(h_pop3,'Value’);
switch semillal
case 1,
nra=1;
case 2
nra=2;
case 3
nra=3;
end
nrl=nra;
semilla2=get(h_pop4,'Value);
switch semilla2
case 1,
nrb=1;
case 2
nrb=2;
case 3
nrb=3;
end
nr2=nrb;
%
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DY=[0.015 0.015 0.025 0.015 0.020 0.020]; %
parametros de error maximo
krdd=krg*kdfo*kdl;
i_EarlyStop=0; % Opcion Early Stopping
% EJEMPLOS DE ENTRENAMIENTO
% Lectura del archivo
fid=fopen('dpar.dat’,'rt");
BT=fscanf(fid,'%g',[kpr0,krdd]);
BB=BT
for ipr=1:kpr0
BB(:,ipr)=BB(:,ipr)/DY (ipr);
end;
% Formacion del arreglo multidimensional
for irg=1:krg
for idf=1:kdf0
for idI=1:kdl
irdd=(irg-1)*kdfo*kdI+(idf-1)*kdl+idl;
B(:,idl,idf,irg)=BB(irdd,:);
end;
end;
end;
% Determinacion del regimen de operacion
D=B(:,:,:,nreq);
% Ejemplos de entrenamiento
ZE=ones(kpr0,1);
ZD_1=ones(kpr0,1);
ZD_2=ones(kpr0,1);
rand(‘state’,nrl); randn('state’,nrl);
Ilave de los generadores aleatorios
if idef2==0
kdf=kdf1;
else
kdf=kdf2;
end;
for idf=1:kdf
for itd=1:ktd
ZE=randn(size(ZE))/3.0;
dzn=randn/3.0;
if idef2==0
Id=rand*(kdl-1); ii=floor(ld)+1; alfa=ld-ii+1;
ZD1(;,itd,idf)=D(:,ii,idf)*(1-
alfa)+D(:,ii+1,idf)*alfa+ZE(:);
else
idf1=2*idf-1; idf2=2*idf;
Id1=rand*(kdl-1); ld2=rand*(kdl-1);
if (1d1+1d2)>(kdl-1)
Id1=(kdI-1)-Id1; Id2=(kdI-1)-Id2;
end;
iil=floor(ld1)+1; alfal=Id1-ii1+1;
ii2=floor(1d2)+1; alfa2=Id2-ii2+1;
ZD_1(:)=D(,iil,idf1)*(1-
alfal)+D(:,iil+1,idf1)*alfal;
ZD_2(:)=D(:,ii2,idf2)*(1-
alfa2)+D(:,ii2+1,idf2)*alfa2;
ZD1(.,itd,idf)=ZD_1(:)+ZD_2(:)+ZE(:);
end
end
end
rand(‘state’,nr2); randn('state',nr2);
for idf=1:kdf
for itd=1:ktd
ZE=randn(size(ZE))/3.0;

% Numeros

dzn=randn/3.0;
if idef2==0
Id=rand*(kdl-1); ii=floor(ld)+1; alfa=ld-ii+1;
ZD2(,itd,idf)=D(;,ii,idf)*(1-
alfa)+D(;,ii+1,idf)*alfa+ZE();
else
idf1=2*idf-1; idf2=2*idf;
ld1=rand*(kdl-1); Id2=rand*(kdl-1);
if (1d1+1d2)>(kdl-1)
Id1=(kdl-1)-1d1; Id2=(kdI-1)-1d2;
end;
iil=floor(ld1)+1; alfal=Id1-ii1+1;
ii2=floor(Id2)+1; alfa2=1d2-ii2+1;
ZD_1(:)=D(,iil,idf1)*(1-
alfal)+D(:,iil+1,idf1)*alfal;
ZD_2(:)=D(:,ii2,idf2)*(1-
alfa2)+D(;,ii2+1,idf2)*alfa2;
ZD2(;,itd,idf)=ZD_1(:)+ZD_2(:)+ZE(:);
end;
end;
end;
% Formacion de entradas a la red
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd;
P1(:,n)=ZD1(;,itd,idf);
T1(idf,n)=1;
end;
end;
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd;
P2(:,n)=2D2(:,itd,idf);
T2(idf,n)=1;
end
end
****inicio 3***
h_frame= uicontrol(h_fig,'style’,'text',...
'Units','normalized',...
'Position',[0.6,0.9,0.05,0.02],...
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'String',METODO);
h_pop5= uicontrol(h_fig,'style’,'popupmendu’,...
'Units','normalized',...
'Position’,[0.6,0.835,0.08,0.06],...

'String', Trainlm|Traingd|Traingdm|Traingda| Traingdx|T
rainrp|Traincgf|Traincgp|Traincgb|Trainscg| Trainbfg|Tr
ainnoss',...

'‘BackgroundColor',[0.5,0.5,0.5]....

'ForegroundColor',[0,1,1],...

'FontWeight','bold',...

‘Callback’,'pruebared’);

Handles.pop5=h_pop5;

set(h_fig,'UserData',Handles);

****Inicio 4****

h_frame= uicontrol(h_fig,'style’,'text',...
'Units','normalized',...
'Position’,[0.8,0.9,0.05,0.02]....
'ForegroundColor',[0,0,1],...
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'FontWeight','bold',...

'String','Neuronas');
h_popa=uicontrol(h_fig,'style','/popupmenu’,...

'Units','normalized',...

'Position’,[0.8,0.85,0.035,0.045],...

'String’,'1|2/3|45/6(7|8/9|10]11[12[13|14]15|20]25/30"...

'‘BackgroundColor',[0.1,0.5,0.5],...
'ForegroundColor',[0,0,0],...
'Callback’,'radial’);
Handles.popa=h_popa;
set(h_fig,'UserData’,Handles);
****Siguel***
h_fig=gcbf;
H=get(h_fig,'UserData’); %datos guardados en figura
h_pop5=H.pop5;
%%%%puntos de simulacion
method_select=get(h_push1,'Value");
switch method_select
case 1
net
=newff(MiMa,[12,9],{'tansig','logsig'}, trainlm");
net.trainParam.epochs=100;
net.trainParam.show=>5;
net.trainParam.mem_reduc=2;
case 2
net
=newff(MiMa,[12,9],{'tansig','logsig'}, traingd');
net.trainParam.lr=0.1;
net.trainParam.epochs=8000;
net.trainParam.show=50;
case 3
net
=newff(MiMa,[12,9],{'tansig','logsig'}, 'traingdm’);
net.trainParam.Ir=0.1;
net.trainParam.mc=0.5;
net.trainParam.epochs=8000;
net.trainParam.show=50;
case 4
net
=newff(MiMa,[12,9],{'tansig','logsig'}, traingda’);
net.trainParam.Ir=0.1;
net.trainParam.lr_inc=1.05;
net.trainParam.epochs=1000;
net.trainParam.show=50;
case 5
net
=newff(MiMa,[12,9],{'tansig', logsig'}, traingdx’);
net.trainParam.Ir=0.1;
net.trainParam.mc=0.5;
net.trainParam.Ir_inc=1.02;
net.trainParam.epochs=3000;
net.trainParam.show=50;
case 6
net =newff(MiMa,[5,9],{'tansig’,'logsig}, 'trainrp");
net.trainParam.epochs=300;
net.trainParam.show=20;
case 7
net
=newff(MiMa,[12,9] {'tansig','logsig'}, traincgf’);
net.trainParam.epochs=200;
net.trainParam.show=20;
case 8

net
=newff(MiMa,[12,9],{'tansig’,'logsig'}, 'traincgp’);

net.trainParam.epochs=200;

net.trainParam.show=20;

case 9
net
=newff(MiMa,[12,9],{'tansig’,'logsig'}, 'traincgb’);
net.trainParam.epochs=200;
net.trainParam.show=20;
case 10
net
=newff(MiMa,[12,kdf],{'tansig','logsig'}, trainscg");
net.trainParam.epochs=200;
net.trainParam.show=20;
case 11

net
=newff(MiMa,[12,9],{'tansig',' logsig'}, trainbfg’);
net.trainParam.epochs=200;
net.trainParam.show=20;
case 12
net =newff(MiMa,[12,9],{'tansig','logsig'},'trainoss");
net.trainParam.epochs=200;
net.trainParam.show=20;
end
****Radial****
h_fig=gcbf;
H=get(h_fig,'UserData’); %datos guardados en figura
h_popa=H.popa;
%%%%neuronas por capa
neuronas_select=get(h_popa,'Value");
switch neuronas_select
case 1,
neurona=1;
case 2
neurona=2;
case 3
neurona=3;
case 4
neurona=4;
case 5
neurona=5;
case 6
neurona=6;
case 7
neurona=7;
case 8
neurona=s;
case 9
neurona=9;
case 10
neurona=10;
case 11
neurona=11;
case 12
neurona=12;
case 13
neurona=13;
case 14
neurona=14;
case 15
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neurona=15;
case 16
neurona=20;
case 17
neurona=25;
case 18
neurona=30;
end
neu=neurona;
tic;
% Entrenamiento de la red.
net =newrb(P1,71,0.026,1,neu,2);
Al=sim(net,P1); %Simulacion
A2=sim(net,P2); %Simulacion
% Calculo de probabilidades
PD1=zeros(kdf);
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd;
[amax,imax]=max(A1(:,n));
PD1(imax,idf)=PD1(imax,idf)+1;
end;
end;
PD1=PD1/ktd;
PDT1=diag(PD1);
psrl=mean(PDT1);
PD1T=PD1}
fwl=fopen('pdl.dat’,'wt’);
if idef2==0
count=fprintf(fwl,'%6.4f %6.4f %6.4f %6.4f %6.4f
%6.4f %6.4f %6.4f %6.4f\n',PD1T,PDT1,psrl);
else
count=fprintf(fwl,'%6.4f %6.4f %6.4f
%6.4f\n',PD1T,PDT1,psrl);
end;
fclose(fwl);
PD2=zeros(kdf);
for idf=1:kdf
for itd=1:ktd
n=(idf-1)*ktd+itd;
[amax,imax]=max(A2(:,n));
PD2(imax,idf)=PD2(imax,idf)+1;
end;
end;
PD2=PD2/ktd;
PDT2=diag(PD2);
psr2=mean(PDT2);
PD2T=PD2
fw2=fopen('pd2.dat','wt");
if idef2==0
count=fprintf(fw2,'%6.4f %6.4f %6.4f %6.4f %6.4f
%6.4f %6.4f %6.4f %6.4f\n',PD2T,PDT2,psr2);
else
count=fprintf(fw2,'%6.4f %6.4f %6.4f
%6.4f\n',PD2T,PDT2,psr2);
end;
fclose(fw2);

figure(2);

subplot(1,2,2);

plot3(zD1(1,:1),2D1(2,:,1),ZD1(3,:,1),*,2D1(1,:,2),Z

D1(2,:,2),2D1(3,:,2),"",zD1(1,:,3),ZD1(2,:,3),ZD1(3,:,3

),'+,ZD1(1,:,4),2D1(2,:,4),ZD1(3,:,4),'X"); grid on;

legend('D1','D2','D3','D4Y);

xlabel('Z1 - Presion de compresor ‘);

ylabel('Z2 — Presion de turbina ");

zlabel('Z3 - Temperatura de compressor");

time=toc;

psr2;

h_frame= uicontrol(h_fig,'style’,'text’,...
'Units','normalized',...
'Position’,[0.3,0.05,0.05,0.035]....
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'FontSize',12,...
'String','PD2");

h_frame= uicontrol(h_fig,'style','text’,...
'Units','normalized',...
'Position’,[0.35,0.05,0.055,0.035],...
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'FontSize',12,...
'String',psr2);

h_frame= uicontrol(h_fig,'style','text',...
'Units','normalized',...
'Position’,[0.5,0.05,0.065,0.035],...
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'FontSize',12,...
'String', TIEMPO");

h_frame= uicontrol(h_fig, 'style','text',...
'Units','normalized',...
'Position’,[0.56,0.05,0.065,0.035],...
'ForegroundColor',[0,0,1],...
'FontWeight','bold',...
'FontSize',12,...
'String',time);

***Probabilistics***

% Net training

P=P1;

T=T1;

net =newpnn(P,T,0.026);

* **regression_general****

% Net training

P=P1;

T=T1;

net =newgrnn(P, T,0.026);

***Newrb***
% Net training
P=P1,;

T=T1,
net =newrb(P,T,0.026,1,13,5);
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APENDICE B: PUBLICACIONES

N Camparacion de dos tipos de redes neuronales artificiales
opropagacion y base radial), utilizadas para el diagndéstico
paramétrico de turbinas de gas

Comparison of two types of artificial neural networks (backpropagation and radial basis),
used for parametric gas turbines diagnosis

Eulalio Torres Garcia?, Igor Loboda’, Jests Martinez Lopez’.

profesor en Instituto Politécnico Nacional, SEPI- Culhuacan, 2Estudiante en Instituto Politécnico
Nacional, SEPI- Culhuacan. Contacto: ingetorresg@gmail.com

RESUMEN: Este articulo est4 orientado a la comparacion de dos tipos de redes Neuronales Artificiales
(RNA), tipo Retropropagacion y de Base Radial, aplicadas en el Diagnéstico de Turbinas de Gas. Se hace un
analisis del comportamiento con 12 diferentes funciones de adaptacion, combinaciones de 1 a 3 en los
nameros llave para la iniciacion de las vectores de comportamiento alrededor de clases identificadas, se
utilizan 11 regimenes de operacion de la turbina, todo ello controlado por una interface usuario que permite
reducir el tiempo de procesamiento de datos. El resultado es arrojado a una probabilidad de asercion
(calculada por estadistica) de un diagnostico correcto y el tiempo aproximado de entrenamiento. Comparado
estos resultados, es posible determinar cual es el tipo de red y el tipo de entrenamiento que debe tener una
RNA, para ser utilizada en esta aplicacién.

Palabras clave: Redes Neuronales Artificiales de Retropropagacién (perceptron), Redes de Base Radial,
Diagndstico de turbinas de gas, Clasificacién de fallas, Probabilidad de Diagnéstico Correcto.

1. INTRODUCCION.

Las turbinas de gas son sistemas muy complejos, que implica un método de diagnéstico de igual manera
complejo. Entre mayor sea el nimero de componentes del sistema, hay mayor probabilidad de falla. Ello lleva
a requerir una técnica que sea capaz de detectar las fallas con prelacion en cada componente y asi evitar
pérdidas mayores. Las fallas y los procesos de deterioracién afectan la fiabilidad, disponibilidad del equipo y
los costos de operacion. La aplicacién de sistemas de diagndstico y monitoreo, los cuales han llegado a ser
una practica estandar, permiten disminuir estos efectos negativos.

Actualmente el proceso de diagndstico es un tema que implica conocer el motor y su comportamiento en
estado normal, de este modo es posible identificar cuando tiene algun sintoma de falla. En el proceso de
diagnostico se aplican algoritmos basados en el estado normal del motor (estado inicial), algunas técnicas de
reconocimiento de patrones y modelos avanzados de probabilidad que permiten identificar las desviaciones.

Una vez que se conoce el comportamiento del motor, es muy importante tomar en cuenta que no es correcto
utilizar los pardmetros directamente medidos, ya que el cambio de régimen puede esconder cambios inducidos
por las fallas. En todos los métodos del diagndstico paramétrico se usan las desviaciones de los pardmetros
medidos

Y*-Yy

sY = - (D)

en donde: Y* es el parametro medido actual del conducto de flujo; Y, es el parametro del estado normal.

88



Loboda I (2003) menciona que el estado normal de una turbina de gas implica un estado fijo, que cumpla con
los requisitos de una turbina, por ejemplo, el estado después de la fabricacion. Este estado depende del
régimen de funcionamiento de la turbina, por lo tanto, se puede modelar por medio de una funcién de estado
normal, llamada modelo de estado normal.

Asi podemaos presentar en la forma general, un modelo de estado normal, como:

o (7 1SN 1|

endonde: U vector del régimen de turbina de gas y de las condiciones ambientales (temperatura y presion del
aire).

Para formar la descripcion completa de la turbina es necesario usar un modelo termodindmico no lineal del
conducto de flujo, que se escribe por la siguiente formula:

L A (1) F TNV (<)

en donde: 8 es el vector de los pardmetros de estado, los cuales son capaces de corregir las caracteristicas de

los componentes de las turbinas de gas. Al poner en la formula (3) el vector fijo 6,, que corresponde al estado
normal transformamos el modelo termodinamico:

que corresponde al modelo normal (2).

Partiendo del modelo termodinamico, con una serie de datos obtenidos del motor, es posible generar patrones
de comportamiento. En este patron o vector de desviaciones (617), cada puto representa una medicién en el
conducto de flujo. Es necesario considerar que a las desviaciones se deben agregar errores aleatorios (§Y*),
gue nos permitan introducir mediciones erréneas (ruido) y a pesar de ello generalizar el comportamiento. Ya
gue estos patrones que son utilizados para el entrenamiento, nos servirdn para reconocer, clasificar y
diagnosticar el estado del motor.

2. REDES NEURONALES ARTIFICIALES DE RETROPROPAGACION.

Retropropagacion (backpropagation) es la generalizacion de la regla de aprendizaje Widrow-Hoff para redes
neuronales multicapa y funciones de transferencia no diferenciables y no lineales. Los vectores de entrada
(input) y los correspondientes vectores de salida (target) son utilizados para entrenar la red hasta que se
pueden aproximar a una funcion. Esta esta asociada con los vectores de entrada y los vectores especificos de
salida, o clasificacion de los vectores de entrada en el apropiado camino definido por el usuario (Howard
Demuth 2008).

La arquitectura base de cualquier RNA tipo Retropropagacion y que a su vez es la base de nuestro estudio es
la que se muestra en la Fig. 1.
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Fig. I. Arquitectura de la RNA Retropropagacion de tres capas.

Existen diferentes caminos en los cuales se puede aumentar el desempefio del entrenamiento. Puede ser a
través del control de las funciones de activacién, que no es mas que la forma en como se va a calcular los
pesos en cada iteracion, logaritmo tangencial, logaritmo sigmoidea o lineal, son las basicas. Otra manera de
hacer la aproximacién més exacta o en menor tiempo es el incremento del nimero de neuronas por capa o
bien el numero de capas ocultas. En algunos casos este cambio aumenta la exactitud de la funcién y/o
disminucion del tiempo de entrenamiento. Cabe aclarar que esto no es regla, pues bien una vez mas es
necesario recordar que dependiendo de la aplicacion, es la funcién que daran mejores resultados.

Una funcién adaptativa es un ente formado por la neurona artificial y un algoritmo de correccion de pesos. La
neurona artificial es modelada mediante una combinacion lineal, esto es, produce una salida (en cada
iteracion) y(n) que es el resultado de combinar linealmente las entradas x(n), cada uno con su peso w(n)
caracteristico de cada neurona. Los pesos son adaptables, y se modifican tras cada salida mediante un
algoritmo de correccion. Dicho algoritmo, calculado como la diferencia entre la salida de la neurona y la
salida deseada, que Illamamos d(n) y que es conocida. Asi el método, no es mas que n iteraciones para resolver
la optimizacién. El problema se reduce a encontrar el valor de peso wy que minimiza el error y con ello alguna
funcién dependiente del mismo que tome su valor minimo en el mismo punto (Manual de Redes neuronales -
2005).

En el toolbox de MATLAB existen 12 algoritmos de entrenamiento, trainlm, traingd, traingdm, trainda,
traingdx, trainrp, traincgf, traincgp, traincgb, trainscg, trainbfg, trainoss. Estos algoritmos han demostrado ser
buenos para diferentes aplicaciones, haciendo imposible decir que un algoritmo es mejor que otro. Lo que los
hace diferentes es la forma en como manejan los pesos a la salida para la convergencia entre la salida deseada
y la obtenida, por ejemplo, en direccion del gradiente, utilizando un grado de aprendizaje (Ir-learning rate)
gue determinara el nimero de veces que se debe incrementar el gradiente. Otra forma es sumar al gradiente la
tendencia reciente en la superficie del error. Existen algunos parametros que permiten a las redes aprender
maés rapido o bien las hace oscilar y por ende se vuelven inestables, estas variables que permiten a las redes
ser més o menos eficientes, son las que se buscan para encontrar las més eficientes en nuestra aplicacién.

3. REDES NEURONALES ARTIFICIALES DE BASE RADIAL

Una red de base radial (Radial Basis Function - RBF) esté disefiada con neuronas en la capa oculta activadas
mediante funciones radiales de caracter no lineal con sus centros gravitacionales propios. En la capa de salida
se controla mediante funciones lineales. Aunque se reconoce que en la fase de entrenamiento es una red que
presenta un alto desempefio, en general no se utiliza para altos volimenes de datos, porque con lleva tiempo
de entrenamiento muy largo. Lo cual hace que la red sea ineficiente para nuestro contexto, ya que si se desea
utilizar para diagnostico en tiempo real, para el momento que esta alcance el tiempo entrenamiento,
posiblemente la turbina ya habra fallado. El entrenamiento a diferencia de Retropropagacion es solo hacia
adelante. La salida es influenciada por una transformacion no lineal originada en la capa oculta a través de
una funcién radial y una lineal en la capa de salida por una funcién lineal continlia (Gutiérrez Mojica Eder M.
2005). En la Fig. 1l. se puede observar la topologia general de una RBF.
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Fig. Il. Topologia de una red de base radial.

4. ALGORITMO

El algoritmo que se ha disefiado consta de 4 partes. La primera es la interface usuario, en ella se introducen
todos los valores constantes, como el régimen de operacién. Permitiendo tener una base de datos constante
para mas de un experimento, asi disminuimos el tiempo de operacion entre un experimento y el siguiente. Por
otro lado al ser la misma base de operacion los resultados pueden ser objeto de comparacién. Ademas permite
una répida y eficiente manipulacidn de los datos de inicializacion de la red.

La segunda es el ensamble de los datos; estos deben ser adecuados para que puedan ser leidos en forma
correcta por el compilador. Esta parte del algoritmo tomara de la interface usuario las constantes, leera los
datos que fueron obtenidos de una turbina, preparara el arreglo multidimensional y proveera el vector de
aprendizaje. Para estos efectos se experiment6 utilizando solo 9 clases diferentes de falla. En nuestro caso de
estudio aceptamos la hipotesis de que el estado actual del motor pertenece solo a una clase, es decir no hay
falla simultdnea en més de un componente al mismo tiempo. Después se gener6 las nubes de puntos (6}7*) de
manera estadistica alrededor de nuestras clases identificadas. Esa generacion de puntos se hace por medio de
una funciodn estadistica de cercania, llamada 3 sigma (3c), la cual nos asegura que los puntos generados estén
dentro de la clase adecuada (probabilidad 99.7%), incluyendo el espacio multidimensional. En la misma etapa
se proporcionan las muestras de entrenamiento y validacion para la posterior clasificacion.

La tercera parte es el entrenamiento de la red, para ello tomamos de los datos previamente preparados. En
cada tipo de red se debe especificar el numero de épocas, error minimo permitido, y valores propios del
algoritmo de entrenamiento que se estd utilizando. El proceso de clasificacion toma una muestra de
entrenamiento, y con una muestra de validacion hace una comparacién. Si el valor del error sobrepasa el
deseado se regresa al entrenamiento de lo contrario regresa los vectores que forman parte de nuestra funcion
ya entrenada.

La cuarta parte hace el célculo de probabilidades de forma estadistica. Se calcula una matriz de
probabilidades y en pantalla solo se muestra el promedio de probabilidades de la segunda matriz, la cual fue
de prueba. Se corta el tiempo de operacion y también se envia a pantalla. Por Gltimo se grafican las clases, se
muestran solo cuatro con el objetivo de hacerlas mas visibles.

5. EXPERIMENTOS PRELIMINARES

En primera instancia se defini6 cual es el objetivo de la experimentacién. Si bien el objetivo es comparacion,
tenemos que tener un marco de referencia, el objetivo primordial fue medir el tiempo de operacion y la
eficiencia de la red neuronal, siendo lo mas importante la probabilidad de dar un diagnéstico correcto. El
algoritmo fue disefiado para calcular dos matrices de probabilidades, como se menciono anteriormente. La
primera no es mucho de nuestro interés ya que es la matriz obtenida en el entrenamiento, por ende al hacer el
calculo de probabilidad, el porcentaje de asercién sera muy alto. La probabilidad que es calculada en la
segunda muestra, es la matriz que se obtiene como resultado de prueba de la red, esta es de mas importancia.

Etapas de experimentacion; en la primera de ellas simplemente se introdujeron valores estandar dependientes
de cada filtro adaptativo, como numero de épocas, grado de aprendizaje, coeficiente de momento, etc., con
ello se observd el comportamiento de la red. Como se puede observar en la Fig. Ill., estos valores son
definitorios del tiempo y el resultado obtenido, no debemos iniciar una red que necesita mas de 2000 épocas
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con 100, pues ello dara probabilidades de asercion muy bajas, o viceversa, ello llevara al sobre entrenamiento,
extension del tiempo y resultados no satisfactorios.

metodo 1) trainlm 2) Traingd  3)Traingdnd)traingda 5
Tiempo 10.53 15.41 15.20 1.59
performance 0.0359 0.05 0.05

epocas 100 3000 8000 1000
FD1 0.7451 0.715 0.7142 0.8274
PD2 0.745 0.714 0.7136 0.8178

Fig. I11. Tabla inicial comparativa de datos sin optimizacion. Demuestran baja
probabilidad (PD) y errores hasta del 5 % y tiempo de hasta 15 minutos.

Con estos resultados se inicializa la experimentacion, buscando en primera instancia aumentar la probabilidad
obtenida para la muestra 2. Como se puede observar en la Fig. IV. en un principio la probabilidad era muy
baja. La probabilidad 2 (PD2) esta intimamente ligada con la grafica de desempefio (performance), esta
grafica es la suma de los errores. Si se reduce el valor en la gréfica de performance indica que estamos
reduciendo el error y por ende aumentando la probabilidad de acierto.

TORRES GARCIA™

DIAGNOSTICO PARAMETRICO DE TURBINAS DE GAS POR RNA
| W T .
... 1 1 2 Retropecpagacion RN

IFf E———

Desktop Window Help

Pedformance s 0.0757861, Goal is 0026

w

o
"

73 - Compressar fermperatume
(=
w oo

Training Blus  Goal Black

20 4 60 N W0 120 W 160 W 2
200 Epochs.

PD2 058111 TIEMPO 103484 = 21 - Compeesser pressure

Fig. IV. Interface usuario, muestra la grafica de performance, o suma de errores, la gréfica de clases, la
probabilidad de acierto y el tiempo transcurrido.

En la siguiente etapa, el pardmetro a controlar es el tiempo de entrenamiento, pues bien de nada sirve tener
una RNA que sea capaz de identificar el patron de comportamiento después de horas. Si el diagndstico se
quiere hacer en tiempo real, pues después de horas es posible que el motor ya haya fallado, entonces el
diagnostico se vuelve indtil.

En la siguiente etapa se cambi6 el numero de épocas, disminuimos o aumentamos dependiendo del
comportamiento de la gréfica de performance, pues si la gréafica permanecia estable por demasiadas épocas,
no es necesario tuviese tantas épocas, entonces se reduce el valor hasta el minimo para dar un valor de
probabilidad aceptable.

Las nubes de puntos se generan aleatoriamente, cada una de estas nubes conforman una clase de falla, en cada
una de ellas contendra n puntos (numero que nosotros especificamos en el volumen al iniciar el célculo),
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siendo estos puntos vectores de comportamiento del motor. Estas deben ser inicializadas con los mismos
valores, de otra manera es imposible compara los resultados. Para la inicializacién se utilizan nameros llave
(semillas), entre 1 y 3. Asi la siguiente etapa es inicializar el programa con diferentes nimeros llave para
observar la generalizacion del entrenamiento.

Los datos provenientes del motor pertenecen a 11 regimenes de operacion diferentes. Una vez que hemos
logrado reducir el nimero de épocas, y hemos cambiando los otros valores propios de cada algoritmo de
entrenamiento, se disminuye el tiempo de convergencia de la funcién, en general se ha optimizado la red. Se
procede a cambiar el régimen de operacion, para observar que estos valores sean validos para diferentes
regimenes de operacion.

La siguiente etapa es referente a el nimero de puntos de simulacion (volumen de datos), en primera instancia
se utilizaron 500 puntos por clase de simulacion, en donde cada punto representa un vector (patrén 8Y*), se
hace el mismo procedimiento pero ahora para 1000, 1500 y 2000 puntos de simulacién, para cada clase de
cada muestra, con ello observamos si la red sigue arrojando los mismos resultados. Por ende es estable para la
utilizacion con diferentes volimenes de datos.

La Ultima etapa es hacer el mismo procedimiento para la comparacion con redes de tipo radial, haciendo
diferentes cambios en los valores propios de la funcién para lograr un resultado comparable con
retropropagacion. También se aumento el nimero de capas ocultas y el nimero de neuronas por capa para
observar el comportamiento de la red, con ello de igual manera redundamos en el objetivo. Por dltimo se
compara con los resultados obtenidos de la experimentacidn con redes de retropropagacion.

RESULTADOS

El primer paso, fue analizar las redes sin ningln tipo de optimizacion eligiendo el nimero de neuronas al azar
y observando el comportamiento, en la Fig. V., curva superior, se puede apreciar la dispersién en los
resultados, aunque algunos se acercaban al resultado deseado en cuanto a performance. Ajustando algunos
pardmetros, como numero de neuronas o funciones de activacion, se obtuvieron errores aproximadamente
iguales, como se puede observar la dispersion de los datos al iniciar la experimentacion es demasiado grande,
al hacerla optimizacion se logran resultados aproximadamente iguales (curva inferior Fig. V.), por lo menos
en lo la referencia de error. En referencia a tiempo los resultados siguen siendo dispersos.
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Fig. V. Gréfica de desempefio de las diferentes redes neuronales, e base a la
suma de errores, sin optimizacion (curva superior), con optimizacion (curva
inferior).

Al comparar las graficas de desempefio (Fig. V) y probabilidad de asercion (Fig. VI) es obvio la relacién
inversamente proporcional que tiene error calculado en la red con la probabilidad de asercidn en el
diagndstico. Durante la primera etapa de experimentacion el volumen de datos fue con solo 500 puntos de
operacion. Y el primer régimen de operacion. Una vez que se ha hecho la optimizacién de cada procedimiento
es posible decir que todas las redes, son capaces de alcanzar la misma probabilidad de asercion (curva
superior Fig. VL.).
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Fig. VI. Gréfica de probabilidades, grafica inferior sin optimizacidn, superior
con optimizacion.

Sin embargo, cuando nos referimos a el tiempo de operacidn, siendo las funciones de clasificacion que se
muestran en Fig. VI1I. las que fueron capaces de entrenar la red en menor tiempo esto es en un rango de 30 a

150 segundos. Y como se puede observar el error esta en el rango de 2.5 y 4 %. Hubo algunas redes que
tomaban hasta 30 minutos en el entrenamiento solo con 500 puntos por clase.
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Fig. VII. Redes neuronales con comportamiento estable y error cercano.
Régimen de operacién 1. Curva inferior con optimizacién.

Al cambiar el régimen de operacién es posible observar y eliminar las redes que tiene comportamiento
inestable, como en el caso de traincgb, la cual se comporto excelente con 500 puntos de operacion en el
primer régimen (Fig. VIIL.), y no presenta problemas en los regimenes subsecuentes. Pero sin embargo,
presenta problemas al hacer el aumento del volumen de datos, aumenta el error hasta el 35%, el resto de ellos
fueron eliminados por mostrar errores de hasta el 40%.
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Fig. VIII. Comportamiento con aumento de densidad de datos de andlisis.
Régimen de operacién 3.

Al hacer el aumento del volumen de datos, como se puede apreciar en la Fig. IX., se observo que el error
aumenta directamente proporcional al nimero de datos analizados, aun asi no sobrepasando en las redes
seleccionadas el 12%. Una vez mas es interesante ver que con el cambio de régimen la funcién traincgb se
comporta de manera estable.
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Fig. IX. Comportamiento de error con aumento de densidad de datos de analisis.

En los regimenes subsecuentes el comportamiento de las redes es muy parecido. La red entrenada se mantiene
estable y aumenta el error directamente proporcional al numero de datos. El tiempo de calculo tambien
incrementa en forma considerable. Las redes entrenadas con funciones traincgb y trainscg en algunos
regimenes de operacion son muy inestables, aumentando el error. También presenta un incremento del error
de manera no lineal en relacion con el numero de puntos utilizados para la simulacion. Como se puede
observar en la Fig. X el error no necesariamente esta dado por una funcion lineal, por ejemplo en la funcién
trainscg el error es proporcional en el primer aumentode datos, pero al hacer el experimento con 1500 puntos

el error aumenta practicamente el doble del calculo anterior.
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Fig. X. Comportamiento de error con aumento de densidad de datos de andlisis.
Régimen de operacién 11

Como se muestra en la Fig. XI. al analizar el cambio de llave de inicializacion de datos es posible observar,
que la mayoria de redes siguen teniendo la misma tendencia. El resultado no depende del numero de
inicializacion (semilla), sino del tipo de entrenamiento que esté recibiendo la red, siendo una vez més traincgb
la que presenta una fluctuacion mayor en comparacion con los otros tipos de entrenamiento.
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Fig. X1. Comportamiento de error con aumento de densidad de datos y cambio

En la Fig. XII, demostramos que el cambio de regimen no tiene impacto en el entrenamiento de la red, una
vez mas es posible observar que el comportamiento del error depende enteramente del numeros de puntos de

operacion.
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Fig. XIl. Comportamiento de error con aumento de densidad de datos y cambio
de semilla. Régimen de operacion 11.

Las redes neuronales de tipo retropropagacion demostraron un comportamiento bastante confiable, y en
cuanto a tiempo demostraron ser capaces de dar un diagndstico en tiempo muy corto, pues el tiempo en la fase
de entrenamiento no va mas alla de los 2 minutos.

Con las redes del tipo radial, al hacer la configracion basica demostraron dos tipos de comportamiento.
Primero, si no se especifica el numero de neuronas de la red, esta toma el tamafio de la matriz y utiliza el
numero de columnas, asi pues, esta no tiene la capacidad de hacer calculos con grandes volumenes de datos.
Segundo, si se reducen el numero de puntos es posible que esta reduzca de igual manera el numero de
neuronas, y aunque es capaz de realizar el calculo, no tiene una probabilidad adecuada. Como se muestra en la
Fig. XIIl., se reduce el error a aproximadamente 7 % (SSE), pero se presenta el fenomeno de sobre
entrenamiento, al hacer la prueba esta solo tiene una probabilidad de dar un diagnéstico correcto del 30%, y
el tiempo de entrenamiento se ve severamente castigado, tomando aproximadamente 78 horas para el
entrenamiento.
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Fig. XIll. Ejemplo de sobre-entrenamiento de red base radial.

Mas sin embargo, es posible disminuir el tiempo de operacion y de igual manera aumentar ella probabilidad
de asercion, incluso al aumentar el nimero de puntos de simulacion la red neuronal es capaz de dar una
probabilidad de acierto considerable, la cual ya es comparable con los resultados arrojados por las redes de
retropropagacion. Trabajando con nimero de neuronas en los rangos de 15 y 20 se pudo alcanzar el tiempo y
la probabilidad deseada para ser comparada con retropropagacion. Como se puede observar en la Fig. XIV. La
red de base radial tiene pequefias diferencias en cuanto a probabilidad, aln asi ya es capaz de acertar en el
diagnostico y el tiempo de entrenamiento de la red es comparable con el de las redes de tipo retropropagacion.
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Fig. XIV. Comparacion en tiempos de entrenamiento (s) y probabilidad de
asercion de diagndstico (%) de diferentes tipos de redes neuronales.
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CONCLUSIONES

En este articulo hemos descrito la experimentacion de un algoritmo utilizado para el diagnéstico paramétrico
de turbinas de gas basado en redes neuronales artificiales. Se utiliz6 un modelo termodinamico no lineal para
simular los modos de degradacion de la turbina de gas y las fallas de clasificacion. Obtenemos y verificamos
los indices de diagndstico adecuados que permiten decir si nuestra turbina puede ser diagnosticada
correctamente. Es importante recordar que las mediciones que fueron tomadas no se utilizan directamente
sino que utilizamos desviaciones para simular fallas reales, con ello introducimos al modelo diferentes fallas y
se considera el ruido en patrones simulados. Se genera la nube de puntos de cada clase, en donde cada punto
representa un vector de desviaciones inducidas por fallas simuladas (patrén).

La experimentacion en este tipo de algoritmos puede llegar a ser muy larga, dependiendo del tipo de
procesador se puede aumentar o disminuir los tiempos de operacién. Siendo estos experimentos los que
conforman la base de investigaciones posteriores, pues ahora somos capaces de decir cual es la red neuronal
que tiene mejor comportamiento para el tipo de datos que se manejan, y el volumen de las bases de datos,
sabemos que son datos que no pueden tener mucha variacién, también sabemos que este tipo de redes
neuronales son capaces de eliminar el ruido dentro de los datos medidos, asi podemos utilizar estas como
interface para poder diagnosticar en tiempo real una turbina en operacion.

Hay cuatro funciones (trainrp, traiscgb, traiscg, newrb) que presentan un comportamiento similar en el
entrenamiento. De ellas, tres fueron funciones de entrenamiento de perceptrén y una es la red con RBF por
base radial en su forma bésica. La diferencia principal es en el tiempo de entrenamiento (Fig. XIV), pues
mientras una fue capaz de analizar, clasificar y diagnosticar en solo 38 segundos, otra tomo 70 segundos,
siendo esta diferencia un tanto indiferente (considerando solo 500 puntos de operacion). En lo referente a la
probabilidad de diagndstico correcto, estas mostraron un comportamiento estable, tanto en el cambio de
régimen, como en el aumento de numero de puntos de simulacion. Siendo esta probabilidad entre 81 y 83%.
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